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Ing. FARFÁN ESCOBEDO JEANFRANCO DAVID

CUSCO - PERÚ
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Resumen

Actualmente la arquitectura de Aprendizaje Profundo (Deep Learning) con mayor
éxito y más usado en reconocimiento y clasificación de imágenes, visión compu-
tacional, conducción automática de veh́ıculos; es la Red Neuronal Convolucional
(Convolutional Neural Network o CNN). Sin embargo las CNNs presentan limi-
taciones ya que no son robustas cuando existen transformaciones en el objeto
evaluado, es decir un ligero cambio de la posición del objeto provocaŕıa que las
CNNs modifiquen su predicción. Aunque este problema puede ser reducido in-
crementando el conjunto de datos durante el entrenamiento, esto no garantiza
que la red sea robusta para una nueva modificación en la posición que pueda
estar presente en el conjunto de datos de prueba. Para superar estos inconve-
nientes surgen las Redes de Cápsulas (Capsule Network o CapsNet), que mejoran
la clasificación de imágenes cuando estos presentan rotación, inclinación u otra
orientación diferente, facilitando la obtención de información en la verificación de
sus posiciones relativas con un menor número de datos. Por otro lado las redes
de Cápsulas Matriciales con Enrutamiento EM, que son una mejora de las redes
de Cápsulas con Enrutamiento Dinámico, presentan cápsulas donde cada cápsula
está conformada por una unidad de activación que representan la presencia de un
objeto y una matriz de pose de 4x4 que aprende a representar la relación espacial
entre el objeto y el espectador, obteniendo aśı información más precisa. Ambas
arquitecturas de redes de cápsulas presentan como primera capa de entrada una
red de convolución estándar, pero un problema inherente a una (CNN) es cuando
tiende a perder información a medida que la red se hace más profunda debido a
la anulación del gradiente (vanishing gradient), es decir el gradiente tiende a ser
igual a cero durante el proceso de aprendizaje cuando una red tiene muchas capas.
Como una alternativa se tiene la arquitectura de Red Convolucional Densamente
Conectado (DenseNet) que resuelve éste problema asegurando un flujo máximo
de información, donde para cada capa, las caracteŕısticas obtenidas en todas las
capas anteriores se utilizan como entradas, y sus propias caracteŕısticas obtenidas
se utilizan como entradas en todas las capas posteriores, esto conduce a un mejor
flujo de gradiente en comparación con las capas de convolución apiladas directa-
mente. Por tanto, en este trabajo se diseña y evalúa una arquitectura de Cápsulas
Matriciales con Enrutamiento EM, reemplazando su primera capa de red convo-
lucional simple (ReLU Conv1) por una red convolucional densa (DenseNet), para
mostrar una mejora en el tiempo y precisión de entrenamiento frente al modelo
base de redes de Cápsulas Matriciales con Enrutamiento EM, utilizando el con-
junto de datos SmallNORB que está destinado a experimentos de reconocimiento
de imágenes de objetos en 3D.

Palabras Claves: Cápsulas Matriciales con Enrutamiento EM, CaspNet, Dense-
Net, Modelo.
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Abstract

Currently the Deep Learning architecture with greater success and more used in
image recognition and classification, computational vision, automatic vehicle dri-
ving; it is the Convolutional Neural Network (CNN). However, the CNNs have
limitations since they are not robust when there are transformations in the object
evaluated, that is, a slight change in the position of the object would cause CNNs
to modify their prediction. Although this problem can be reduced by increasing
the data set during training, this does not guarantee that the network is robust
for a new modification in the position that may be present in the test data set.
To overcome these inconveniences, arise the Capsule Networks (CapsNet), which
improve the classification of images when they have rotation, inclination or other
different orientation, facilitating the obtaining of information in the verification of
their relative positions with a lower number of data. On the other hand, the ma-
trix capsule networks with EM routing, which are an improvement of the capsule
networks with dynamic routing, have capsules where each capsule is made up of
a unit that captures characteristics that represent the presence of an object and
a pose matrix 4x4, that learns to represent the spatial relationship between the
object and the viewer, thus obtaining more accurate information. Both capsule
network architectures present a standard convolution network as the first input
layer, but a problem inherent to one (CNN) is when it tends to lose information
as the network it gets deeper due to the cancellation of the gradient (leakage gra-
dient), that is, the gradient tends to be zero during the learning process when a
network has many layers. As an alternative there is the Densely Connected Con-
volutional Network (DenseNet) architecture that solves this problem by ensuring
a maximum flow of information, where for each layer, the characteristics obtained
in all the previous layers are used as inputs, and their own characteristics obtai-
ned are used as inputs in all subsequent layers, this leads to a better gradient
flow compared to the directly stacked convolution layers. Therefore, in this work
an architecture of matrix capsules with EM routing is designed and evaluated,
replacing its first simple convolutional network layer (ReLU Conv1) with a den-
se convolutional network (DenseNet), to show an improvement in the time and
accuracy of training, front the base architecture of matrix capsule networks with
EM routing, using the SmallNORB data set that is intended for 3D object image
recognition experiments.

Keywords: Matrix Capsules with EM Routing, CaspNet, DenseNet, Model.
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Caṕıtulo 1

Aspectos Generales

1.1. Problema de Investigación

1.1.1. Descripción del Problema

Las redes neuronales convolucionales (CNNs) tienen un enorme éxito en el
Aprendizaje Automático; en la actualidad muchos de los problemas más intere-
santes se atacan a través de estas técnicas. Si bien es cierto que las CNNs son
buenas para detectar las caracteŕısticas de un objeto; el mayor problema de estas
redes neuronales es que no toman en cuenta las relaciones espaciales como tras-
lación y rotación, que son cambios inherentes a un objeto. Además, si se quiere
que la red neuronal convolucional pueda reconocer un objeto rotado en un ángulo,
se tiene que entrenar utilizando las imágenes del objeto rotado a ese ángulo en
particular; conllevando a un incremento en el número de datos y tiempo de entre-
namiento. Existe una mejor arquitectura que las CNNs que suplen las limitaciones
en la detección de las posiciones relativas de un objeto utilizando menor número
de datos, al cual se denomina Red de Capsulas (Capsule Network o CapsNet), sin
embargo, la pregunta es qué tan bien trabaja este modelo. La respuesta a esto es
que no lo hace mejor que una red convolucional.
Si bien es cierto las cápsulas matriciales con enrutamiento EM trabajan mejor con
imágenes donde los objetos presentan modificaciones en su postura, requiriendo
menor número de datos, estos requieren mayor tiempo de entrenamiento debido a
la complejidad de su arquitectura, puesto que en cada neurona se efectúan cálculos
matriciales y no cálculos escalares como en las neuronas de las redes neuronales
convolucionales. Por tanto, es necesario reducir esta complejidad computacional
de la arquitectura de red de cápsulas matriciales con enrutamiento EM para lograr
mejorar su tiempo y precisión de entrenamiento.

1.1.2. Formulación del Problema

¿Es posible mejorar el tiempo de entrenamiento del modelo de Capsule Net-
work basado en Cápsulas Matriciales con Enrutamiento EM utilizando el
modelo propuesto?.

¿Es posible mejorar la precisión de entrenamiento del modelo de Capsule
Network basado en Cápsulas Matriciales con Enrutamiento EM utilizando
el modelo propuesto?.
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1.2. Antecedentes

Desde el momento en que se dieron a conocer las redes de cápsulas, se ha
contribuido con una variedad de experimentos donde se pretenden demostrar,
analizar y mejorar la complejidad computacional y su rendimiento respecto al
estado de arte. A continuación se presenta un conjunto de trabajos relacionados
que describen algunos de estos casos.

1. (Mukhometzianov y Carrillo, 2018), en su investigación evaluaron el rendi-
miento del algoritmo de CapsNet con enrutamiento dinámico. Para lo cual
propusieron realizar una comparación de CapsNet con tres clasificadores co-
nocidos (Fisherfaces, LeNet y ResNet). En los experimentos se utilizó una
Core i7 extreme 7th generación, 16 GB RAM, Nvidia GeForce 1050 Ti Mo-
bile para el entrenamiento de los algoritmos clasificadores conocidos y Google
cloud, Intel Xeon, 5 Gb RAM, NVIDIA Tesla K80 para el entrenamiento
de CapsNet, para los cuales se utilizaron datasets de imágenes de rostros,
señales de tráfico y objetos cotidianos, obteniendo los siguientes resultados:

Utilizando el algoritmo Fisherfaces para el dataset Yale Face1 con
5850 imágenes de rostros, se obtuvo un tiempo promedio de entrena-
miento de 5 minutos con un 98.2 % de precisión y el algoritmo Caps-
Net alcanzó un tiempo promedio de entrenamiento de 24 horas con un
95.3 % de precisión.

Ejecutando el algoritmo Fisherfaces para el dataset MIT CBCL
(faces) con 5240 imágenes de rostros, se obtuvo un tiempo promedio de
entrenamiento de 1 minuto con un 98.3 % de precisión y el algoritmo
CapsNet alcanzó un tiempo promedio de entrenamiento de 14 horas
con un 99.87 % de precisión.

Haciendo uso del algoritmo LeNet para el dataset BelgiumTS (traffic
signs)2 con 7000 imágenes de señales de tráfico, se obtuvo un tiempo
promedio de entrenamiento menor a 1 minuto con un 98.2 % de precisión
y el algoritmo CapsNet alcanzó un tiempo promedio de entrenamiento
de 16 horas con un 92 % de precisión en 40 épocas.

Utilizando el algoritmo Resnet 50 para el dataset CIFAR-100 (ob-
jects) con 60000 imágenes de objetos cotidianos, se obtuvo un tiempo
promedio de entrenamiento de 20 horas en 200 épocas con un 65.5 %
de precisión y el algoritmo CapsNet alcanzó un tiempo promedio de
entrenamiento de 18 horas con un 18 % de precisión en 35 épocas.

2. (Chauhan y cols., 2018), se han planteado como objetivo analizar la conver-
gencia del modelo de Cápsulas matriciales con enrutamiento EM utilizan-
do diferentes optimizadores como: Adam, Adadelta, Adagrad y Rmsprop;
además de varios hiper parámetros como el número de canales en la primera
capa de convolución (A), el número de capas de cápsulas primarias (B), el
número de cápsulas en capas de convolución siguiente a la capa primaria (C),

1Fuente: Yale Face Database B https://computervisiononline.com/dataset/1105138686
2Fuente: BelgiumTS Dataset https://btsd.ethz.ch/shareddata/
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número de cápsulas en la última capa de convolución (D) y número de ite-
raciones de enrutamiento. También se analiza la convergencia de los modelos
CNN, CapsNet respecto a las Cápsulas matriciales con enrutamiento EM.
Para los experimentos se utilizaron datasets como smallNORB, CIFAR10 y
Tiny ImageNet. Durante la implementación se encontró múltiples problemas
como:

Sensibilidad a los hiper parámetros: (Hinton y cols., 2018) no tie-
nen publicado el código de Cápsulas matriciales con enrutamiento EM.
Las implementaciones que se probaron sufrieron una severa sensibili-
dad a los hiper parámetros. La sensibilidad afectó la convergencia y la
precisión general del modelo.

Costo Computacional: Las CapsNets son computacionalmente cos-
tosas y lentas. Por tanto se redujo el número de épocas de entrenamien-
to.

3. (Xi y cols., 2017), se plantearon como objetivo encontrar un modelo basado
en CapsNet el cual produzca un error de prueba óptimo. Para lo cual pro-
pusieron varios modelos que van desde apilar más capas de cápsula hasta
probar diferentes parámetros, donde propusieron las siguientes variaciones:
apilamiento de más capas de cápsulas, aumentar el número de cápsulas pri-
marias, modificar la escala de pérdida en la reconstrucción, aumentar el
número de capas convolucionales antes de la capa de cápsulas y utilizar una
función de activación personalizada. Utilizando el dataset MNIST se llegó a
la conclusión de que agregar una capa de convolución aumenta la precisión
en un 0.41 % y el uso de un conjunto de 4 modelos aumenta la precisión en
un 1.85 % en comparación con el modelo base de CapsNet.

4. (Phaye y cols., 2018) con el objetivo de mejorar la complejidad computacio-
nal de las redes de cápsulas plantean las redes de cápsulas densas (DCNet)
y redes de cápsulas diversas (DCNet ++). Los dos marcos propuestos per-
sonalizan a CapsNet mediante la sustitución de las capas convolucionales
estándar con capas convolucionales densamente conectadas. Esto ayuda a
incorporar mapas de caracteŕısticas aprendidas por diferentes capas para
formar las cápsulas primarias. En esencia, DCNet, agrega una red de convo-
lución más profunda, que conduce al aprendizaje de mapas de caracteŕısti-
cas discriminatorias. Además, DCNet ++ utiliza una arquitectura jerárquica
para aprender cápsulas que representan información espacial de una mane-
ra fina a gruesa, lo que la hace más eficiente para el aprendizaje de datos
complejos. Los experimentos sobre la tarea de clasificación de imágenes uti-
lizando conjuntos de datos de referencia demuestran la eficacia de las arqui-
tecturas propuestas. DCNet logra un rendimiento de vanguardia (99.75 %)
en el conjunto de datos MNIST con una disminución de veinte veces en las
iteraciones de entrenamiento total, en comparación con CapsNet convencio-
nal. Además, DCNet ++ funciona mejor que CapsNet en el conjunto de
datos SVHN (96.90 %), y supera en un 0.31 % al conjunto de siete modelos
CapsNet en CIFAR-10, con una reducción de siete veces en el número de
parámetros.
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1.3. Justificación

A través de investigaciones y experimentos revisados se encuentra que a me-
dida que se va incrementando capas de convolución a la red de cápsulas, éste
incrementa su precisión de entrenamiento; esto conlleva a pensar que a mayor
número de capas convolucionales (CNN) que se agreguen a la red de capsulas,
mejor será la precisión de entrenamiento; esta afirmación viene a ser hasta cierto
punto una verdad. Sin embargo, en una CNN estándar, el aumento de más capas
conduce a un problema de anulación del gradiente (vanishing gradient), generando
pérdida de información de las caracteŕısticas del objeto analizado. Este problema
ha sido resuelto con una modificación de la arquitectura de red convolucional, que
simplifica las conexiones de las capas iniciales a las capas posteriores, es decir que
dada una capa de una red, este aprende las caracteŕısticas de capas anteriores a
través de una operación de concatenación y las caracteŕısticas aprendidas en es-
ta capa son utilizadas en todas las capas posteriores; esto implica un mejor flujo
de la información con menor número de parámetros, permitiendo entrenar redes
más profundas, esta red es denominada Red Convolucional Densamente Conec-
tada (DenseNets). Las redes de cápsulas son computacionalmente complejas, es
decir requieren mayor capacidad de cómputo debido a los cálculos vectoriales y/o
matriciales que se efectúan al momento de su entrenamiento, conllevando a un
mayor tiempo de entrenamiento; entonces si se desea agregar más capas convolu-
cionales a una arquitectura compleja esto implicaŕıa un incremento en el tiempo
de entrenamiento de la red, lo que implica que hay una necesidad de mejorar la
complejidad computacional de la red de cápsulas. Es por ello que una alternativa
de solución es utilizar DenseNet, que tiene la capacidad de lograr un mejor flujo de
información mediante la concatenación de caracteŕısticas y con menor número de
parámetros, para reemplazar la capa de convolución que presenta la red de cápsu-
las matriciales, permitiendo mejoras en el tiempo y precisión de entrenamiento.
Aśı problemas como: complejidad y rendimiento (tiempo, precisión y perdida de
entrenamiento) del modelo de red de cápsulas matriciales se mejoraŕıan utilizando
una DenseNet.

1.4. Objetivos

1.4.1. Objetivo General

Diseñar y evaluar un modelo de aprendizaje profundo basado en una red de
Cápsulas Matriciales con Enrutamiento EM utilizando una Red Convolucional
Densa.

1.4.2. Objetivos Espećıficos

Dentro de los objetivos espećıficos se incluyen:

Realizar un análisis de los modelos: Red Convolucional Densamente Conec-
tado (DenseNet) y Cápsulas Matriciales con Enrutamiento EM.

Diseñar un modelo de red de Cápsulas Matriciales con Enrutamiento EM
utilizando una Red Convolucional Densa.
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Entrenar el modelo propuesto frente al modelo de red de Cápsulas Matri-
ciales con Enrutamiento EM, siendo este último denominado como modelo
base.

Evaluar experimentalmente el tiempo, precisión y pérdida de entrenamiento
del modelo propuesto; para posteriormente analizar los resultados.

1.5. Alcances y Limitaciones

Para mejor entendimiento de la propuesta del modelo se limita la investigación
a:

Dado que el aporte del trabajo se ajusta a realizar entrenamiento del modelo,
no se realizará el proceso de tratamiento de imágenes.

Para el entrenamiento se utiliza el conjunto de datos SmallNORB que mues-
tra imágenes de juguetes desde varios ángulos y con diferentes niveles de
iluminación.

Para el desarrollo de la implementación del modelo se hace uso exclusivo de
una GPU NVIDIA 1070.

La implementación del modelo propuesto frente al modelo de red de Cápsulas
Matriciales con Enrutamiento EM, sólo será analizado en tiempo, precisión
y pérdida de entrenamiento.

1.6. Metodoloǵıa

1.6.1. Tipo de investigación.

El tipo de investigación realizado es exploratoria y experimental.

1.6.2. Diseño metodológico.

El diseño de la metodoloǵıa a seguir para el desarrollo de la presente investi-
gación está basada en las siguientes fases esquematizados en la Figura 1.1.:
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Figura 1.1: Esquema de la metodoloǵıa del modelo propuesto.
Fuente: Propio

1. Revisión bibliográfica relacionado al aprendizaje profundo como modelos y
arquitecturas, experimentos, aplicaciones, clasificación de imágenes, redes
neuronales capsulares, es decir, información necesaria y relacionada al mo-
delo propuesto.

2. Obtención de dataset, que habiendo realizado la revisión bibliográfica per-
tinente, se realiza la descarga del conjunto de datos SmallNORB para su
entrenamiento, habiendo sido estos datos seleccionado por su aplicación ex-
perimental en trabajos de investigación basados en redes de cápsulas (Hinton
y cols., 2018) (Phaye y cols., 2018).

3. Diseño del modelo propuesto, donde se modifica la red de Cápsulas Matri-
ciales con Enrutamiento EM, reemplazando su primera capa de Red Convo-
lucional Estándar por una Red Convolucional Densa.

4. Implementación de los modelos (modelo propuesto y modelo de red de Cápsu-
las Matriciales con Enrutamiento EM ), utilizando herramientas y tecno-
loǵıas, seleccionados pertinentemente.

5. Proceso experimental que consiste en definir el entrenamiento basado en
el modelo propuesto y el modelo base (Red de Cápsulas Matriciales con
Enrutamiento EM ).

6. Análisis de los resultados obtenidos que muestra el tiempo y precisión (ac-
curacy) de entrenamiento del modelo propuesto y el modelo base.
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1.7. Cronograma de Actividades

Figura 1.2: Cronograma de Actividades.
Fuente: Fuente propia
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Parte II

Marco Teórico

9



Caṕıtulo 2

Marco conceptual

2.1. Visión Computacional

La experiencia en el mundo en que vivimos está cubierta por una variedad sin
fin de objetos, animados e inanimados. Aśı pues, si la visión es un medio para
un fin “conocer el mundo observándose”. La visión computacional es exactamente
lo mismo salvo que el medio por el cual se adquiere el conocimiento ahora es un
instrumento de cómputo. El principal beneficio de la visión computacional es la
alta precisión con la que puede reemplazar la visión humana si se entrena correc-
tamente. Los seres humanos, usan los ojos y el cerebro para analizar un entorno
visual. Esto para los humanos es natural y lo hace bastante bien. Una compu-
tadora, por otro lado, no puede hacer esto automáticamente, necesita algoritmos
y datos para aprender lo que está ”viendo”. Requiere mucho esfuerzo, pero una
vez que una computadora aprende a hacerlo, puede hacerlo mejor que casi cual-
quier ser humano. Esto puede hacer que los procesos sean más rápidos y simples
al reemplazar cualquier actividad visual. A diferencia de los humanos, que pueden
sentirse abrumados o sesgados, una computadora puede ver muchas cosas a la vez,
con gran detalle, y analizarlas sin cansarse. La precisión del análisis por compu-
tadora puede generar enormes ahorros de tiempo y mejoras de calidad, y por lo
tanto liberar recursos que requieren interacción humana.

2.2. Aprendizaje de Máquina

El aprendizaje de máquina es un método de análisis de datos que automatiza la
construcción de modelos anaĺıticos. Es una rama de la inteligencia artificial basada
en la idea de que los sistemas pueden aprender de datos, identificar patrones y
tomar decisiones con mı́nima intervención humana.
Existen tres tipos principales de Aprendizaje Automático:

Aprendizaje Supervisado.- Este tipo de aprendizaje se basa en lo que
se conoce como información de entrenamiento. Se entrena al sistema pro-
porcionándole cierta cantidad de datos definiéndose al detalle con etiquetas.
Por ejemplo, proporcionando a la computadora fotos de perros y gatos con
etiquetas que los definen como tales. Una vez que se le ha proporcionado la
suficiente cantidad de dichos datos, podrán introducirse nuevos datos sin ne-
cesidad de etiquetas, en base a patrones distintos que ha venido registrando
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durante el entrenamiento.

Aprendizaje no Supervisado.- En este tipo de aprendizaje no se usan
valores verdaderos o etiquetas. Estos sistemas tienen como finalidad la com-
prensión y abstracción de patrones de información de manera directa. Este
es un modelo de problema que se conoce como clustering. Es un método
de entrenamiento más parecido al modo en que los humanos procesan la
información.

Aprendizaje por Refuerzo.- En este tipo de aprendizaje los sistemas
aprenden a partir de la experiencia. Es una técnica basada en la prueba y
error, y en el uso de funciones de premio que optimizan el comportamiento
del sistema. Es una de las maneras más interesantes de aprendizaje para
sistemas de Inteligencia Artificial, pues no requiere de la introducción de
gran cantidad de información.

2.3. Redes Neuronales

2.3.1. Redes Neuronales Artificiales

Las redes neuronales artificiales son un modelo matemático formal que está
inspirado en la operación biológica de las neuronas en el cerebro humano, en el
sentido de integrar una serie de entradas y proporcionar cierta respuesta, que
se propaga por el axón (Mart́ın del Bŕıo y Sanz, 2002). Una red de neuronas
artificiales hace referencia a las interconexiones entre neuronas en las diferentes
capas que presenta el modelo. Dado una red neuronal de tres capas, la primera
capa presenta neuronas de entrada que env́ıan datos a través de las sinapsis a la
segunda capa de neuronas, y luego a través de más sinapsis a la tercera capa de
neuronas de salida. El proceso de sinapsis almacena parámetros llamados pesos que
son aprendidos en el proceso de entrenamiento de una red neuronal(Agatonovic-
Kustrin y Beresford, 2000).

Figura 2.1: Modelo de Red Neuronal Artificial de tres capas.
Fuente: (Agatonovic-Kustrin y Beresford, 2000)

2.3.1.1. Estructura base de una neurona artificial

La estructura base de una neurona sirve para modelar correctamente el com-
portamiento de toda una red neuronal. Donde, dado una neurona yj, ésta recibe
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información de las n neuronas de entrada xi. Los valores wji representan los pesos
sinápticos en las dendritas de yj. Note que i denota a la neurona hacia dónde se
dirige la información y j denota de qué neurona procede la información.

Figura 2.2: Estructura base de una neurona artificial.
Fuente: (Izaurieta y Saavedra, 2000)

Cada peso sináptico wji simplemente multiplica a su neurona de entrada xi
correspondiente. La neurona yj resulta de aplicar una función de activación φ

a y
(in)
j , el cual viene a ser la sumatoria de los productos entre la entrada con su

respectivo peso (wji∗xi) provenientes de todas las dendritas (Izaurieta y Saavedra,
2000).

n∑
i=1

(wji ∗ xi) = y
(in)
j (2.1)

yj = φ(y
(in)
j ) (2.2)

2.3.2. Función de activación

El valor de una neurona se obtiene a partir de transformar un valor de entrada
mediante una función de activación no lineal φ.
Las funciones de activación no lineales se describen a continuación:

Sigmoide.- Presenta ĺıneas de saturación en el rango: [0, 1].

sigmoid(x) =
1

1 + e−x
(2.3)

Tanh.- Presenta ĺıneas de saturación en el rango: [−1, 1].

tanh(x) =
2

1 + e−2x
− 1 (2.4)

Rectified Linear Unit (RELU).- No presenta ĺıneas de saturación, tiene
un comportamiento lineal para entradas positivas, siendo su rango: [0, x].

RELU(x) =

{
0 if x < 0

x if x ≥ 0
(2.5)
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Al utilizar funciones de activación que presentan ĺıneas de saturación, los valores
de la salida de las neuronas, y durante ciertas fases del proceso de entrenamiento
de la red neuronal no cambian significativamente, lo que hace que el gradiente
no cambie y por tanto los parámetros de la red no sufren cambios apreciables,
lo que genera un estancamiento en el proceso de entrenamiento. Una ventaja de
utilizar la función RELU es que al no poseer estas regiones de saturación evita un
estancamiento durante el proceso de entrenamiento.

2.3.3. Aprendizaje

El aprendizaje en una red neuronal, es un proceso en el cual ocurren cambios,
esto implica la destrucción, modificación y creación de conexiones neuronales. En
una red neuronal artificial el proceso de aprendizaje tiene como objetivo ajustar los
parámetros de la red (pesos y umbrales), con el fin de que las entradas presentadas
produzcan las salidas deseadas, es decir, con el fin de minimizar la función error
o de costo Isasi Vinuela y Galván León (2004).

2.3.3.1. Algoritmo de RetroPropagación

El algoritmo de Retropropagación (Backpropagation), es una técnica de apren-
dizaje supervisado mediante el cual se van adaptando y modificando todos los
parámetros de la red durante el descenso de gradiente, es decir, la modificación de
los parámetros se realiza para que la salida de la red sea lo más próxima posible
a la salida proporcionada por el supervisor o salida deseada. Por tanto, para cada
patrón de entrada a la red es necesario disponer de un patrón de salida deseada.
El descenso de gradiente es un método que permite encontrar los pesos y umbra-
les que minimicen la función de costo. La función de error o de costo evalúa la
diferencia entre las salidas de la red y las salidas deseadas.
La función de error se define como:

E =
1

N

N∑
n=1

e(n) (2.6)

Donde: N es número de parámetros o muestras y e(n) es el error cometido por la
red para el patrón n, dado por:

e(n) =
1

2

nC∑
i=1

(si(n)− yi(n))2 (2.7)

siendo Y (n) = (y1(n), ..., ynC (n)) y S(n) = (s1(n), ..., snC (n)) los vectores de sali-
das de la red y salidas deseadas para el patrón n, respectivamente Isasi Vinuela y
Galván León (2004).

2.4. Deep Learning

Deep learning es un tipo de machine learning que entrena a una computadora
para que realice tareas como las hace los seres humanos, como el reconocimiento
del habla, la identificación de imágenes o hacer predicciones. En lugar de organi-
zar datos para que se ejecuten a través de ecuaciones predefinidas, deep learning
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configura parámetros básicos acerca de los datos y entrena a la computadora para
que aprenda por cuenta propia reconociendo patrones mediante el uso de muchas
capas de procesamiento.

2.4.1. Red Neuronal Convolucional (CNN)

Las redes neuronales convolucionales (CNN) es un tipo de red neuronal artifi-
cial con aprendizaje supervisado que procesa sus capas imitando al córtex visual
del ojo humano para identificar distintas caracteŕısticas en las entradas que en
definitiva hacen que pueda identificar objetos y “ver”. Una CNN consiste de va-
rias capas, las principales son convolución y reducción de muestreo. Cada una
recibe un dato de entrada en 3 dimensiones (ancho, alto y profundidad) que es
transformado en dato de salida en 3 dimensiones diferentes.

2.4.1.1. Convolución

Una convolución es un operador matemático que trabaja con dos argumentos
y las transforma en una tercera, (Pacheco, 2017). En procesamiento de imágenes
la operación de convolución recibe como entrada o input la imagen, el cual se
mapea en una matriz de pixeles y luego aplica sobre ella un filtro o kernel que
nos devuelve un mapa de las caracteŕısticas de la imagen original, de esta forma
se logra reducir el tamaño de los parámetros. La convolución aprovecha tres ideas
importantes que pueden ayudar a mejorar cualquier sistema de machine learning,
ellas son:

Interacciones dispersas, ya que al aplicar un filtro de menor tamaño sobre
la entrada original se puede reducir drásticamente la cantidad de parámetros
y cálculos.

Los parámetros compartidos, que hace referencia a compartir los paráme-
tros entre los distintos tipos de filtros, ayudando también a mejorar la efi-
ciencia del sistema.

Las representaciones equivariantes, que indican que, si las entradas
cambian, las salidas van a cambiar también en forma similar.

La convolución proporciona un medio para trabajar con entradas de tamaño va-
riable, lo que puede ser también muy conveniente.
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Figura 2.3: Obtención básica de convolución.
Fuente: Pacheco (2017)

En cada operación de convolución se desliza el kernel a la derecha sobre la
imagen con un desplazamiento o padding igual a uno y se vuelve a calcular la
convolución, almacenando el resultado en la siguiente posición de la matriz de
activación. De esta manera, este proceso iterativo se repite a lo largo de toda la
imagen desplazándose de izquierda a derecha y bajando una unidad al llegar a
un borde. Una vez que se ha recorrido toda la imagen se obtiene la matriz de
activación completa que contiene las caracteŕısticas que se buscan en la imagen
para cada filtro.

Figura 2.4: Obtención de matriz de caracteŕısticas.
Fuente: Pacheco (2017)

2.4.1.2. Capa de reducción o Pooling

La capa de reducción o pooling se coloca generalmente después de la capa con-
volucional. Su utilidad principal radica en la reducción de las dimensiones espa-
ciales (ancho x alto) del volumen de entrada para la siguiente capa convolucional.
No afecta a la dimensión de profundidad del volumen. La operación realizada por
esta capa también se llama reducción de muestreo, ya que la reducción de tamaño
conduce también a la pérdida de información. Sin embargo, una pérdida de este
tipo puede ser beneficioso para la red por dos razones:

La disminución en el tamaño conduce a una menor sobrecarga de cálculo
para las próximas capas de la red.
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También trabaja para reducir el sobreajuste.

La operación que se suele utilizar en esta capa es max-pooling, que divide a la
imagen de entrada en un conjunto de rectángulos y, respecto de cada subregión,
se va quedando con el máximo valor.

Figura 2.5: Resultado de aplicar max pooling y average pooling.
Fuente: Pacheco (2017)

2.4.1.3. Capa totalmente conectada o Fully-Connected

Al final de las capas convolucional y de pooling, las redes utilizan generalmen-
te capas completamente conectados en la que cada ṕıxel se considera como una
neurona separada al igual que en una red neuronal regular. Esta última capa cla-
sificadora tendrá tantas neuronas como el número de clases que se debe predecir.
La capa Fully-Connected es un Perceptrón Multicapa (MLP) que utiliza una fun-
ción de activación Softmax en la capa de salida. Sin embargo, también se pueden
utilizar otros clasificadores. La capa Fully-Connected implica que cada neurona en
la capa anterior está conectada a cada neurona en la siguiente capa.

Figura 2.6: Esquema de una red neuronal convolucional.
Fuente: Pacheco (2017)

2.4.2. Red Convolucional Densamente Conectado (Dense-
Net)

La red convolucional densa (DenseNet) se basa en concatenar cada salida de
las capas previas hacia las siguientes, es decir cada capa toma como entrada todos
los valores de caracteŕısticas anteriores(Gao Huang, 2016).
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Figura 2.7: DenseNet con tres bloques densos.
Fuente: (Gao Huang, 2016)

En la Figura 2.3. se representa una red de tres bloques densos, las capas entre
dos bloques adyacentes hace referencia a una capa de transición cambiando el
tamaño del mapa de caracteŕısticas mediante convolución y pooling.
A continuación se describe la estructura de una red convolucional densamente
conectada:

2.4.2.1. Red densa

Sea X0 un dato de entrada, el cual es pasado a través de una red convolucional
que comprende L capas, cada una de las cuales implementa una transformación no
lineal Hl(.), donde l es el ı́ndice de la capa. Hl(.) es una función compuesta de ope-
raciones como Batch Normalization (BN), Rectified Linear Units (RELU), Pooling
o Convolución (Conv). Se denota la salida de la capa lésima como Xl(Gao Huang,
2016).

2.4.2.2. Conectividad densa

Para mejorar aún más el flujo de información entre capas, se introducen co-
nexiones directas desde cualquier capa anterior a todas las capas posteriores.
Por tanto, la capa lésima recibe las caracteŕısticas de todas las capas anteriores,
X0, . . . , Xl−1, como entrada: Xl = Hl([X0, X1, . . . , Xl−1]), donde [X0, X1, . . . , Xl−1]
hace referencia a la concatenación de las caracteŕısticas producidos en las ca-
pas 0, . . . , l − 1. Debido a su densa conectividad, se denomina a esta arquitec-
tura de red como Dense Convolutional Network (DenseNet). Para facilitar la
implementación, se concatenan las entradas múltiples de Hl(.) en la ecuación
Xl = Hl([X0, X1, . . . , Xl−1]) en un solo tensor(Gao Huang, 2016).

2.4.2.3. Función compuesta.

Se defineHl(.) como función compuesta de tres operaciones consecutivas: Batch
Normalization (BN), seguida por Rectified Linear Unit (RELU) y una Convolucion
de 3x3 (Conv).

2.4.2.4. Capas de pooling

La operación de concatenación utilizada en la ecuaciónXl = Hl([X0, X1, . . . , Xl−1])
no es viable cuando cambia el tamaño del tensor de caracteŕısticas. Sin embargo,
una parte esencial de las redes convolucionales son las capas down-sampling que
cambian el tamaño del vector de caracteŕısticas. Para facilitar el down-sampling se
divide la red en múltiples bloques densos densamente conectados. Las capas entre
bloques adyacentes son denominados capas de transición, en el cual se realizan las
operaciones de convolución y pooling.
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2.4.2.5. Tasa de crecimiento

Si cada función compuesta Hl produce K mapas de caracteŕısticas, se deduce
que la lésima capa tiene K0+Kl−1 caracteŕısticas de entrada, donde K0 es el número
de canales en la capa de entrada. Una diferencia importante entre DenseNet y las
arquitecturas de red existentes es que DenseNet puede tener capas muy reducidos,
por ejemplo, K = 12. Se hace referencia al hiper parámetro K como la tasa de
crecimiento (growth rate) de la red. Cada capa agrega K caracteŕısticas propios.
La tasa de crecimiento regula la cantidad de información nueva que cada capa
contribuye al estado global. Se puede acceder al estado global, una vez inscrito,
desde cualquier lugar dentro de la red y, a diferencia de las arquitecturas de red
tradicionales, no es necesario replicarlo de una capa a otra(Gao Huang, 2016).

2.5. Redes de Cápsulas

2.5.1. Cápsulas

Geoffrey E Hinton y Frosst (2017) explican que una cápsula es un grupo de
neuronas que no sólo capturan la probabilidad, sino también los parámetros de
las caracteŕısticas. Aśı que la cápsula no solo detecta una caracteŕıstica, sino que
está capacitada para aprender y detectar las variantes.
Las cápsulas representan las diversas caracteŕısticas de una entidad particular que
están presentes en la imagen. Una caracteŕıstica muy especial es la existencia de
la entidad instanciada en la imagen. La entidad instanciada es un parámetro como
posición, tamaño, orientación, deformación, velocidad, albedo, matiz, textura, etc.
Una forma obvia de representar su existencia es mediante el uso de una unidad
loǵıstica separada, cuya salida es la probabilidad de que la entidad exista. Para
obtener mejores resultados que las CNN, se debe usar un mecanismo iterativo
de enrutamiento por acuerdo. Estas caracteŕısticas se denominan parámetros de
instanciación.
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Figura 2.8: Ejemplo de parámetros de instanciación para una cápsula nasal en un
problema de detección de rostros.

Fuente: (Shahroudnejad y cols., 2018)

2.5.2. Enrutamiento dinámico entre cápsulas.

2.5.2.1. Equivarianza

Conceptualmente el modelo CNN usa múltiples neuronas y capas para capturar
diferentes variantes de caracteŕısticas.

Figura 2.9: Ejemplo de captura de variantes de un rostro utilizando una red con-
volucional.

Fuente: https://jhui.github.io/2017/11/03/Dynamic-Routing-Between-Capsules/4

Una red de capsulas comparte la misma cápsula para detectar múltiples va-
riantes en una red más simple.
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Figura 2.10: Ejemplo de captura de variantes de un rostro utilizando cápsulas.
Fuente: https://jhui.github.io/2017/11/03/Dynamic-Routing-Between-Capsules/

Entonces se dice que equivarianza es la detección de objetos que pueden trans-
formarse entre śı. Tomando como ejemplo la figura 2.5 se dice que intuitivamente
una cápsula detecta que la cara se gira hacia la derecha 20◦ o a la izquierda 20◦

en lugar de darse cuenta de que la cara coincide con una variante que gira hacia
la derecha 20◦. Al forzar al modelo a aprender la variante de la caracteŕıstica en
una cápsula, se puede extrapolar las variantes con menos datos de entrenamien-
to(Geoffrey E Hinton y Frosst, 2017).

2.5.2.2. Función Squash

En las redes neuronales profundas, las funciones de activación son operaciones
matemáticas simples aplicadas a la salida de capas. Se utilizan para aproximar re-
laciones no lineales que existen en los datos. Las capas de activación generalmente
actúan sobre valores escalares, por ejemplo, normalizando cada elemento en un
vector para que caiga entre 0 y 1. En Capsule Networks, se utiliza un tipo especial
de función de activación llamada función de squash para normalizar la magnitud
de los vectores, en lugar de los propios elementos escalares. Los resultados de estas
funciones de squash indican de cómo enrutar los datos a través de varias cápsulas
que están capacitadas para aprender diferentes conceptos. Las propiedades de cada
objeto en la imagen se expresan en los vectores que los enrutan. Por ejemplo, las
activaciones de una cara pueden dirigir diferentes partes de una imagen a cápsulas
que comprenden los ojos, la nariz, la boca y las orejas(Geoffrey E Hinton y Frosst,
2017).

Vj =
||sj||2

1 + ||sj||2
sj
||sj||

(2.8)

2.5.2.3. Enrutamiento dinámico

En este proceso de enrutamiento dinámico, las cápsulas de nivel inferior env́ıan
su entrada a las cápsulas de nivel superior que concuerdan con su entrada. Para
cada cápsula superior a la que se puede enrutar, la cápsula inferior calcula un
vector de predicción multiplicando su propia salida por una matriz de ponderación.
Si el vector de predicción tiene un producto escalar grande con la salida de una
posible cápsula más alta, hay una retroalimentación de arriba hacia abajo que
tiene el efecto de aumentar el coeficiente de acoplamiento para esas cápsulas de
alto nivel y disminuirlo para otras.
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2.5.2.4. Enrutamiento iterativo dinámico

En la cápsula, se usa el enrutamiento dinámico iterativo para calcular la sa-
lida de la cápsula mediante el cálculo de un valor intermedio cij (coeficiente de
acoplamiento).

Figura 2.11: Manejo del enrutamiento iterativo dinámico en una cápsula.
Fuente: https://jhui.github.io/2017/11/03/Dynamic-Routing-Between-Capsules/

El vector de predicción µ̂j|i se calcula como:

µ̂j|i = Wijµi (2.9)

Siendo Wij una matriz de transformación y ui la entrada de una cápsula.
El vector de actividad Vj (cápsula de salida j ) se calcula como:

sj =
∑
i

cijµ̂j|i (2.10)

Vj =
||sj||2

1 + ||sj||2
sj
||sj||

(2.11)

Intuitivamente, vector de predicción. µ̂j|i es la predicción (voto) de la cápsula i
en la salida de la cápsula j, si el vector de actividad tiene una gran similitud
con el vector de predicción, se llega a la conclusión de que ambas cápsulas están
altamente relacionadas. Dicha similitud se mide utilizando el producto escalar de
la predicción y el vector de actividad.

bij ← µ̂j|i · Vj (2.12)

Por lo tanto, la puntuación de similitud bij toma en cuenta tanto la probabilidad
como las propiedades de la caracteŕıstica, en lugar de la probabilidad en las neu-
ronas. También, bij permanece bajo si la activación µi de cápsula i es bajo desde
µ̂j|i la longitud es proporcional a µi es decir bij debe permanecer bajo entre la
cápsula de la boca y la cápsula facial si la cápsula de la boca no está activada.
Los coeficientes de acoplamiento. cij se calcula como el softmax de bij:

cij =
expbij∑
k expbik

(2.13)
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Para hacer bij más preciso, se actualiza de forma iterativa en múltiples iteraciones
(generalmente en 3 iteraciones)(Geoffrey E Hinton y Frosst, 2017).

bij ← bij + µ̂j|i · Vj (2.14)

2.5.3. Cápsulas matriciales con enrutamiento EM

2.5.3.1. Cápsula Matricial

Una cápsula matricial está representada por una activación que hace referencia
a la caracteŕıstica del objeto y una matriz de pose de 4x4 que define la orientación
y posición del objeto. Esta estructura de una cápsula matricial equivale a ver al
objeto desde diferentes posiciones.

Figura 2.12: Estructura de una cápsula.
Fuente: (Hui, 2017)

El objetivo del enrutamiento EM, es agrupar las cápsulas para formar una
relación parte-todo usando una técnica de agrupamiento denominado Algoritmo
EM.

2.5.3.2. Algoritmo EM

El algoritmo EM (Garre y cols., 2007), es un método de agrupamiento proba-
biĺıstico; éste se utiliza frecuentemente en aprendizaje automático y visión artificial
para aprender Modelos ocultos de Márkov y Distribuciones Gaussianas, utilizados
en procesos de clasificación o reconocimiento de imágenes.
El algoritmo EM alterna pasos de esperanza (E-step), donde se computará la es-
peranza1 de la verosimilitud mediante la inclusión de variables latentes como si
fueran observables, y un paso de maximización (M-step), donde se computan es-
timadores de máxima verosimilitud de los parámetros mediante la maximización
de la verosimilitud esperada del paso E. Los parámetros que se encuentran en el
paso M se usan para comenzar el paso E siguiente, y aśı el proceso se repite.
También se puede decir que el algoritmo EM agrupa puntos de datos en una mezcla
de distribuciones gaussianas descritas por una media µ y una desviación estándar
σ. Por ejemplo si agrupamos puntos de datos en grupos de color amarillo y rojo,
donde cada uno es representada aleatoriamente con una media µ y una desviación
σ.

1En estad́ıstica la esperanza matemática (también llamada esperanza, valor esperado, media
poblacional o media) de una variable aleatoria X, es el número que formaliza la idea de valor
medio de un fenómeno aleatorio.
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Figura 2.13: Puntos de datos agrupados de color rojo y amarillo.
Fuente: (Hui, 2017)

Dado que se tiene dos grupos (amarillo y rojo), se inicializa aleatoriamente los
grupos en G1 = (µ1, σ1

2) y G2 = (µ2, σ2
2) respectivamente. El algoritmo EM

intenta ajustar los puntos de los datos de entrenamiento en G1 y G2 y luego
vuelve a calcular µ y σ para G1 y G2 en función de la distribución gaussiana.
La iteración continúa hasta que la solución converge en G1 y G2; ésto es cuando
la probabilidad de ver todos los puntos de datos agrupados convenientemente en
G1 y G2 sea lo máximo posible.
La probabilidad de que un dato x pertenezca al grupo G1 es:

P (x|G1) =
1

σ1

√
2π
e
− (x−µ1)

2

2σ21 (2.15)

2.5.3.3. Enrutamiento EM

En un objeto dado, cada una de las cápsulas en la capa inferior hace prediccio-
nes (votos) sobre las matrices de pose de sus posibles cápsulas parentales. Cada
voto es un valor predicho para la matriz de pose de una cápsula principal, y se
calcula multiplicando la propia matriz de pose M con una matriz de transforma-
ción W , donde éste último es aprendido durante el entrenamiento del conjunto de
datos de entrenamiento.
En la Figura 2.15. se aplica enrutamiento EM para agrupar cápsulas en una cápsu-
la principal en tiempo de ejecución, es decir, si las cápsulas de nariz, boca y ojos
tienen un voto con un valor de matriz de pose similar, se agrupan para formar una
cápsula principal: la cápsula de la cara.
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Figura 2.14: Cápsulas de un rostro.
Fuente: (Hui, 2017)

Un voto vij para la cápsula principal j de la cápsula i se calcula multiplicando
la matriz de pose Mi de la cápsula i con una matriz de transformación Wij.

vij = MiWij (2.16)

La probabilidad de que una cápsula i se agrupe en la cápsula j como una
relación parte-todo se basa en la proximidad del voto vij a otros votos (vo1j...vokj)
de otras cápsulas. Wij se aprende de manera discriminatoria a través de una
función de costo y la propagación hacia atrás. Wij aprende no solo de qué está
compuesta un objeto, sino también se asegura de que la información de pose de
la cápsula principal coincida con sus cápsulas subcomponentes después de alguna
transformación.

Figura 2.15: Agrupamiento de las cápsulas de rostro y brazo.
Fuente: (Hui, 2017) que en la figura viene a ser representado por

En la Figura 2.16. se puede apreciar el enrutamiento de las cápsulas matriciales,
donde una cápsula representa la boca y la otra la nariz; ambos buscan agruparse
o ser parte de un grupo mayor que viene a ser la cara, para ello las cápsulas con
votos similares (TiTij = ThThj) se agrupan después de transformar sus matrices
de pose ( Ti y Th) con una matriz de transformación Wij, que en la figura viene
a estar representado por Tij y Thj respectivamente. La activación de una cápsula
está representado por Pi, Ph y Pj que vienen a ser la probabilidad de existencia
de cada cápsula.
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Figura 2.16: Esquema de enrutamiento EM de Cápsulas.
Fuente: (Hui, 2017)
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Parte III

Desarrollo del proyecto
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Caṕıtulo 3

Modelos y Dataset

3.1. Modelos

3.1.1. DenseNet(Red Convolucional Densa)

DenseNet se compone de bloques densos. En estos bloques las capas están
densamente conectadas entre śı, esto quiere decir que capa recibe en su entrada
todos los mapas de caracteŕısticas de salida de las capas anteriores.

Figura 3.1: Modelo de DenseNet.
Fuente: https://www.kaggle.com/nepuerto/the-small-norb-dataset-v10

Este uso extremo de residuos crea una supervisión profunda porque cada capa
recibe más supervisión de la función de pérdida gracias a las conexiones más cortas.

3.1.1.1. Bloques Densos(Dense Block)

Un bloque denso es un grupo de capas conectadas a todas sus capas anteriores,
donde este compuesto por:
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Batch Normalization

RELU

Convolución 3x3

Los autores encontraron que el modo de preactivación (BN y RELU antes de la
Conv) era más eficiente que el modo habitual de post-activación.

3.1.1.2. Tasa de Crecimiento(Growth Rate)

Concatenar los residuos en lugar de sumarlos tiene un inconveniente cuando
el modelo es muy profundo “Genera muchos canales de entrada”. La tasa de cre-
cimiento regula la cantidad de información nueva que cada capa aporta al estado
global. El número de mapas de caracteŕısticas de salida de una capa se define
como la tasa de crecimiento. Los autores recomiendan una tasa de crecimiento
de 32 para un rendimiento óptimo, pero también se obtuvieron buenos resultados
con una tasa de crecimiento de 12, por ende, en la implementación se realizar con
tasas de crecimiento de 12 y 32.

3.1.1.3. Capas de Transición(Transition Layer)

En lugar de sumar el residuo como en ResNet, DenseNet concatena todos los
mapas de caracteŕısticas.Seŕıa impracticable concatenar mapas de caracteŕısticas
de diferentes tamaños (aunque algunos cambios de tamaño pueden funcionar). Por
lo tanto, en cada bloque denso, los mapas de caracteŕısticas de cada capa tienen
el mismo tamaño gracias a las capas de transición que están entre dos bloques
densos. Una capa de transición está compuesta por:

Batch Normalization

1x1 convolución (reduce la cantidad de canales en el volumen 3D, acelerando
aśı el cálculo.)

Pooling

3.1.1.4. Cuello de Botella(Bottleneck)

Una razón por la que DenseNet tiene pocos parámetros a pesar de concate-
nar muchos residuos juntos es que en cada convolución 3x3 se puede actualizar
con un cuello de botella. Supongamos que con una tasa de crecimiento de 32, la
última capa tendŕıa de entrada 288 mapas de caracteŕısticas. Gracias al cuello de
botella esto se reduce, se tendŕıa como máximo 128 mapas de caracteŕısticas que
alimentaŕıan a una capa. Una capa de un bloque denso con un cuello de botella
esta compuesta por:

Batch Normalization

RELU

1x1 cuello de botella de convolución que produce: tasa de crecimiento ∗ 4
mapas de caracteŕısticas.

Convolución 3x3

28



3.1.2. Cápsula de matriz con Enrutamiento EM

La arquitectura consta de una capa convolucional, seguida de dos capas de
cápsulas, y una capa de cápsulas de clasificación final.

Figura 3.2: Modelo Base.
Fuente: Creación propia
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RELU Conv1 es una capa de convolución simple (CNN) que utiliza un filtro
5×5 con un stride de 2 que genera 32 mapas de caracteŕısticas.

En PrimaryCaps, se aplica un filtro de convolución 1×1 para transformar cada
uno de los 32 canales en 32 cápsulas primarias. Cada cápsula contiene una matriz
de pose 4×4 y un valor de activación. Se usa una capa de convolución simple para
implementar PrimaryCaps. Se agrupa 4 × 4 + 1 neuronas para generar 1 cápsula.

PrimaryCaps es seguido por una capa de cápsula convolucional ConvCaps1
usando filtros 3×3 con un stride de 2. ConvCaps1 toma cápsulas como cápsulas
de entrada y salida. ConvCaps1 es similar a una capa de convolución simple,
excepto que utiliza el enrutamiento EM para calcular la salida de la cápsula.

La salida de la cápsula de ConvCaps1 alimenta a ConvCaps2. ConvCaps2 es
otra capa de cápsula de convolución simple, pero con un stride de 1.

Las cápsulas de salida de ConvCaps2 están conectadas a una clase de capsulas
CapsuleClass, utilizando un filtro 1x1 genera una cápsula por clase(En Small-
NORB se tiene 10 clases).

3.2. Obtención del Dataset

Es necesario mencionar que el dataset utilizado para el entrenamiento es small-
NORB, el cual presenta imágenes de juguetes en 3D, los cuales fueron tomadas en
6 condiciones de iluminación, 9 elevaciones (30 a 70 grados) y 18 azimuts (0 a 30
grados). El dataset smallNORB está dividido en 5 categoŕıas: animales de cuatro
patas, figuras humanas, aviones, camiones y automóviles.

El dataset smallNorb lo podemos descargar desde su página oficial THE small
NORB DATASET, V1.01.Los archivos están en un formato de matriz binaria sim-
ple. Los archivos “-dat” almacenan las secuencias de imágenes. Los archivos “–cat”
almacenan la categoŕıa correspondiente de las imágenes. Cada archivo “–dat” al-
macena 24.300 pares de imágenes (5 categoŕıas, 5 instancias, 6 iluminaciones, 9
elevaciones y 18 azimuths). El archivo “–cat” contiene 24.300 etiquetas de cate-
goŕıa (0 para animales, 1 para humanos, 2 para avión, 3 para camión, 4 para
automóvil). Cada archivo “–info” almacena 24.300 vectores de 4 dimensiones, que
contienen información adicional sobre las imágenes correspondientes:

1Página: https://cs.nyu.edu/ ylclab/data/norb-v1.0-small/
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Figura 3.3: Imágenes del dataset SmallNorb.
Fuente: https://www.kaggle.com/nepuerto/the-small-norb-dataset-v10

3.3. Diseño del Modelo

Como ya se vio, el modelo base, Matriz de cápsula con enrutamiento EM, está
compuesto por 5 capas: ReLU Conv1, Primary Caps, ConvCaps1, ConvsCaps2 y
Capsule Class. Por ello se propone que para el nuevo modelo reemplazar la primera
capa (ReLU Conv1) por una red convolucional densa Figura 3.4, presentado aśı
la siguiente nueva estructura de capas:

DenseNet

Primary Caps.

ConvCaps1.

ConvCaps2.

Capsule Class
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Figura 3.4: Reemplazo de la primera capa ReLU Conv1 por la capa Densenet.
Fuente: Creación propia

Para el diseño del modelo propuesto, esté constará de dos subredes:

DenseNet.

EM Routing.

Este modelo es desarrollado a través de un proceso experimental. A continua-
ción, se describe cada subred del modelo propuesto.
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3.3.1. Densenet

La red Convolucional Densa estará compuesta de 3 bloques densos, 2 bloques de
transición, una función de Batch Normalization (BN) y una función de activación
RELU. Un bloque denso comprende n(n=10) capas densas. Estas capas densas se
conectan mediante un circuito denso de manera que cada capa densa recibe mapas
de caracteŕısticas de todas las capas anteriores y pasa sus mapas de caracteŕısticas
a todas las capas posteriores. La tasa de crecimiento (Growth rate) será de 12 y
32, ya que para hacer experimentos son valores que más se utiliza. Se utilizará
un cuello de botella para reducir el excedente de mapas de caracteŕısticas. De
toda esta red nos dará una salida de 32 canales o mapas de caracteŕısticas que se
conectan con la capa PrimaryCaps.

Figura 3.5: Sub Red DenseNet.
Fuente: Creación propia

3.3.2. EM Routing

PrimaryCaps Las cápsulas primarias se generan modificando los canales o
mapas de caracteŕısticas de salida de la subred DenseNet. En la capa PrimaryCaps,
se aplica un filtro de convolución 1x1 para transformar cada uno de los 32 mapas de
caracteŕısticas en 32 capsulas primarias. Cada capsula contiene una matriz de pose
4x4 (para obtener las posición y orientación relativa de cada objeto). Por ende,
se usa una capa de convolución regular para implementar capsulas primarias, por
ende, se agrupa 32 x (4x4 + 1) neuronas para generar 32 capsulas primarias.
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ConvCaps1 y ConvCaps2 A PrimaryCaps le sigue una capa de cápsula de
convolución ConvCaps1 que utiliza filtros 3x3 con un stride de 2. ConvCaps1 toma
cápsulas de entrada y salida. ConvCaps1 es similar a una capa de convolución nor-
mal, excepto que utiliza el enrutamiento EM para calcular la salida de la cápsula.
La salida de la cápsula de ConvCaps1 alimenta a ConvCaps2. ConvCaps2 es otra
capa similar a ConvCaps1, pero con un stride de 1. Las cápsulas de salida de
ConvCaps2 se conectan a Capsules-Class mediante un filtro 1x1 y el cual genera
una capsula por clase. La salida de ConCaps2 tiene una forma de (24, 4 x 4, 32, 4
x 4), donde: 24 es el tamaño de lote, 4 x 4 es la salida espacial, 32 son los canales
de salida, 4 x 4 es la matriz de pose.

Enrutamiento Em La matriz de pose y la activación de las cápsulas de salida
se calculan iterativamente utilizando el enrutamiento EM. El método EM ajusta
los datapoints en una mezcla de modelos gaussianos con llamadas a las funcio-
nes M-STEP y E-STEP, donde M-STEP calculara la media y la varianza de las
cápsulas, E-STEP calcula el enrutamiento de una cápsula.

Capsules Class La salida de ConvCaps2 alimenta a la capa Capsule Class. En
lugar de usar un filtro de 3x3 como en ConvCaps2, las Capsules Class usan un filtro
de 1x1. Además, en lugar de generar una salida espacial 2D (6x6 en ConvCaps1
y 4x4 en ConvCaps2), genera 5 cápsulas, cada una representa una de las N clases
en el SmallNORB. Capsule Class hace llamadas para calcular los votos y luego
utilizar el enrutamiento EM para calcular las salidas de la cápsula. Para integrar la
ubicación espacial de la clase predicha en la Capsule-Class, se suma las coordena-
das escaladas del centro del campo receptivo de cada cápsula en ConvCaps2 a los
dos primeros elementos de la votación, esto se define como adición de coordenadas.
Según el documento Hinton y cols. (2018), esto alienta al modelo a entrenar a la
matriz de transformación para producir valores para esos dos elementos con el fin
de representar la posición de la caracteŕıstica en relación con el centro del campo
receptivo de la cápsula. La motivación de la adición de coordenadas es tener los
primeros 2 elementos de los votos para predecir las coordenadas espaciales de la
clase predicha. Al retener la información espacial en la cápsula, se avanza más allá
de simplemente verificar la presencia de una caracteŕıstica. Se alienta al sistema
para verificar la relación espacial de las caracteŕısticas y aśı evitar adversarios. es
decir, si las ordenes espaciales de las caracteŕısticas son incorrectas, entonces sus
votos correspondientes no debeŕıan coincidir.
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Figura 3.6: Subred EM Routing.
Fuente: Creación propia

Capa Aplicación Salida

SmallNorb 28,28,1
DenseNet (1, 28, 28) − > 5x5 filtros,

32 canales de salida, stride
=2,tasa de crecimiento=12
ó 32.

(32, 14, 14)

PrimaryCaps (32, 14, 14) − > 1x1 filtro,
32 cápsulas, stride =1

Pose (14, 14, 32x4x4),
Activación (14, 14, 32)

ConvCaps1 (14, 14, 32x (4x4 + 1)) − >
3x3 filtros, 32 cápsulas, stri-
de = 2

Pose (6, 6, 32x4x4),
Activación (6, 6, 32)

ConvCaps2 (6, 6, 32x (4x4 + 1)) − >
3x3 filtros, 32 cápsulas, stri-
de = 1

Pose (4, 4, 32x4x4),
Activación (4, 4, 32)

Class Capsules (4, 4, 32x (4x4 + 1)) − >
1x1 conv, 5 cápsulas

Pose (5x4x4), Activa-
ción (5)

Tabla 3.1: Resumen de entradas y salidas de cada capa del modelo propuesto.
Fuente: Creación propia
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Figura 3.7: Modelo Propuesto.
Fuente: Creación propia

La Figura 3.7 representa el diseño final del modelo propuesto, el cual esta
dividido en dos sub redes: Densenet y EM Routing. En la primera subred esta la
capa DenseNet y en la según subred estarán las capas PrimaryCaps, ConvCaps1,
ConvCaps2 y CapsuleClass.
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3.4. Implementación del Modelo

3.4.1. Modelo Propuesto

Para la construcción del modelo propuesto ya se menciono que esté constará
de dos subredes:

DenseNet.

EM Routing.

3.4.1.1. Densenet

Esta subred como se sabe mejora aún más el flujo de información entre capas,
introduciendo conexiones directas de las capas anteriores hacia las capas poste-
riores.. Para la l-ésima capa se utiliza como entrada la siguiente función de com-
posición Xl=Hl([X0, X1, . . . , Xl-1]) donde Hl(.) concatena las entradas múltiples
[X0, X1, . . . , Xl-1] en un solo tensor. La función de composición Hl(.) consta de
tres operaciones consecutivas: Batch Normalization (BN), seguida por Rectified
Linear Unit (RELU) y una Convolución de 3x3 (Conv). Puesto que la función
de concatenación no es viable cuando el tamaño de los mapas de caracteŕısticas
entrantes son diferentes, se utiliza las capas de transición que cambian el tamaño
de los mapas de caracteŕısticas. La subred se divide en tres bloques densos, ca-
da uno con un número igual de capas. Las capas de transición entre dos bloques
densos contiguos utilizadas en la subred, consisten en una capa de Batch Norma-
lization, una capa de convolución de 1x1 seguida de una capa average pooling de
2x2. Las dimensiones de los mapas de caracteŕısticas en los tres bloques densos son
32x32, 16x16 y 8x8, respectivamente. Al final del último bloque denso se realiza
un average pooling global, obteniendo como 32 canales de salida.

De la Figura 3.8 se observa un segmento de código de la función BasicBlock
que representa la implementación de un bloque básico, compuesta de un Batch
Normalization (BN), Rectified Linear Unit (RELU) y una Convolución de 3x3
(Conv).

Figura 3.8: Código en Python de la función de un bloque basico (BasicBlock).
Fuente: Creación propia
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De la Figura 3.9 se observa el código de la función DenseBlock en el cual nos
genera un bloque denso a partir de un bloque básico (BasicBlock) y de las capas
y tasa de crecimiento que se le asigne.

Figura 3.9: Código en Python de la función del bloque denso (DenseBlock).
Fuente: Creación propia

De la Figura 3.10 se observa el código de la función TransitionBlock que re-
presenta la implementación de una capa de transición, compuesta de un Batch
Normalization (BN), Rectified Linear Unit (RELU) y una Convolución de 1x1
(Conv).

Figura 3.10: Código en Python de las función del bloque de transición (Transition-
Block).

Fuente: Creación propia

3.4.1.2. EM Routing

PrimaryCaps Puesto que la primera subred tuvo 32 mapas de caracteŕısticas
de salida, entonces se generan 32 cápsulas primarias. Para generar 32 cápsulas
primarias se aplica una de convolución de 1x1 con un stride de 1, luego se remo-
delan los canales obtenidos tomando 16 valores escalares para formar matrices de
pose de 4x4 y finalmente se generan 32 valores de activación para las 32 cápsulas
primarias. Lo anterior implica que cada cápsula primaria contará con una matriz
de pose de 4x4 mas un valor de activación.

De la Figura 3.11 se observa un segmento de código de la función PrimaryCaps
que representa la implementación de la capa de PrimaryCaps, compuesta de una
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convolución de 1x1, una función de activación sigmoide y una matriz de pose.

Figura 3.11: Código en Python de la función del PrimaryCaps.
Fuente: Creación propia

ConvCaps1 y ConvCaps2 AComo se sabe a A PrimaryCaps le sigue una
capa de capsula de convolución ConvCaps1 que usa 3x3 filtros con un stride de
2. Esta capa es similar a una capa de convolución normal, excepto que utiliza el
enrutamiento EM para calcular la salida de la capsula. La salida de la capsula de
ConvCaps1 alimenta a ConvCaps2 que es otra capa de capsula de convolución,
pero con un stride de 1.

Codificacion del Enrutamiento Em El propósito principal del enrutamiento
EM es calcular las matrices de pose y las activaciones de las cápsulas de salida. Se
realizan N iteraciones, en la última iteración, el m step completa el último cálculo
de esos parámetros. Por lo tanto, se omite el e step en la última iteración que es
principalmente responsable de volver a calcular la asignación de enrutamiento.
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Figura 3.12: Código en Python de la función Em Routing.
Fuente: Creación propia

M-Steps Es la función que calcula la media y varianza de las capsulas para
luego calcular la activación de estas. Para calcular la activación de una capsula,
se usa la siguiente ecuación:

aj = sigmoid(λ(bj −
∑
h

costhj )) (3.1)

Donde “bj”se define como el costo de describir la media y la varianza de la
cápsula j. λ es el parámetro de temperatura inversa 1

temperature
.En la implemen-

tación se comienza desde 1 y se incrementa en 1 después de cada iteración.costhj
viene a ser el costo de activción de la capsula j.

Figura 3.13: Código en Python de la función M-Steps.
Fuente: Creación propia
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E-Steps Es el principal responsable de volver a calcular la asignación de enru-
tamiento después de que m step actualice la activación de las capsulas de salida
y los modelos gaussianos con nuevos µ y σ.

Figura 3.14: Código en Python de la función E-Steps.
Fuente: Creación propia

Capsules Class CapsuleClass usa un filtro de 1x1. Además. Capsule Class
hace llamadas para calcular los votos y luego utilizar el enrutamiento EM para
calcular las salidas de la cápsula. Luego se generarán n capsulas por cada clase que
presente SmallNORB, como SmallNORB presenta 5 clases entonces se generarán
5 capsulas.

De la figura 3.15 se observa un segmento de código de la función ConvCaps,
esta función realizara el trabajo de las ConvCaps1, ConvCaps2 y CapsuleClass,
según sea el valor de sus entradas. Además se definirá con cuantas iteraciones
trabajara el modelo.
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Figura 3.15: Código en Python de la función ConvCaps.
Fuente: Creación propia

Spread Loss Las cápsulas de matriz requieren una función de pérdida para en-
trenarse. Se escoge Spread Loss como la principal función de pérdida. La ecuación
de Spread Loss es:

L =
∑
i 6=t

(max(0,m− (at − ai)))2 (3.2)

Si el margen entre la etiqueta verdadera y la clase incorrecta es menor que m, se
penaliza por el cuadrado de m − (at − ai). Inicialmente m comienza como 0.2 y
aumenta linealmente en 0.1 después de cada entrenamiento de época. m dejará de
crecer después de alcanzar el máximo 0.9. Comenzar en un margen inferior ayuda
al entrenamiento a evitar demasiadas cápsulas muertas durante la fase inicial.
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Figura 3.16: Código en Python de la función que calcula el Spread Loss.
Fuente: Creación propia

3.4.2. Detalles Técnicos

Para desarrollar el presente proyecto se utilizo el siguiente hardware y software

3.4.2.1. Hardware

Laptop.- Asus GX531G.

GPU.- NVIDEA 1070GX, GDDR5 a 8 GHz, .

3.4.2.2. Sofware

Editor de Codigo.- Visual Studio Code 1.38.

Lenguaje de Programación.- Python 3.7.

Librerias

• Pytorch 0.4.1:Es una libreŕıa de aprendizaje automático de código abier-
to, utilizada para aplicaciones como visión computacional y el procesa-
miento del lenguaje natural
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• Matplolib 3.1.1:Es una libreŕıa para la generación de gráficos a partir
de datos contenidos en listas o arrays en el lenguaje de programación
Python y su extensión matemática NumPy.

• Numpy 1.16 Libreŕıa de funciones matemáticas de alto nivel

44



Parte IV

Proceso Experimental
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Caṕıtulo 4

Entrenamiento de los modelos

En esta sección se realiza el entrenamiento de los modelos Modelo Propuesto
y el Modelo Base(Capsula de Matriz con Enrutamiento Em)

4.1. DataSet

Como ya se menciono, el dataset utilizado para el entrenamiento es Small-
NORB, el cual presenta imágenes de juguetes en 3D, los cuales fueron tomadas en
6 condiciones de iluminación, 9 elevaciones (30 a 70 grados) y 18 azimuts (0 a 30
grados). El dataset SmallNORB está dividido en 5 categoŕıas: animales de cuatro
patas, figuras humanas, aviones, camiones y automóviles.

4.2. Metricas de Evaluacion

En la fase de entrenamiento para realizar la evaluacion del desenpeño de cada
modelo se aplico las siguientes metricas:

Precisión(Accuray).- Es la relación entre el número de predicciones correctas
y el número total de muestras de entrada

Precisión(Accuray) =
Numero− de− predicciones− correctas

numero− total − de− entradas (4.1)

Pérdida de Entrenamiento(Training loss) Para calcular la pérdida de entre-
namiento se utilizará la ecuacion de Spread Loos ya viasta con anterioridad,
cuya ecuación es:

L =
∑
i 6=t

(max(0,m− (at − ai)))2 (4.2)

Tiempo.- Tiempo empleado en el entrenamiento
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4.3. Entrenamiento de los modelos

Figura 4.1: Esquema de experimentación.
Fuente: Creación propia

Para evaluar el rendimiento de los modelos, se medirá las métricas como son:
Precisión, Pérdida y tiempo de entrenamiento, De la Figura 4.1 se observa que
para obtener los resultados se plantea los siguientes casos.

Medición de las metricas para el modelo propuesto con iteraciones de 1,2 y
3, con tazas de crecimiento de 12 y 32 respectivamente.

Medición de las metricas para el modelo base con iteraciones de 1,2 y 3.

La medición se realizó con un entrenamiento de 30 epocas.
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Figura 4.2: Proceso de entrenamiento vista desde la consola,
Fuente: Creación propia
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4.3.1. Modelo Propuesto

4.3.1.1. Medición de las métricas con iteraciones de 1,2 y 3, con tasas
de crecimiento de 12

la medición de las métricas utilizando iteraciones de 1,2 y 3 se detallan en las
tablas 4.1, 4.2 y 4.3:

Iteracion de 1

De la Figura 4.3 se observa los resultados con respecto a la precisión (Accu-
racy), donde se puede apreciar un crecimiento ascendente de los resultados obte-
nidos en cada época salvo en algunas épocas donde hubo un pequeño decremento.
Obteniendo como resultado final una precisión del 67.72 %.

Figura 4.3: Medición de la precisión en un entrenamiento de 30 epocas, para una
iteracion de 1 y una tasa de crecimiento de 12.

Fuente: Creación propia

De la Figura 4.4 se observa los resultados con respecto a la pérdida de entre-
namiento (Training Loss), donde se puede apreciar un crecimiento descendente de
los resultados obtenidos en cada época, obteniendo un resultado final de pérdida
de entrenamiento del 2.75 %.
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Figura 4.4: Medición de la pérdida en un entrenamiento de 30 epocas, para una
iteracion de 1 y una tasa de crecimiento de 12.

Fuente: Creación propia

De la Figura 4.5 se observa los resultados con respecto a la pérdida de entrena-
miento (Training Loss), donde se puede apreciar un tiempo entramiento constante,
es decir, el tiempo que se emplea en entrenar una época es de 4 minutos, realizando
un tiempo total de entrenamiento de 2 horas y 13 minutos.
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Figura 4.5: Medición del Tiempo en un entrenamiento de 30 epocas, para una
iteracion de 1 y una tasa de crecimiento de 12.

Fuente: Creación propia

De la Tabla 4.1 que corresponde a entrenamientos utilizando una iteración de
1, del cual observamos que el resultado final para la precisión(accuracy) es 67.72,
en cuanto a la pérdida(training loss)es de 2.75 y el tiempo de entrenamiento fue
de 2 horas, 13 minutos.

Iteración 1 Tasa de Crecimiento 12

Precisión(Accuracy) 67.72 %
Pérdida(Training Loss) 2.75 %
Tiempo 2 hora, 13 minutos

Tabla 4.1: Resultados para una iteracion de 1.
Fuente: Creación propia
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Iteracion de 2

De la Figura 4.6 se observa los resultados con respecto a la precisión (Accu-
racy), donde se puede apreciar un crecimiento ascendente de los resultados obte-
nidos en cada época salvo en algunas épocas donde hubo un pequeño decremento.
Obteniendo como resultado final una precisión del 92.65 %.

Figura 4.6: Medición de la precisión en un entrenamiento de 30 epocas, para una
iteracion de 2 y una tasa de crecimiento de 12.

Fuente: Creación propia

De la Figura 4.7 se observa los resultados con respecto a la pérdida de entre-
namiento (Training Loss), donde se puede apreciar un crecimiento descendente de
los resultados obtenidos en cada época, obteniendo un resultado final de pérdida
de entrenamiento del 0.83 %.
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Figura 4.7: Medición de la pérdida en un entrenamiento de 30 epocas, para una
iteracion de 2 y una tasa de crecimiento de 12.

Fuente: Creación propia

De la Figura 4.8 se observa los resultados con respecto a la pérdida de entrena-
miento (Training Loss), donde se puede apreciar un tiempo entramiento constante,
es decir, el tiempo que se emplea en entrenar una época es de 4 a 5 minutos, rea-
lizando un tiempo total de entrenamiento de 2 horas y 32 minutos.
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Figura 4.8: Medición del tiempo en un entrenamiento de 30 epocas, para una
iteracion de 2 y una tasa de crecimiento de 12.

Fuente: Creación propia

De la Tabla 4.2 que corresponde a entrenamientos utilizando una iteración de
2, del cual observamos que el resultado final para la precisión(accuracy) es 92.65,
en cuanto a la pérdida(training loss)es de 0.83 y el tiempo de entrenamiento fue
de 2 horas, 32 minutos.

Iteración 2 Tasa de Crecimiento 12

Precisión(Accuracy) 92.65 %
Pérdida(Training Loss) 0.83 %
Tiempo 2 horas, 32 minutos

Tabla 4.2: Resultados para una iteracion de 2.
Fuente: Creación propia
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Iteracion de 3

De la Figura 4.9 se observa los resultados con respecto a la precisión (Accu-
racy), donde se puede apreciar un crecimiento ascendente de los resultados obte-
nidos en cada época salvo en algunas épocas donde hubo un pequeño decremento.
Obteniendo como resultado final una precisión del 32.77 %.

Figura 4.9: Medición de la precisión en un entrenamiento de 30 epocas, para una
iteracion de 3 y una tasa de crecimiento de 12.

Fuente: Creación propia

De la Figura 4.10 se observa los resultados con respecto a la pérdida de entre-
namiento (Training Loss), donde se puede apreciar un crecimiento descendente de
los resultados obtenidos en cada época, obteniendo un resultado final de pérdida
de entrenamiento del 2.81 %.
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Figura 4.10: Medición de la pérdida en un entrenamiento de 30 epocas, para una
iteracion de 3 y una tasa de crecimiento de 12.

Fuente: Creación propia

De la Figura 4.11 se observa los resultados con respecto a la pérdida de entrena-
miento (Training Loss), donde se puede apreciar un tiempo entramiento constante,
es decir, el tiempo que se emplea en entrenar una época es de 5 minutos, realizando
un tiempo total de entrenamiento de 2 horas y 57 minutos.
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Figura 4.11: Medición de la tiempo en un entrenamiento de 30 epocas, para una
iteracion de 3 y una tasa de crecimiento de 12.

Fuente: Creación propia

De la Tabla 4.3 que corresponde a entrenamientos utilizando una iteración de
3, del cual observamos que el resultado final para la precisión(accuracy) es 32.77,
en cuanto a la pérdida(training loss)es de 2.81 y el tiempo de entrenamiento fue
de 2 horas, 57 minutos.

Iteración 3 Tasa de Crecimiento 12

Precisión(Accuracy) 32.77 %
Pérdida(Training Loss) 2.81 %
Tiempo 2 horas, 57 minutos

Tabla 4.3: Resultados para una iteracion de 3.
Fuente: Creación propia

57



4.3.1.2. Medición de las métricas con iteraciones de 1,2 y 3, con tasas
de crecimiento de 32

la medición de las métricas utilizando iteraciones de 1,2 y 3 se detallan en las
tablas 4.4, 4.5, 4.6:

Iteracion de 1

De la Figura 4.12 se observa los resultados con respecto a la precisión (Accu-
racy), donde se puede apreciar un crecimiento ascendente de los resultados obte-
nidos en cada época salvo en algunas épocas donde hubo un pequeño decremento.
Obteniendo como resultado final una precisión del 70.96 %.

Figura 4.12: Medición de la precisión en un entrenamiento de 30 epocas, para una
iteracion de 1 y una tasa de crecimiento de 32.

Fuente: Creación propia

De la Figura 4.13 se observa los resultados con respecto a la pérdida de entre-
namiento (Training Loss), donde se puede apreciar un crecimiento descendente de
los resultados obtenidos en cada época, obteniendo un resultado final de pérdida
de entrenamiento del 2.68 %.
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Figura 4.13: Medición de la pérdida en un entrenamiento de 30 epocas, para una
iteracion de 1 y una tasa de crecimiento de 32.

Fuente: Creación propia

De la Figura 4.14 se observa los resultados con respecto a la pérdida de entrena-
miento (Training Loss), donde se puede apreciar un tiempo entramiento constante,
es decir, el tiempo que se emplea en entrenar una época es de 3 minutos, realizando
un tiempo total de entrenamiento de 1 hora y 47 minutos.
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Figura 4.14: Medición de la tiempo en un entrenamiento de 30 epocas, para una
iteracion de 1 y una tasa de crecimiento de 32.

Fuente: Creación propia

De la Tabla 4.4 que corresponde a entrenamientos utilizando una iteración de
1, del cual observamos que el resultado final para la precisión(accuracy) es 70.96,
en cuanto a la pérdida(training loss)es de 2.68 y el tiempo de entrenamiento fue
de 1 horas, 47 minutos.

Iteración 1 Tasa de Crecimiento 32

Precisión(Accuracy) 70.96 %
Pérdida(Training Loss) 2.68 %
Tiempo 1 hora, 47 minutos

Tabla 4.4: Resultados para una iteracion de 1.
Fuente: Creación propia
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Iteracion de 2

De la Figura 4.15 se observa los resultados con respecto a la precisión (Ac-
curacy), donde se puede apreciar un crecimiento ascendente de los resultados ob-
tenidos en cada época. Obteniendo como resultado final una precisión del 94.27 %.

Figura 4.15: Medición de la precisión en un entrenamiento de 30 epocas, para una
iteracion de 2 y una tasa de crecimiento de 32.

Fuente: Creación propia

De la Figura 4.16 se observa los resultados con respecto a la pérdida de entre-
namiento (Training Loss), donde se puede apreciar un crecimiento descendente de
los resultados obtenidos en cada época, obteniendo un resultado final de pérdida
de entrenamiento del 0.72 %.
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Figura 4.16: Medición de la pérdida en un entrenamiento de 30 epocas, para una
iteracion de 2 y una tasa de crecimiento de 32.

Fuente: Creación propia

De la Figura 4.17 se observa los resultados con respecto a la pérdida de entrena-
miento (Training Loss), donde se puede apreciar un tiempo entramiento constante,
es decir, el tiempo que se emplea en entrenar una época es de 4 minutos, realizando
un tiempo total de entrenamiento de 2 horas y 8 minutos.
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Figura 4.17: Medición de la tiempo en un entrenamiento de 30 epocas, para una
iteracion de 2 y una tasa de crecimiento de 32.

Fuente: Creación propia

De la Tabla 4.5 que corresponde a entrenamientos utilizando una iteración de
2, del cual observamos que el final para la precisión(accuracy) es 94.27, en cuanto
a la pérdida(training loss)es de 0.72 y el tiempo de entrenamiento fue de 2 horas,
8 minutos.

Iteración 2 Tasa de Crecimiento 32

Precisión(Accuracy) 94.27 %
Pérdida(Training Loss) 0.72 %
Tiempo 2 horas, 8 minutos

Tabla 4.5: Resultados para una iteracion de 2.
Fuente: Creación propia
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Iteracion de 3

De la Figura 4.18 se observa los resultados con respecto a la precisión (Accu-
racy), donde se puede apreciar un crecimiento ascendente de los resultados obte-
nidos en cada época salvo en algunas épocas donde hubo un pequeño decremento.
Obteniendo como resultado final una precisión del 52.27 %.

Figura 4.18: Medición de la precisión en un entrenamiento de 30 epocas, para una
iteracion de 3 y una tasa de crecimiento de 32.

Fuente: Creación propia

De la Figura 4.19 se observa los resultados con respecto a la pérdida de entre-
namiento (Training Loss), donde se puede apreciar un crecimiento descendente de
los resultados obtenidos en cada época, obteniendo un resultado final de pérdida
de entrenamiento del 2.18 %.
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Figura 4.19: Medición de la pérdida en un entrenamiento de 30 epocas, para una
iteracion de 3 y una tasa de crecimiento de 32.

Fuente: Creación propia

De la Figura 4.20 se observa los resultados con respecto a la pérdida de entrena-
miento (Training Loss), donde se puede apreciar un tiempo entramiento constante,
es decir, el tiempo que se emplea en entrenar una época es de 5 minutos, realizando
un tiempo total de entrenamiento de 2 horas y 36 minutos.

65



Figura 4.20: Medición de la tiempo en un entrenamiento de 30 epocas, para una
iteracion de 3 y una tasa de crecimiento de 32.

Fuente: Creación propia

De la Tabla 4.6 que corresponde a entrenamientos utilizando una iteración de
1, del cual observamos que el resultado final para la precisión(accuracy) es 52.27,
en cuanto a la pérdida(training loss)es de 2.18 y el tiempo de entrenamiento fue
de 2 horas, 36 minutos.

Iteración 3 Tasa de Crecimiento 32

Precisión(Accuracy) 52.27 %
Pérdida(Training Loss) 2.18 %
Tiempo 2 horas, 36 minutos

Tabla 4.6: Resultados para una iteracion de 3.
Fuente: Creación propia
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4.3.2. Modelo Base

4.3.2.1. Medición de las métricas con iteraciones de 1,2 y 3

la medición de las métricas utilizando iteraciones de 1,2 y 3 se detallan en las
tablas 4.7 ,4.8, 4.9:

Iteracion de 1

De la Figura 4.21 se observa los resultados con respecto a la precisión (Accu-
racy), donde se puede apreciar un crecimiento ascendente de los resultados obte-
nidos en cada época salvo en algunas épocas donde hubo un pequeño decremento.
Obteniendo como resultado final una precisión del 75.94 %.

Figura 4.21: Medición de la precisión en un entrenamiento de 30 epocas, para una
iteracion de 1.

Fuente: Creación propia

De la Figura 4.22 se observa los resultados con respecto a la pérdida de entre-
namiento (Training Loss), donde se puede apreciar un crecimiento descendente de
los resultados obtenidos en cada época, obteniendo un resultado final de pérdida
de entrenamiento del 1.97 %.
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Figura 4.22: Medición de la pérdida en un entrenamiento de 30 epocas, para una
iteracion de 1.

Fuente: Creación propia

De la Figura 4.23 se observa los resultados con respecto a la pérdida de entre-
namiento (Training Loss), donde se puede apreciar un tiempo entramiento cons-
tante, es decir, el tiempo que se emplea en entrenar una época es de 10 minutos,
realizando un tiempo total de entrenamiento de 5 horas y 35 minutos.
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Figura 4.23: Medición de la tiempo en un entrenamiento de 30 epocas, para una
iteracion de 1.

Fuente: Creación propia

De la Tabla 4.7 que corresponde a entrenamientos utilizando una iteración de
1, del cual observamos que el resultado final para la precisión(accuracy) es 75.94,
en cuanto a la pérdida(training loss)es de 1.97 y el tiempo de entrenamiento fue
de 5 horas, 35 minutos.

Iteración 1 resultados

Precisión(Accuracy) 75.94 %
Pérdida(Training Loss) 1.97 %
Tiempo 5 horas, 35 minutos

Tabla 4.7: Resultados para una iteracion de 1.
Fuente: Creación propia
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Iteracion de 2

De la Figura 4.24 se observa los resultados con respecto a la precisión (Accu-
racy), donde se puede apreciar un crecimiento ascendente de los resultados obte-
nidos en cada época salvo en algunas épocas donde hubo un pequeño decremento.
Obteniendo como resultado final una precisión del 89.45 %.

Figura 4.24: Medición de la precisión en un entrenamiento de 30 epocas, para una
iteracion de 2.

Fuente: Creación propia

De la Figura 4.25 se observa los resultados con respecto a la pérdida de entre-
namiento (Training Loss), donde se puede apreciar un crecimiento descendente de
los resultados obtenidos en cada época, obteniendo un resultado final de pérdida
de entrenamiento del 0.91 %.
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Figura 4.25: Medición de la pérdida en un entrenamiento de 30 epocas, para una
iteracion de 2.

Fuente: Creación propia

De la Figura 4.26 se observa los resultados con respecto a la pérdida de entre-
namiento (Training Loss), donde se puede apreciar un tiempo entramiento cons-
tante, es decir, el tiempo que se emplea en entrenar una época es de 15 minutos,
realizando un tiempo total de entrenamiento de 7 horas y 43 minutos.
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Figura 4.26: Medición de la tiempo en un entrenamiento de 30 epocas, para una
iteracion de 2.

Fuente: Creación propia

De la Tabla 4.8 que corresponde a entrenamientos utilizando una iteración de
2, del cual observamos que el resultado final para el accuracy es 89.45, en cuanto
al Average loss es de 0.91 y el tiempode entrenamiento fue de 7 horas, 43 minutos.

Iteración 2 Resultados

Precisión(Accuracy) 89.45 %
Pérdida(Training Loss) 0.91 %
Tiempo 7 horas, 43 minutos

Tabla 4.8: Resultados para una iteracion de 2.
Fuente: Creación propia
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Iteracion de 3

De la Figura 4.27 se observa los resultados con respecto a la precisión (Accu-
racy), donde se puede apreciar un crecimiento ascendente de los resultados obte-
nidos en cada época salvo en algunas épocas donde hubo un pequeño decremento.
Obteniendo como resultado final una precisión del 66.25 %.

Figura 4.27: Medición de la precisión en un entrenamiento de 30 epocas, para una
iteracion de 3.

Fuente: Creación propia

De la Figura 4.28 se observa los resultados con respecto a la pérdida de entre-
namiento (Training Loss), donde se puede apreciar un crecimiento descendente de
los resultados obtenidos en cada época, obteniendo un resultado final de pérdida
de entrenamiento del 1.61 %.

73



Figura 4.28: Medición de la pérdida en un entrenamiento de 30 epocas, para una
iteracion de 3.

Fuente: Creación propia

De la Figura 4.29 se observa los resultados con respecto a la pérdida de entre-
namiento (Training Loss), donde se puede apreciar un tiempo entramiento cons-
tante, es decir, el tiempo que se emplea en entrenar una época es de 20 minutos,
realizando un tiempo total de entrenamiento de 10 horas y 8 minutos.
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Figura 4.29: Medición de la tiempo en un entrenamiento de 30 epocas, para una
iteracion de 3.

Fuente: Creación propia

De la Tabla 4.9 que corresponde a entrenamientos utilizando una iteración de
3, del cual observamos que el resultado final para la precisión(accuracy) es 66.25,
en cuanto a la pérdida(training loss)es de 1.61 y el tiempo de entrenamiento fue
de 10 horas, 8 minutos.

Iteración 3 Resultados

Precisión(Accuracy) 66.25 %
Pérdida(Training Loss) 1.61 %
Tiempo 10 horas, 8 minutos

Tabla 4.9: Resultados para una iteracion de 3.
Fuente: Creación propia
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Parte V

Análisis de Resultados
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Caṕıtulo 5

Resultados

De la Figura 5.1 se observa los resultados con respecto a la precisión (Accu-
racy), donde se puede apreciar que el modelo base es superior al modelo propuesto
con tasas de crecimiento de 12 y 32, obteniendo como resultado una precisión de
75.94 % contra un 67.72 % y 70.96 %respectivamente. Por lo tanto, se deduce que si
se utiliza una iteración de 1 el modelo base es más eficaz que el modelo propuesto.

Figura 5.1: Resultados para la precisión (Accuracy) con una iteración de 1,
Fuente: Creación propia

De la Figura 5.2 se observa los resultados con respecto a la precisión (Accu-
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racy), donde se puede apreciar que el modelo propuesto es superior al modelo
base, ya sea utilizando tasas de crecimiento de 12 y 32, obteniendo como mejor
resultado una precisión de 94.27 % si se utiliza una tasa de crecimiento de 32 frente
al 89.45 % del modelo base. Por lo tanto, se deduce que si se utiliza una iteración
de 2 el modelo propuesto es más eficaz que el modelo base.

Figura 5.2: Resultados para la precisión (Accuracy) con una iteración de 2,
Fuente: Creación propia

De la Figura 5.3 se observa los resultados con respecto a la precisión (Accu-
racy), donde se puede apreciar que el modelo base es superior al modelo propuesto
con tasas de crecimiento de 12 y 32, obteniendo como resultado una precisión de
66.25 % contra un 32.77 % y 52.27 % respectivamente. Por lo tanto, se deduce
que si se utiliza una iteración de 3 el modelo base es más eficaz que el modelo
propuesto.
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Figura 5.3: Resultados para la precisión (Accuracy) con una iteración de 3,
Fuente: Creación propia

En la tabla 5.1 se muestra la comparacion de los resultados obtenidos con
respecto al Accuracy del modelo propuesto y del modelobase.

Precisión(Accuracy)
Iteración 1 Iteración 2 Iteración 3

Modelo Propuesto - tasa de crecimiento 12 67.72 % 92.65 % 32.77 %
Modelo Propuesto - tasa de crecimiento 32 70.96 % 94.27 % 52.27 %
Modelo Base 75.94 % 89.45 % 66.25 %

Tabla 5.1: Resultados para el Accuracy.
Fuente: Creación propia

De la Figura 5.4 se observa los resultados con respecto a la pérdida de entre-
namiento (Training Loss), donde se puede apreciar que el modelo base obtiene
un menor porcentaje de pérdida con respecto al modelo propuesto con tasas de
crecimiento de 12 y 32, obteniendo como resultado una pérdida de 1.97 % contra
un 2.75 % y 2.68 % respectivamente. Por lo tanto, se deduce que si se utiliza una
iteración de 1 el modelo base presenta un menor porcentaje de pérdida que el
modelo propuesto.
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Figura 5.4: Resultados para la pérdida de entrenamiento (Training Loss) con una
iteración de 1,

Fuente: Creación propia

De la Figura 5.5 se observa los resultados con respecto a la pérdida de entrena-
miento (Training Loss), donde se puede apreciar que el modelo propuesto obtiene
un menor porcentaje de pérdida con respecto al modelo base, ya sea utilizando
tasas de crecimiento de 12 y 32, obteniendo como mejor resultado una pérdida de
0.72 % si se utiliza una tasa de crecimiento de 32 frente al 0.91 % del modelo base.
Por lo tanto, se deduce que si se utiliza una iteración de 2 el modelo propuesto
presenta un menor porcentaje de pérdida que el modelo base.
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Figura 5.5: Resultados para la pérdida de entrenamiento (Training Loss) con una
iteración de 2,

Fuente: Creación propia

De la Figura 5.6 se observa los resultados con respecto a la pérdida de entre-
namiento (Training Loss), donde se puede apreciar que el modelo base obtiene
un menor porcentaje de pérdida con respecto al modelo propuesto con tasas de
crecimiento de 12 y 32, obteniendo como resultado una pérdida de 1.61 % contra
un 2.81 % y 2.18 % respectivamente. Por lo tanto, se deduce que si se utiliza una
iteración de 1 el modelo base presenta un menor porcentaje de pérdida que el
modelo propuesto.
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Figura 5.6: Resultados para la pérdida de entrenamiento (Training Loss) con una
iteración de 3,

Fuente: Creación propia

En la tabla 5.2 se muestra la comparacion de los resultados obtenidos con
respecto al Accuracy del modelo propuesto y del modelobase.

Training Loss
Iteración 1 Iteración 2 Iteración 3

Modelo Propuesto - tasa de crecimiento 12 2.75 % 0.83 % 2.81 %
Modelo Propuesto - tasa de crecimiento 32 2.68 % 0.72 % 2.18 %
Modelo Base 1.97 % 0.91 % 1.61 %

Tabla 5.2: Resultados para la Pérdida de Entrenamiento(Training Loss).
Fuente: Creación propia

De la Figura 5.7 se observa los resultados con respecto al tiempo de entrena-
miento, donde se observa que el modelo propuesto con una tasa de crecimiento de
32 presenta un menor tiempo de entrenamiento frente al modelo base y al mismo
modelo propuesto pero con una tasa de crecimiento de 12, obteniendo como resul-
tado un tiempo de entrenamiento de 1 hora con 47 minutos frente a las 5 horas
con 35 minutos del modelo propuesto y las 2 horas con 13 minutos del modelo
propuesto con una tasa de crecimiento de 12. Por lo tanto, se deduce que si se
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utiliza una iteración de 1 el modelo propuesto presentara un menor tiempo de
entrenamiento.

Figura 5.7: Resultados para el tiempo de entrenamiento con una iteración de 1,
Fuente: Creación propia

De la Figura 5.8 se observa los resultados con respecto al tiempo de entrena-
miento, donde se observa que el modelo propuesto con una tasa de crecimiento de
32 presenta un menor tiempo de entrenamiento frente al modelo base y al mismo
modelo propuesto pero con una tasa de crecimiento de 12, obteniendo como re-
sultado un tiempo de entrenamiento de 2 hora con 8 minutos frente a las 7 horas
con 43 minutos del modelo propuesto y las 2 horas con 32 minutos del modelo
propuesto con una tasa de crecimiento de 12. Por lo tanto, se deduce que si se
utiliza una iteración de 1 el modelo propuesto presentara un menor tiempo de
entrenamiento.
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Figura 5.8: Resultados para el tiempo de entrenamiento con una iteración de 2,
Fuente: Creación propia

De la Figura 5.9 se observa los resultados con respecto al tiempo de entrena-
miento, donde se observa que el modelo propuesto con una tasa de crecimiento de
32 presenta un menor tiempo de entrenamiento frente al modelo base y al mis-
mo modelo propuesto pero con una tasa de crecimiento de 12, obteniendo como
resultado un tiempo de entrenamiento de 2 horas con 36 minutos frente a las 10
horas con 8 minutos del modelo propuesto y las 2 horas con 57 minutos del mo-
delo propuesto con una tasa de crecimiento de 12. Por lo tanto, se deduce que si
se utiliza una iteración de 1 el modelo propuesto presentara un menor tiempo de
entrenamiento.
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Figura 5.9: Resultados para el tiempo de entrenamiento con una iteración de 3,
Fuente: Creación propia

En la tabla 5.3 se muestra la comparacion de los resultados obtenidos con
respecto al tiempo de entrenamiento del modelo propuesto y del modelobase.

Tiempo de Entrenamiento
Iteración 1 Iteración 2 Iteración 3

Modelo Propuesto - tasa de crecimiento 12 2 h, 13 min 2 h, 32 min 2 h, 57 min
Modelo Propuesto - tasa de crecimiento 32 1 h, 47 min 2 h, 8 min 2 h, 36 min
Modelo Base 5 h, 35 min 7 h, 43 min 10 h, 8 min

Tabla 5.3: Resultados para el tiempo.
Fuente: Creación propia

De las tablas 5.1, 5.2 y 5.3 se deduce que el mejor resultado obtenido toman-
do como prioridad la precisión (Accuracy) es el modelo propuesto con una tasa
de crecimiento de 32 y con una iteración de 2, obteniendo los siguientes resulta-
dos: Precisión (Accuracy) de 94.27 %, Pérdida de entrenamiento (Training loss)
de 0.72 % y tiempo de entrenamiento de 2 horas y 8 minutos.

De las figuras 5.10 y 5.11 se observa que con el modelo propuesto hay una menor
exigencia en el GPU con respecto al modelo base.
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Figura 5.10: Rendimiento del GPU utilizando el Modelo Base.
Fuente: Creación propia

Figura 5.11: Rendimiento del GPU utilizando el Modelo Propuesto.
Fuente: Creación propia
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Parte VI

Conclusiones, Recomendaciones y
Trabajos Futuros
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Caṕıtulo 6

Conclusiones

1. Conclusión en base al objetivo general:

a) Se diseño un modelo en el cual se reemplaza la capa RELU Conv1 de
una Cápsula de matriz con Enrutamiento EM con redes convolucionales
densas (Densenet), este proceso ayuda a aprender mejores mapas de
caracteŕısticas y a su vez se forma capsulas primarias de mejor calidad.
La eficacia de este modelo se demuestra por su rendimiento. Tomando
como principal métrica de evaluación la precisión(Accuracy), se obtiene
como mejor resultado en un entrenamiento de 30 epocas y utilizando el
dataset SmallNORB, un 94.27 % de precisión(accuracy), una pérdida
de entrenamiento(Training Loss) de 0.72 % en un tiempo de 2 horas y
8 minutos en comparación con el modelo base que obtuvo un 89.45 %
de precisión(Acuraccy),una pérdida de entrenamiento(Training Loss)
de 0.91 % en un tiempo de 7 horas con 43 minutos.

2. Conclusión en base al primer objetivo especifico:

a) Se realizo un análisis de la Red Convolucional Densamente Conectado
(DenseNet) y Cápsulas matriciales con enrutamiento EM, en el cual se
vio como es que estas están diseñadas y como trabajan.

3. Conclusión en base al segundo objetivo espećıfico:

a) Se diseño un modelo de red de cápsulas matriciales con enrutamiento
Em utilizando una red convolucional densa. El uso de una red convo-
lucional densa reduce significativamente el tiempo de entrenamiento y
mejora la precisión. Esto es debido al procesamiento que tiene densenet,
el cual concatena los mapas de caracteŕısticas y no las reemplaza como
es el caso de una red convolucional simple.

4. Conclusión en base al tercer objetivo espećıfico:

a) El entrenamiento del modelo base y propuesto se realizó con un total de
30 épocas. Obteniendo mejores resultados el modelo propuesto, siendo
más optimo en tiempo de entrenamiento, precisión(accuracy) y pérdida
de entrenamiento(training loss) frente al modelo base.

5. Conclusiones en base al cuarto objetivo espećıfico:
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a) Al utilizar una iteración de 1 se observa que el tiempo de entrenamiento
es mucho menor que al utilizar una iteración de 2 y 3, sin embargo la
precisión (accuracy) con iteración 1 es mucho menor que al utilizar una
iteración de 2 y a la vez es superior a una iteración de 3, esto mismo ocu-
rre con la perdida de entrenmiento(training loss). Por ende se concluye
que la mejor opción es una iteración de 2 cuyo resultado es de 94.27 %
para precisión(accuracy), 0.72 % de pérdida de entrenamiento(training
loss) en un tiempo de 2 horas y 8 minutos.

b) Se observa que la mejor opción es utilizar una tasa de crecimiento de 32
con una iteración de 2 en la capa convolucional densa ya que se obtiene
un mejor resultado para la precisión(accuracy), 94.27 % y la pérdida de
entrenamiento(training loss), 0.72 %.

c) Otra mejora que se observa fue en el hardware, se observa que en el mo-
delo propuesto se utiliza un 40 % de rendimiento del GPU a diferencia
del modelo base que utiliza de un 90 % del GPU.

d) Estos buenos resultados son debido al procesamiento que tiene dense-
net, el cual concatena los mapas de caracteŕısticas y no las reemplaza
como es el caso de una red convolucional simple. Concatenar los mapas
de caracteŕısticas mejora el flujo de información, alivian el gradiente de
fuga, fortalecen la propagación de información y elimina datos redun-
dantes, conllevando aśı a obtener un menor tiempo de entrenamiento,
una alta precisión y una menor pérdida.

6. Aśı mismo, la propuesta de diseño de modelo inicialmente a sido presentada
en calidad de paper en la 5◦ Jornada de Inteligencia Artificial en el marco de
la 16th Ibero-American Conference on Artificial Intelligence(IBERAMIA’2018),
habiendo sido validada y expuesta a la comunidad cient́ıfica del área.(Anexo
1).
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Recomendaciones y Trabajos
Futuros

Para mejores resultados se recomienda utilizar un GPU de mayor poten-
cia(NVIDEA 2080) o GPU’s que estén diseñadas para trabajos en Machine
Learning(NVIDEA V100, NVIDEA K80).

Se deja como trabajo a futuro construir un dataset en 3D para un caso
mucha mas realista. Esto quiere decir construir un data set con las mismas
caracteŕısticas que el dataset SmallNORB pero orientado hacia temas como
reconocimientos de rostros, śımbolos, lenguaje de señas, estructuras, o en
campos como la medicina, bioloǵıa, etc.

Se deja como trabajo a futuro mejorar las capas ConvCaps1 y ConvCaps2.
Estas capas en su estructura utilizan redes convolucionales simple, se plantea
como objetivo reemplazar estas redes convolucionales por redes convolucio-
nales densas y medir cuan mejor es el modelo de Matriz de Capsula con
enrutamiento EM aplicando estas mejoras.

Se deja como trabajo a futuro emplear otro tipo de red convolucional, siendo
más espećıficos ResNet. Dicha red es similar a Densenet con la diferencia de
que en vez de concatenar los mapas de caracteŕısticas esta lo que hace es
sumarlas.
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Comparación de diferentes algoritmos de clustering en la estimación de coste en
el desarrollo de software. REICIS. Revista Española de Innovación, Calidad e
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Resumen

Las redes de cápsulas (CapsNet), al ser una nueva arquitectura de aprendizaje profundo,
motiva entender su funcionamiento para su aplicabilidad en diversas investigaciones. La idea
de CapsNet surge para mejorar la clasificación de imágenes cuando éstos presentan rotación,
inclinación u otra orientación diferente, obteniendo información más precisa. Los modelos co-
mo: enrutamiento dinámico de cápsulas, matriz de cápsulas con EM Routing, CapsNets Densos
(DCNET) y CapsNets Dispersos (DCNET++), han demostrado mejoras progresivas en cuanto
a datos complejos, en comparación a modelos muy utilizados como las redes neuronales con-
volucionales (CNNs). Por tanto, en esta investigación se elabora un nuevo modelo de CapsNet
basado en Matriz de Cápsulas con EM Routing, reemplazando su primera capa de red con-
volucional simple (ReLU Conv1) por una red convolucional densa (DenseNet), para mostrar
una mejora en la extracción de características y mayor precisión frente al modelo base.

Matriz de Cápsulas, EM Routing, CapsNet, DenseNet, Modelo, Concytec, Cienciactiva

1. Introducción
El aprendizaje profundo fue ideado para una mejora del aprendizaje automático. Actualmente

la arquitectura de aprendizaje profundo con mayor éxito y más utilizado en el reconocimiento y
la clasificación de imágenes, visión computacional, conducción automática de vehículos, es la red
neuronal convolucional (CNN).
La introducción de redes de cápsulas (CapsNet) por Hinton[4], como una nueva arquitectura de
aprendizaje profundo está motivando a investigadores, entender como funciona CapsNet para apli-
carlo a su propia investigación [5][7]. La idea de CapsNet se desarrolló originariamente para mejorar
la clasificación de imágenes en 2D cuando éstos presentan rotación, inclinación u otra orientación
diferente, facilitando la obtención de información para la verificación de sus posiciones relativas.
Teniendo en cuenta que las CNNs tienen limitaciones ya que no son robustas para las transfor-
maciones afines, es decir, un ligero cambio en la posición de las CNNs de objetos modifican su
predicción. Aunque este problema puede reducirse hasta cierto punto mediante el aumento de da-
tos durante el entrenamiento, esto no hace que la red sea robusta para ninguna nueva postura o
variación que pueda estar presente en los datos de prueba. Otro inconveniente importante es que
las CNNs genéricas no tienen en cuenta las relaciones espaciales entre los objetos de una imagen
al tomar una decisión [6]. Es decir, simplemente las CNNs solo usan la mera presencia de ciertos
objetos locales en una imagen para tomar una decisión, mientras que en realidad el contexto espa-
cial de los objetos presentes es igualmente importante.
Por tanto en este trabajo se planteará un nuevo modelo de CapsNet basado en EM Routing conca-
tenado con una red convolucional densa (DenseNet) de 8 capas y verificar si la obtención de datos,
procesamiento y evaluación mejoran el rendimiento a modelos ya propuestos tales como CapsNets
Densos y Dispersos (DCNET y DCNET++) que trabajan sobre el modelo básico de cápsulas,
matriz de cápsulas con EM-Routing y enrutamiento dinámico de cápsulas, con el fin de proveer
mayor precisión en los datos.



2. Antecedentes
Un avance incremental en el intento de abordar las limitaciones de representación de CNN como

son la identificación de la posición y rotación, provino de Hinton quien introdujo el concepto de
çápsulas". Las cápsulas abordaron estas ineficiencias representacionales de las CNNs con matrices
de transformación, lo que permite a las redes aprender automáticamente relaciones entre partes y
generalizar nuevos puntos de vista, algo en lo que las CNN tradicionales muestran un rendimiento
exponencialmente bajo.
Con el objetivo de mejorar su modelo Hinton [4] describió una versión de cacápsulapsula en la que
cada cápsula tiene una unidad logistica para representar la presencia de una entidad y una matriz
4x4 que aprende a representar la relación entre esa entidad y el espectador (la pose).
Aprovechando las ventajas que ofrecía las capsulas se plantearon diferentes modelos:
Kai Qiao [6] y su equipo teniendo en mente que la reconstrucción precisa de los estímulos de
la imagen de la FMRI humana es un trabajo todavía desafiante, se plantearon como objetivo la
reconstrucción visual precisa y para ello propone un nuevo método de reconstrucción visual basado
en la arquitectura de una red de cápsulas (CapsNet), al cual denominaron CNAVR y llegando a
la conclusión de que este modelo propuesto concuerda mejor con la corteza visual humana cuando
se trata de una reconstrucción visual.
Edgar Xi, Selina Bing y Yang Jin [2] con el objetivo encontrar un modelo basado en CapsNet, el cual
produzca un error de prueba óptimo. Plantearon varios modelos que van desde apilar más capas
de cápsula hasta probar diferentes parámetros, se proponen los siguientes enfoques: apilamiento de
más capas de cápsulas, aumentar el número de cápsulas primarias, modificar la escala de perdida en
la reconstrucción y utilizar una función de activación personalizada llegando a conseguir resultados
prometedores.
Dai Quoc Nguyen, Thanh Vu, Tu Dinh Nguyen, Dinh Phung [1] buscando adaptar los resultados de
búsqueda a cada usuario específico en función de los intereses y preferencias personales del usuario
es por ello que plantearon un modelo de inclusion basado en CapsNet para modelar las relaciones
tripartitas para la personalización de búsquedas encontrando un resultado óptimo.

3. Propuesta del modelo
La propuesta de modelo esta esquematizada en la siguiente Figura 1 que está basado en el

Modelo propuesto con una DenseNet de 8 capas, 32 cápsulas primarias con EM Routing, 2 capas
de cápsulas convolucionales con EM Routing y finalmente 10 clases de cápsulas, todo esto efectuado
en N epocas.

Figura 1: Modelo Hibrido de Matriz de Cápsulas con Em Routing y una Red Convolucional Densa.
Fuente: Creación propia



La primera acción corresponde a la obtención de imágenes. Esto se efectuará descargando
datasets públicas de imágenes y/o fotografiando imágenes que podrían ser de plantas medicinales,
(Paso 1).
Como segunda acción estando las imágenes en el dataset se inicia la construcción del modelo, que
consiste en la agregación de una capa de red convolucional densa (DenseNet) de 8 capas con filtros
de 5x5 y stride de 2 que da salida a 32 mapas de características que se conectan con las cápsulas
primarias. En las cápsulas primarias, aplicamos un filtro de convolución 1x1 para transformar cada
uno de los 32 mapas de características en 32 cápsulas primarias (B). Cada cápsula contiene una
matriz de pose 4x4 (para obtener las posición y orientación relativa de cada objeto). Usamos la
capa de convolución regular para implementar cápsulas primarias, agrupamos A x B x (4x4 + 1)
neuronas para generar 32 cápsulas primarias. Las cápsulas primarias van seguidas por una capa de
cápsula de convolución ConvCaps1 que usa 3x3 filtros(K) con un stride de 2. ConvCaps1 toma a
las cápsulas como entrada y salida, además es similar a una capa de convolución normal, excepto
que utiliza el enrutamiento EM para calcular la salida de la cápsula. La salida de la cápsula de
ConvCaps1 se alimenta a ConvCaps2 que es otra capa de cápsula de convolución pero con un stride
de 1. Las cápsulas de salida de ConvCaps2 están conectadas a las Class Caps con un filtro de 1x1
el cual genera una cápsula por clase, (Paso 2).
Como tercera acción se efectuaría la implementación del modelo utilizando Python y Tensorflow.
Una vez implementado el modelo se pasa al entrenamiento de las imágenes obtenidas en N epocas.
Luego se pasa a la prueba del modelo con imágenes de prueba, también obtenidas en la primera
acción, (Paso 3). Finalmente como última acción se verificaría y validaría la prueba del modelo
utilizando imágenes que podrían ser de las plantas que medicinales de la region del Cusco (Paso
4).

4. Conclusión y trabajos futuros
Con el modelo que se propone, se pretende facilitar la obtención de información para la veri-

ficación y validación de imágenes. Este modelo coadyuva a validar información y datos que son
requeridos en diversas investigaciones o aplicables a proyectos de investigación. El aprendizaje pro-
fundo coadyuva a diversos procesos de desarrollo software que puedan incluir análisis y validación
de información cuando éstos son altamente complejos. En vista a aplicar este modelo se plantean
acciones futuras como:

Obtención de imágenes a partir de datasets ya existentes (públicas) o elicitadas previamente.

Implementación del modelo propuesto mediante un lenguaje de programación.

Entrenamiento y pruebas del modelo.

Análisis de resultados a partir de la prueba del modelo que valide la información procesada.

Al ser un modelo, su aplicación está orientada para investigaciones que requieran precisión y
clasificación de la información (imágenes) que se tiene o se pueda obtener.
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