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RESUMEN 

 

El presente trabajo busca determinar la eficiencia de algoritmos de clasificación para 

analizar señales de electroencefalogramas de movimiento imaginario. Para este objetivo 

se compararon los resultados de exactitud de los algoritmos de clasificación J48, Naive 

Bayes, Secuencia Mínima óptima (SMO) y el análisis lineal discriminante (LDA) por ser 

estos los más utilizados en las diferentes investigaciones consultadas. 

Los métodos para clasificar señales de electroencefalogramas son: Adquisición de 

datos, pre procesamiento de datos, extracción de características, selección de 

características y la clasificación propiamente dicha. El conjunto de datos se obtuvo del 

III BCI Competition, que es un conjunto de datos públicos sobre electroencefalogramas 

de movimiento imaginario hacia la derecha y hacia la izquierda. Para el pre procesamiento 

se determinó que el tiempo de intensión de movimiento debe de estar entre el segundo 4 

a 7 y que solo se utilizarían los electrodos C3 y C4, ya que los resultados con Cz no son 

significativos. Para la extracción de características se utilizó la transformada discreta de 

wavelet; que permitió descomponer la señal de los electroencefalogramas dentro de los 

rangos de las ondas alfa y beta, que son las encargadas de la intensión motora en el 

cerebro. 

En la selección de características se consideró tres estadísticos como son: potencia 

promedio, valor medio absoluto, varianza, junto con sus combinaciones; Cada una de 

estas fue clasificada mediante los algoritmos J48, Naive Bayes, SMO y LDA. 

De los algoritmos seleccionados el que tuvo mejor eficiencia fue el LDA con un 

88.57%, seguido del SMO con un 87.86%. También se obtuvo un 0.7143 de concordancia 

en el estadístico Kappa. 
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ABSTRACT 

 

The present work seeks to determine the efficiency of classification algorithms to 

analyze electroencephalogram signals of imaginary movement. For this purpose, the 

accuracy results of the classification algorithms J48, Naive Bayes, Optimal Minimum 

Sequence (SMO) and discriminant linear analysis (LDA) were compared because these 

are the most used in the different investigations consulted. 

The methods for classifying electroencephalogram signals are: Data acquisition, data 

preprocessing, feature extraction, feature selection and classification itself. The data set 

was obtained from the III BCI Competition, which is a set of public data on 

electroencephalograms of imaginary movement to the right and to the left. For the pre-

processing it was determined that the movement intension time must be between the 

second 4 to 7 and that only electrodes C3 and C4 would be used, since the results with 

Cz are not significant. For discrete feature extraction, the discrete wavelet transform was 

used; which allowed to break down the signal of the electroencephalograms within the 

ranges of alpha and beta waves, which are responsible for motor intension in the brain. 

In the selection of characteristics, three statistics were considered, such as: average 

power, absolute average value, variance, together with their combinations; Each of these 

was classified using the J48, Naive Bayes, SMO and LDA algorithms. 

Of the selected algorithms, the one with the best efficiency was the LDA with 88.57%, 

followed by the SMO with 87.86%. A 0.7143 agreement was also obtained in the Kappa 

statistic. 
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INTRODUCCIÓN 

Los algoritmos de clasificación dentro del aprendizaje automático buscan que las 

computadoras aprendan a partir de comportamientos o características de los datos 

almacenados.  

La clasificación de las señales de electroencefalogramas busca con sus resultados crear 

dispositivos o interfaces para personas con parálisis total o parcial de su cuerpo. A estos 

dispositivos los conocemos como BCI (brain computer interface o interfaces cerebro 

computador). 

El presente trabajo busca comparar y analizar las señales de electroencefalogramas de 

movimiento imaginario mediante los algoritmos de clasificación J48, Naive Bayes, SMO 

y LDA, para determinar cuál de estos es más eficiente al predecir un movimiento 

imaginario hacia la derecha o hacia la izquierda. 

Para realizar la clasificación de señales de electroencefalogramas no existe un único 

método de desarrollo y la cantidad de ondas emitidas por el cerebro hacen que este 

proceso sea muy complejo. Para esta investigación se considera como un filtro de ondas 

la transformada discreta de Wavelet y como vectores característicos se utilizan la potencia 

promedio, el valor promedio absoluto con sus respectivas combinaciones para luego ser 

clasificados mediante los algoritmos J48, Naive Bayes, SMO y LDA. Resultando el más 

eficiente el LDA. 
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CAPÍTULO I 

PLANTEAMIENTO DEL PROBLEMA 

1.1. Situación problemática 

Los algoritmos de clasificación dentro del aprendizaje automático buscan que las 

computadoras aprendan a partir de comportamientos o características de los datos 

almacenados. Un sistema de clasificación genera un modelo predictivo. 

Las técnicas de aprendizaje automático son muy eficientes para poder predecir el 

comportamiento de las señales de los electroencefalogramas, analizarlos en tiempo 

real y predecir su comportamiento; los algoritmos de clasificación para aprendizaje 

supervisado destacan por su alto nivel eficiencia. 

En los estudios de clasificación de señales de electroencefalogramas de intención 

de movimiento existen diferentes algoritmos para clasificarlos entre estos tenemos: 

J48, Naive Bayes, la secuencia mínima óptima (SMO) implementación de John Platt 

que sirve para entrenar máquina de soporte vectorial (SVM), el análisis discriminante 

lineal (LDA), entre otros. 

El electroencefalograma es una técnica no invasiva que sirve para medir la 

actividad cerebral, existen en el mercado diversos modelos que varían en costo y 

número de electrodos. 

En un electroencefalograma se colocan un conjunto de electrodos en la cabeza de 

la persona las que captan las diferentes emisiones de voltajes que son representados 

en función al tiempo. Para la colocación de los electrodos se utiliza el estándar 10/20.  

La ubicación de los electrodos, los movimientos involuntarios de los ojos, los 

movimientos musculares de la mandíbula y otras partes de la cabeza y cara producen 
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señales denominadas como ruido. El registro del electroencefalograma se clasifica por 

frecuencia teniendo cuatro bandas representativas. Beta (13 y 30 Hz), alfa (8 y 12 Hz), 

theta (4 a 7 Hz) y delta (ondas menores de 4 Hz). En el presente estudio veremos el 

análisis de señales alfa y beta ya que estas se encuentran dentro del espectro sensorio 

motriz. Estos datos son almacenados y representados mediante ondas en la pantalla 

del computador. La interpretación de estas ondas solo las puede realizar un 

especialista. 

Con los resultados de la clasificación de electroencefalogramas se construyen 

interfaces que ayudan a las personas que tienen discapacidades motrices totales o 

parciales para elevar su calidad de vida mediante el uso de aparatos prostéticos que 

respondan a las instrucciones dadas por su cerebro. 

De los algoritmos previamente mencionados; el LDA es el algoritmo de 

clasificación que obtiene mejores resultados, esto según la literatura revisada, que 

serán corroborados en este estudio según los resultados obtenidos. 

La presente investigación busca comparar los algoritmos de clasificación J48, 

Naive Bayes, optimización secuencial mínima (SMO) y análisis discriminante lineal 

(LDA) para determinar cuál es el más eficiente para analizar las señales de 

electroencefalogramas de movimiento imaginario. Con los resultados que se obtengan 

se propone construir un software interactivo. 

 

1.2. Formulación del problema 

1.2.1. Problema general 

¿Se podrá determinar la eficiencia de los algoritmos de clasificación en el 

análisis de señales de electroencefalogramas de movimiento imaginario y 

construir un prototipo de software interactivo a partir de los resultados?  
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1.2.2. Problemas específicos 

 ¿Será más eficiente el algoritmo de clasificación LDA en el análisis de señales 

de electroencefalogramas de movimiento imaginario? 

 ¿Se podrá aplicar los resultados en la construcción del prototipo de software 

interactivo cerebro computador? 

1.3. Justificación de la investigación 

La presente investigación busca comparar los resultados de la clasificación de 

las señales de electroencefalogramas mediante diferentes algoritmos como J48, 

Naive Bayes, SMO y LDA para poder determinar cuál es el más eficiente mediante 

el uso. Al existir diferentes métodos de procesar las señales de electroencefalogramas 

se pretende buscar una manera eficiente de clasificarlas. 

Con los resultados obtenidos mediante la comparación de los algoritmos de 

clasificación se podrán construir diferentes interfaces que ayudarán a las personas 

que sufren discapacidad motora completa o parcial y de esta manera mejorar su 

calidad de vida. 

Al tener un prototipo interactivo de software se demostrará si los resultados 

obtenidos con el software Weka son concordantes o similares a los resultados 

obtenidos mediante su implementación en un lenguaje de programación de alto nivel. 

1.4. Objetivos de la investigación 

1.4.1. Objetivo general 

Determinar el algoritmo de clasificación más eficiente para analizar 

señales de electroencefalogramas de movimiento imaginario y construir un 

prototipo de software interactivo a partir de los resultados. 
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1.4.2. Objetivos Específicos 

 Determinar cuál de los algoritmos de clasificación: J48, Naive Bayes, 

optimización mínima secuencial o análisis discriminante lineal es el más 

eficiente en el análisis de señales de electroencefalogramas de movimiento 

imaginario. 

 Construir un prototipo de software interactivo cerebro computador. 

1.5. Delimitación 

El presente trabajo de investigación busca determinar la eficiencia de los 

algoritmos de clasificación en el análisis de electroencefalogramas para movimiento 

imaginario para lo cual se tomó el conjunto de datos público de la Universidad de Graz 

proporcionada para el concurso de Berlin Brain computer II (BCI Competition II, 

2003). 

Los algoritmos de clasificación seleccionados seleccionados para este estudio son: 

J48, Naive Bayes, LDA (análisis lineal discriminante), y SMO (secuencia mínima 

optima). Se utilizan estos algoritmos ya que pertenecen a diferentes grupos de 

funciones dentro del programa de aprendizaje automático, Weka, y son los que dan los 

mejores resultados en investigaciones previas de acuerdo a la revisión bibliográfica 

previa. 

 El J48 es un árbol de decisión que a partir de un conjunto de datos fabrica 

diagramas de construcciones lógicas, muy parecidas a las reglas de decisión. 

 Naive Bayes es un clasificador caracterizado por ser probabilístico fundamentado 

en el teorema de Bayes. 

 LDA (análisis discriminante lineal) es un algoritmo utilizado en estadística, 

reconocimiento de patrones y aprendizaje automatico para encontrar una combinación 

lineal de rasgos que caracterizan o separan dos grupos de clases. 
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 SMO (secuencia mínima óptima) es un algoritmo de clasificación está basado en 

las máquinas de soporte vectorial (SVM) que transforma los datos a un plano de 

dimensión superior y los clasifica en un hiperplano en esa dimensión. El entrenamiento 

es muy costoso, pero da muy buenos resultados. 
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CAPÍTULO II 

MARCO TEÓRICO 

2.1.Bases teóricas conceptuales 

2.1.1. Señales biomédicas 

El cuerpo humano emite diferentes tipos de señales, entre ellas tenemos 

las señales de origen químico, acústico o eléctrico, las cuales transmiten 

propiedades de los sistemas biológicos 

 (Carrión Pérez, 2007). 

conocimiento de la fisiología del cuerpo resulta crucial para evitar el riesgo de 

diseñar métodos de análisis que distorsiones o, eliminen información 

(Carrión Pérez, 2007). Es también necesario tener conocimiento de 

otros temas como algebra lineal, calculo estadístico, minería de datos entre otros. 

El procesamiento de señales biomédicas a través de modelos es un 

esfuerzo sistemático de representarlo mediante algoritmos. La complejidad de del 

modelo de señal depende de la complejidad a resolver.  

Las señales emitidas por el corazón, cerebro y músculos tienen un origen 

bioeléctrico. Algunos se generan de manera automática continua y otros necesitan 

un estímulo externo. Dentro de estas señales tenemos: 

El Electroencefalograma (EEG). El electroencefalograma es un método no 

invasivo que se utiliza para la captura de las señales eléctricas emitidas en el 

cerebro. Detecta la comunicación existente entre las neuronas mediante la emisión 

de señales eléctricas. (Alam Iztac, 2014). 
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Los Potenciales evocados (EPs). Un potencial evocado es una respuesta del 

sistema nervioso central o periférico a un estímulo visual, en el caso de los 

potenciales visuales, auditivo en el caso de los potenciales de tallo o nervio 

periférico en el caso de los potenciales somato-sensoriales. Su importancia en el 

diagnóstico de lesiones ocultas, difíciles de localizar mediante otros métodos 

paraclínicos, lo hacen de gran utilidad en pacientes con esclerosis múltiple, 

tumores de fosa posterior, trauma, accidentes cerebrovasculares y crisis 

conversivas. Su importancia en neurocirugía y especialmente en cirugía medular 

y de fosa posterior es extraordinaria. Existen tres tipos de potenciales evocados: 

visuales (PEV), de tallo (PET) y somato-sensoriales (PSS). (Toro, 1984) . 

El Electrocardiograma (ECG). 

del corazón. No limitado a la zona de conducción, sino a todo el corazón de forma 

(Robledo Carmona, Jiménez Navarro, & Robledo Carmona, 2014). Es un 

estudio de rutina que se realiza para observar la actividad eléctrica del corazón.  

El electrocardiograma puede suministrar mucha información sobre el 

corazón y su funcionamiento. Con este estudio es posible averiguar más sobre el 

ritmo cardíaco, el tamaño y funcionamiento de las cavidades del corazón y el 

músculo cardíaco (Zela Ari & Mamani Chambi, 2015).  

El electrocardiograma es llevado a cabo a partir de unos electrodos 

(conductores eléctricos) aplicados en la superficie de la piel, habitualmente en 

ambos brazos y piernas y sobre el tórax. Dentro del corazón minúsculos impulsos 

eléctricos controlan la función del corazón de expansión y contracción del 

músculo cardiaco para bombear la sangre al cuerpo (Pinzon Duque, 2011). Los 

electrodos colocados sobre la piel pueden detectar estos impulsos y transmitirlos 

al electrocardiógrafo por medio de cables (Calero Arevalo, Calle Fuentes, 
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Ferruzola Campaña, & Torres Panchana, 2010)

electrocardiógrafo que incluye una aguja que se mueve arriba y abajo a lo largo 

de una extensa tira de papel que atraviesa el aparato a un ritmo constante convierte 

estos impulsos en puntas y depresiones (trazo). Cada ciclo cardíaco o latido se 

 (Prieto, s.f.) 

El electrógrama (EG). 

se han colocado directamente dentro del corazón. La señal EG se usa en equipos 

 (Carrión Pérez, 2007).  

El electromiograma (EMG).  son 

aquellas señales eléctricas producidas durante la contracción y relajación de un 

(Córdova Ricapa, 2013) 

En el estudio de las señales electromiografías, en especial durante la 

detección y registro de la señal EMG, existen dos principales fuentes de 

preocupación que influyen en la fidelidad de la señal. La primera de ellas es la 

relación señal a ruido y la otra es la distorsión de la señal, lo que significa que la 

contribución relativa de cualquier componente de frecuencia de la señal no debe 

ser alterada. (Córdova Ricapa, 2013)  

estudiar la actividad eléctrica muscular mediante un electrodo concéntrico de 

aguja insertado en el músculo que detecta diferencias de potencial extracelular. El 

e

(Gutiérrez-Gutiérrez, Barbosa López, Navacerrada, & Miralles Martínez, 2011).  

Está establecido que la amplitud de la señal EMG no tiene un patrón 

definido, es decir, es al azar, y puede ser representado mediante una función de 

distribución Gaussiana. La amplitud de las señales EMG varían entre 0 y 10 mV 
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y estas pueden tener hasta una frecuencia de 10kHz (De Luca Carlo, 2011). 

estudiar la señal EMG, de modo que dentro de este rango se pueda obtener la 

mayor cantidad de en (Fridlun Alan & Fowler Stephen, 1978).  

El Electroneurograma (ENG). La ENG consiste en el estudio de la 

conducción de las fibras nerviosas, motoras y sensitivas, evaluándose básicamente 

la integridad y la función de los nervios periféricos del organismo. En el examen 

se realiza el registro del potencial eléctrico generado en el músculo (en los 

estudios de conducción motora) o en el propio nervio (en los estudios de 

conducción sensitiva) al estimular uno o más puntos de la fibra nerviosa a través 

de la piel. La información generada permite evaluar parámetros como la velocidad 

de conducción nerviosa, la latencia o la morfología y la amplitud del potencial 

evocado motor o sensitivo. Además de los estudios de conducción nerviosa se 

utilizan otras técnicas como son el estudio de las respuestas tardías (Onda F y 

Respuesta Refleja H) que exploran los tramos más proximales de los nervios 

periféricos, la Estimulación Repetitiva, la Electromiografía de fibra simple o 

aislada (Jitter) a través de la cual se explora la unión neuromuscular o el examen 

del reflejo del parpadeo o Blink Reflex. (Neurológicas, 2016). 

El Electroretinograma (ERG). Permite explorar la función de la retina 

cuando hay mucha luz o cuando hay poca luz. (Vision, 2018) 

Para realizar esta prueba colocamos dos electrodos debajo de los ojos y 

dos electrodos en el vértice del ojo, en la piel, y sentamos al enfermo frente a una 

especie de pantalla. 

Primero se le hacen unas fotografías con estímulos de luz (flash en el ERG 

y modelos de rejillas (tablero de ajedrez con cuadrados o rombos) en el P-ERG y 
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en el m-ERG) con los ojos abiertos, después se ha de estar uso 20 minutos a 

oscuras, con los ojos cerrados y posteriormente se repiten las fotografías. 

El electroretinograma (ERG) registra la respuesta eléctrica de las células 

de la retina. 

Las alteraciones estudiadas más importantes, son:  

 Retinosis pigmentaria 

 Distrofias de conos y bastones 

 Distrofias coriorretinianas 

 Enfermedades inflamatorias 

 Obstrucción de la arteria y de la vena central de la retina 

 Retinopatía diabética 

 Desprendimiento de retina 

 Ceguera nocturna 

 Alteración en la visión de colores 

2.2.Marco conceptual 

2.2.1. Arboles de decisión 

Los árboles de decisión se constituyen como uno de los modelos más 

utilizados en tareas de cla (Quinlan, 1993). El conocimiento obtenido 

durante el proceso de construcción del modelo se representa mediante un árbol en 

el cual cada nodo interno contiene un atributo particular (con un nodo hijo para 

cada posible valor del atributo) y en el que cada hoja se refiere a una decisión 

(etiquetada con una de las clases del problema). 

Un árbol de decisión puede usarse para clasificar un caso comenzando de 

su raíz y siguiendo el camino determinado por los valores de los atributos en los 
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nodos internos hasta que encontremos una hoja del árbol que se refiere a la 

desde los 

(Hunt, 

1966) para modelar aprendizaje humano de conceptos, ID3 (Quinlan, 1993) 

desarrollado con el criterio de ganancia de información para desarrollar sistemas 

expertos desde ejemplos (casos preclasificados), CART (Breiman, 1984) 

(Classification And Regression Tree, Arboles de clasificación y regresión) es un 

sistema recursivo binario de particiones, CHAID (Kass, 1980) (Chi Square 

Automatic Interaction Detection, Detección de Interacción Automática de Chi 

Cuadrado) que es un algoritmo recursivo de clasificación no binario, C4.5 

(Quinlan, 1993) en él se actualiza (mejora) los sistemas de decisión, etc. 

Entre los algoritmos para construir árboles de decisión, el ID3 y el sucesor 

C4.5, son considerados los más populares para la tarea de clasificación. 

Un árbol de decisión es una estructura gráfica compuesto por nodos 

(internos y hojas) y de arcos (ramas). Cada nodo interno está caracterizado por un 

atributo o variable (con u nodo hijo para cada posible valor del atributo) y en el 

que cada hoja se refiere a una decisión (etiquetada con una de las clases del 

problema). 

Las características principales de un árbol de decisión son: su construcción 

sencilla, no necesita determinar de antemano parámetros para su construcción, 

puede tratar problemas multi-clase de la misma forma en que trabaja con 

problemas de dos clases y la fácil interpretación de su estructura. 

Los árboles de decisión se construyen a partir del método basado en un 

particionamiento recursivo del conjunto de casos (Hunt, 1966). 
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La estructura de este método para construir un árbol de decisión a partir 

de un conjunto T de casos se detalla a continuación. 

Sea T el conjunto de casos ya clasificados (datos de entrenamiento) con 

n An} y una variable clase C con valores cj 

, j  1.2,....k . 

Existen tres posibilidades: 

1. Si T contiene uno o más casos, y todos pertenecientes a una única clase 

cj, el árbol de decisión para T es una hoja etiquetada con la clase cj. 

2. Si T no contiene ningún caso, el árbol de decisión es una hoja, donde 

la clase asociada a dicha hoja debe ser determinada por información 

que no pertenece a T. Por ejemplo, la hoja puede etiquetarse de acuerdo 

a conocimientos base del dominio (conocimiento del problema), como 

ser la clase mayoritaria. 

3. Si T contiene casos pertenecientes a varias clases, La idea es refinar 

(particionar) el conjunto de casos T en subconjuntos que tiendan a 

contener casos pertenecientes a una única clase. 

Para ello, se selecciona un atributo (o variable) A

valores y T se particiona en los subconjuntos T1, T2, ... ,Tm donde Ti contiene todos 

los casos de T que tienen el valor i-ésimo del atributo seleccionado. 

El árbol de decisión para T consiste en que cada nodo interno contiene un 

atributo (o variable) con una rama para cada valor posible del atributo. El 

mecanismo de construcción del árbol se aplica recursivamente a cada subconjunto 

de casos. 

En el proceso de construcción del árbol de decisión, en cada nodo interno 

se selecciona un atributo (o variable) que mejor particione o discrimine el 
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conjunto de casos (subconjuntos que tiendan a contener casos pertenecientes a una 

única clase, o que consigan nodos más puros) con respecto de un criterio 

previamente establecido, criterio de partición. (el C4.5 y su predecesor el ID3, 

usan fórmulas basadas en teoría de la información para evaluar la bondad del 

atributo). El mecanismo de construcción del árbol se aplica recursivamente a cada 

subconjunto de casos, hasta una condición de parada. 

Los criterios de partición o división utilizados generalmente se basan en 

la teoría de la información, esto es, basados en medidas de la impureza de un nodo, 

específicamente la entropía (la cual determina la impureza o incertidumbre de un 

conjunto de datos). 

La bondad de una partición es la disminución de la impureza que se 

consigue con ella. 

Lo que se quiere es buscar particiones que discriminen o que consigan 

nodos más puros. 

Se presenta el criterio de ganancia de información y la proporción de 

ganancia de información. 

Criterio de ganancia de información 

El criterio de ganancia de información busca seleccionar el atributo con 

mayor ganancia de información. 

Sea un conjunto de casos T, con múltiples clases cj, j = 1,2,..., k, la entropía 

de T se mide como: 

    (1) 

donde pj es la proporción de casos en T que pertenecen a la clase cj (o probabilidad 

de que un caso tomado al azar de T pertenezca a la clase cj). 
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Esto es, I(T) es la cantidad de información necesaria para clasificar un caso 

del conjunto de casos T. 

Si el atributo (o variable) A divide el conjunto T en los subconjuntos  

Ti, i = 1,2,...,m, entonces, la entropía total del sistema de subconjuntos 

será: 

    (2) 

donde I(Ti) es la entropía del subconjunto Ti y P(Ti) es la proporción de casos en 

T que pertenecen a Ti, pueden calcularse, utilizando los tamaños relativos, n(Ti), 

de los subconjuntos, como: 

 

Usando la entropía, la ganancia de información, de un atributo A en un 

conjunto de casos T, se define como: 

   (3) 

donde I (T) es el valor de la entropía a priori antes de realizar la subdivisión y I 

(T, A) es el valor de la entropía del sistema de subconjuntos generados por la 

partición según A. 

Así, el atributo A seleccionado para determinar la división, será aquel que 

mayor ganancia obtenga respecto al conjunto T, y se obtendrá a partir de (3). 

El criterio de ganancia de información tiene un defecto muy serio y es que 

presenta una tendencia muy fuerte a favorecer atributos (o variables) con muchos 

valores (resultados). 

Criterio de proporción de ganancia 

Esta medida tiene en cuenta tanto la ganancia de información como las 

probabilidades de los distintos valores del atributo. Dichas probabilidades son 
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recogidas mediante la denominada información de separación (split information), 

que no es más que la entropía del conjunto de datos T respecto a los valores del 

atributo Ai en consideración, siendo calculada como que representa la información 

particionada generada al dividir T en  

   (4) 

La información de separación simboliza la información potencial que 

representa dividir el conjunto de datos, y es usada para compensar la menor 

ganancia de aquellos test (variables) con pocas salidas (valores). Con ello, tal y 

como se muestra en (5), la proporción de ganancia es calculada como el cociente 

entre la ganancia de información (3) y la información de separación (4). Tal 

cociente expresa la proporción de información útil generada por la división. 

  (5) 

 

C4.5 maximiza este criterio de separación, premiando así a aquellos 

atributos que, aun teniendo una ganancia de información menor, disponen también 

de menor número de valores para llevar a cabo la clasificación. Sin embargo, si el 

test incluye pocos valores, la información de separación puede ser cercana a cero, 

y por tanto el cociente sería inestable. Para evitar tal situación, el criterio 

selecciona un test que maximice la razón de ganancia, pero obligando a que la 

ganancia del mismo sea al menos igual a la ganancia media de todos los test 

examinados. C4.5 ha resultado ser un sistema muy efectivo en la práctica, capaz 

de ofrecer una representación relativamente simple de los resultados con un bajo 

coste computacional. 
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Condición de parada 

Cuando se detiene la construcción del árbol de decisión, se construye una 

hoja a la que se le puede asignar la clase más común de las recogidas por los casos. 

Las reglas de parada tratan de predecir si merece la pena seguir 

construyendo el árbol o no. Ejemplos de este tipo de reglas son: pureza del nodo, 

cota de profundidad, mínimo de casos. 

Árbol de decisión C4.5 

El algoritmo del árbol de decisión C4.5 fue propuesto por Quinlan a finales 

de los años 80 para mejorar las carencias de su predecesor ID3. Desde entonces, 

ha sido uno de los sistemas clasificadores más referenciados en la bibliografía, 

principalmente debido a su extremada robustez en un gran número de dominios y 

su bajo coste computacional. 

C4.5 introduce principalmente las siguientes mejoras: 

1. Trata eficazmente los valores desconocidos. 

2. Maneja los atributos continuos, aplicando una discretización previa. 

3. Corrige la tendencia de ID3 a seleccionar los atributos con muchos 

valores distintos para establecer los test cambiando el criterio de 

división. Este algoritmo genera árboles de decisión a partir de 

ejemplos mediante particiones realizadas recursivamente. 

En cada nodo, el algoritmo debe decidir cuál atributo o variable elegir para 

particionar los datos. 

Los tipos de pruebas propuestos por Quinlan para C4.5 (Quinlan, 1993) 

son: 

 Si el atributo es discreto, la representación es con un resultado y una 

rama para cada valor posible de la variable. 



17 

 

 Si el atributo es continuo, se realiza una prueba binaria con resultados 

A<= Z y A > Z, que comparan el valor de A con el umbral Z. Para 

calcular Z, se aplica un método, el cual ordena el conjunto de t valores 

distintos del atributo A presentes en el conjunto de entrenamiento, 

obteniendo el conjunto de valores {ai1, ai2,..., ait}. Cada par de 

valores consecutivos aporta un posible umbral  teniendo en total t-1 

umbrales, donde t es como máximo el número de ejemplos. Una vez 

calculados los umbrales, C4.5 selecciona aquel que maximiza el 

criterio de separación (proporción de ganancia). 

El algoritmo C4.5 incorpora una poda del árbol de decisión una vez que 

este ha sido inducido. La poda está basada en la aplicación de un test de hipótesis 

que trata de responder a la pregunta de si merece la pena expandir o no una 

determinada rama. 

Un modelo puede contener varios árboles para distintos atributos de 

predicción; un árbol varias bifurcaciones, su profundidad y forma está dado por 

el método de puntuación y del resto de parámetros usados (Barros, 2012). 

 

2.2.2. Naive Bayes 

El clasificador Naive Bayes (llamado también clasificador bayesiano 

simple), es un clasificador bayesiano, esto es, es el que asigna a un objeto u 

observación en la clase con mayor probabilidad, y supone que todas las variables 

o atributos son condicionalmente independientes dado el valor de la clase. 

Sea A1, A2 n, las variables o atributos que permiten predecir el valor 

de la clase C. La suposición de independencia asumida por el clasificador Naive 

Bayes da lugar a un modelo de red bayesiana con estructura simple descrita en la 
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Figura 7. En el existe un único nodo raíz (la clase), y en la que todos los atributos 

son nodos hoja que tienen como único padre a la variable clase. 

 

 

 

 

 

Figura 1 Clasificador Naive Bayes  Independencia asumida. Fuente: 
http://www.sc.ehu.es/ccwbayes/docencia/mmcc/docs/t6bayesianos.pdf 

Tomando en cuenta la suposición de que los atributos son 

condicionalmente independientes dada la clase, la probabilidad de que una 

observación o conjunto de atributos {a1, a2,..., an}  

  (1) 

 

Factorizando 

  (2) 

Con  

esta ecuación se utilizará para la obtención de las probabilidades en la tarea 

de clasificación. 

Especificación de los parámetros de la red del clasificador Naive Bayes. 

La especificación de los parámetros de la red Naive Bayes consiste en 

estimar los parámetros de las distribuciones de probabilidad que se definen en la 

red. 

Esto es, definida la red Naive Bayes se tendrá que estimar los parámetros 

de la distribución de probabilidad de la variable clase P(C) y de las distribuciones 

C

A A A
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condicionales de los atributos dada la clase P (Ai / C), estas distribuciones son 

representadas en la Figura 

 

 
Figura 2 Naive bayes - distribución de probabilidades. Fuente: 
https://ccc.inaoep.mx/~esucar/Clases-mgp/pgm06-clasif-2012.pdf 

La estimación de los parámetros va a depender de que las variables o 

atributos Ai sean discretos o continuos. 

 

Para atributos discretos 

La estimación de la distribución de probabilidad de la clase P(C) y de la 

distribución condicional P (Ai / C) se basa en la frecuencia relativa de ocurrencia 

de los correspondientes sucesos, que se determinan en el conjunto de datos. 

Entonces el valor estimado de probabilidad es: 

   (3) 

Donde: 

: es el número de casos en que la clase Ai toma el valor ai 

y su padre (clase) C toma el valor de c. 

 : es el número de datos del conjunto en que la clase C toma 

el valor de c. 
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A pesar de que esta estimación aparenta ser una buena aproximación, para 

problemas reales, suele suceder que los casos del conjunto de datos no abarcan 

todas las combinaciones de valores de la variable clase con las variables 

predictoras, con lo que este tipo de estimación puede llevar a una estimación de 

parámetros con abundancia de ceros. 

Existen varios métodos que intentan solucionar estos problemas. Una de 

ellos es el estimador basado en la ley de sucesión de Laplace, en la cual, en lugar 

de estimar la probabilidad directamente como, 

 

Utilizando como estimación el número que se obtiene al dividir 

 

es decir, el número de casos favorables más uno dividido por el número de casos 

totales más el número de valores posibles del atributo A denotado por  . 

O equivalente 

 

Donde: 

Nik : es el número de casos del conjunto de datos en que la variable Ai 

toma su k-ésimo valor y la clase C toma su valor c. 

Ni : es el número de casos del conjunto de datos en que la variable Ai 

toma valores y la clase C toma su valor c. 

ri : es el número de valores posibles de la variable Ai 
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Para atributos continuos 

El clasificador Naive Bayes puede ser aplicado también cuando hay 

variables predictoras continuas, hay dos alternativas: 

1. Aplicar previamente un método de discretización de la variable continua. 

2. Asumiendo una distribución para cada variable predictora, por lo general 

gaussiana, con media y varianza estimada de los datos 

3. En el segundo caso, el clasificador Naive Bayes supone que la variable 

predictora en cuestión sigue una distribución normal; por tanto, lo único 

que se calcula de los datos es la media n y la desviación típica a 

condicionadas a cada valor de la variable clase. 

4.    (4) 

Evidentemente, esta estimación tiene el inconveniente de que los datos no 

siempre siguen una distribución normal. 

Discretización de variables continuas 

En general hay tres razones principales que han llevado a prestar gran 

atención a la discretización de variables continuas (Dougherty, Kohavi, & 

Sahami, 1995). 

 Muchos algoritmos desarrollados en aprendizaje automático sólo son 

capaces de aprender desde variables discretas. Debido a que muchas tareas 

de clasificación de la vida real presentan valores continuos, se hace 

necesaria una discretización para poder utilizar estos algoritmos. 

 Algunos clasificadores, como ocurre con Naive-Bayes, pueden ser 

utilizados tanto sobre datos discretos como sobre datos continuos, aunque 
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la correcta discretización de los datos puede llevar a una mejora en su 

rendimiento. 

 Mejora de velocidad en los algoritmos de inducción que utilizan atributos 

discretos 

Los métodos de discretización son desarrollados: usando intervalos de 

igual ancho, usando intervalos con igual frecuencia, ChiMerge, 1R, discretización 

usando el método de la entropía, etc. 

En los experimentos se emplea la discretización usando intervalos con 

igual frecuencia con un valor de diez para el número de intervalos, ya que 

demostró buenos resultados (Kerber, 1992), (Hsu, Huang, & Wong., 2000), 

(Witten & Frank, 2005), estos estudios fueron realizados en grupos de datos reales 

de diferentes dominios. 

El método de discretización especificado fue implementado con el 

programa WEKA (Yang & Geoffrey I, 2002). 

 

2.2.3. Secuencia Mínima optima (SMO) 

Es parte de los algoritmos de tipo SVM. Y se basa en actualizar dos 

parámetros cada vez, considerando los otros parámetros como constantes (Yueguo 

Luo, 2016). Este clasificador fue diseñado para resolver problemas duales de 

manera eficiente, el SMO elige dos multiplicadores Lagrange para la optimización 

simultánea de la función objetivo en cada iteración. (Chih-Hsiang Peng, 2015). 

La implementación de support vector machines (SVMs) llamada 

Sequential Minimal Optimization (SMO): (Joachims, 1998) consiste en una 

mejora en el algoritmo de entrenamiento de SVMs, de forma tal que este llega a 

ser 1200 veces más rápido para SVMs lineales y 15 veces más rápido para SVMs 
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no lineales (Platt, 1998) Las SVMs como método de clasificación son muy 

populares y ampliamente utilizadas (Kolesov, 2014) debido a su éxito, no solo 

para clasificar textos sino también para diversos problemas de clasificación. (Kim, 

2006) menciona que los clasificadores basados en complejos métodos de 

aprendizaje como los SVMs. Sequential Minimal Optimization (SMO) es un 

algoritmo simple que puede resolver rápidamente los grandes problemas de 

programación cuadrática (QP) de SVM sin utilizar una matriz de almacenamiento 

y sin utilizar pasos QP de optimización numérica. SMO descompone al problema 

QP general en sub-problemas QP, utilizando el teorema de Osuna para asegurar 

la convergencia (Platt, 1998). 

2.2.4. Support Vector Machine (SVM) 

Las máquinas de soporte vectorial (SVM, de su sigla en inglés Support 

Vector Machines) son algoritmos que buscan encontrar un hiperplano separador 

que maximice el margen entre los hiperplanos que se encuentran al borde de cada 

región a separar. Las regiones a separar corresponden al espacio multidimensional 

que describe cada una de las clases definidas (Wikstrom, 2005). 

Al considerar por ejemplo el problema de separación de dos clases en un 

espacio de dos dimensiones se puede presentar dos casos. Primero el caso en que 

las muestras son linealmente separables (figura 9A), donde todas las muestras que 

corresponden a una misma clase quedan fuera del margen definido por el 

hiperplano separador, y por consiguiente el error obtenido es cero. Por otro lado, 

en el caso en que las muestras sean linealmente no separables (figura 9B) se 

presenta una serie de muestras que se encuentran dentro del margen definido por 

el hiperplano (Vapnik, 1998). 
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Figura 3 Clasificación binaria con SVM. Fuente: 
http://www.ia.uned.es/~ejcarmona/publicaciones/[2013-Carmona]%20SVM.pdf 

Considerando que frecuentemente los datos no son linealmente separables, 

el error resultante debe ser minimizado. La expresión a optimizar por el algoritmo 

esta dado en la siguiente ecuación: 

   (1) 

Sujeto a: 

,  

 

Donde las variables de decisión son:  vector normal al hiperplano 

separador,  la distancia desde el origen al hiperplano separador,  variable de 

holgura que permite que una muestra esté dentro del margen. Los parámetros de 

entrada son:  vector de atributos de un objetivo ,  clase de pertenencia del 

objeto ,  penalización de los errores de clasificación. 

Las restricciones permiten a cada objeto  estar dentro del margen, 

permitiendo una holgura.  restringe las variables de holgura a valores 

mayor o igual a cero, y menor que 1.  
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Con respecto a la función objetivo a minimizar, la expresión es 

equivalente a maximizar el margen de separación de clases  (donde  es 

la norma euclidiana de ). La minimización de la expresión  reduce los 

 

Se introduce una transformación del espacio de características con el fin 

de construir un modelo en los casos que se presentan más muestras respecto al 

número de dimensiones del espacio de características. Para lo cual se describe a 

continuación la formulación dual del SVM. Primero se plantea el Lagrangeano de 

la formulación primal de SVM presentada en la ecuación 3 y posteriormente se 

verifican las condiciones KKT (Karush - Kuhn - Tucker) (Shawe-Taylor & 

Cristianin, 2004). 

El Lagrangeano (ecuación 2) de la formulación primal de SVM (ecuación 

1) es el siguiente: 

 (2) 

Donde ,   son los multiplicadores de Lagrange. Las condiciones KKT 

de la formulación primal son las siguientes: 

   (3) 

    (4) 

    (5) 

   (6) 

     (7) 

  (8) 

     (9) 
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Resolviendo las condiciones de las ecuaciones 3 a la 9 se obtiene lo siguiente: 

    (10) 

     (11) 

     (12) 

      (13) 

      (14) 

Con estas relaciones, el problema dual queda de la siguiente forma: 

  (15) 

Sujeta a: 

 

 

Dado que el problema de SVM es un problema de optimización convexo, 

las condiciones de KKT son necesarias y suficientes para asegurar una solución 

del problema primal de SVM que cumpla las condiciones KKT de igual manera. 

Entonces resolver el problema dual de SVM es equivalente a resolver el problema 

primal. 

Cuando la separación lineal de clases no es posible, como ocurre en la 

figura 10b, se puede realizar una transformación del espacio de origen. Para esto 

se calculan los productos punto entre vectores de características, utilizando las 

funciones de Kernel: 

   (16) 
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Donde  

desde el espacio de origen  hacia el espacio de atributos F (ecuacion17), en el 

cual se buscan relaciones lineales en este nuevo espacio (figura 4) 

    (17) 

 

Figura  1: Transformación del espacio original a uno de atributos. Fuente: 
https://docplayer.es/1960815-Support-vector-machine.html 

 

Para que una función sea definida como Mercer kernel debe cumplir con 

que la matriz de kernel (ecuación 19) sea simétrica y semi-definida positiva (todos 

sus valores propios son mayores o iguales a cero). La matriz de kernel se expresa 

como sigue: 

   (18) 

Las funciones kernel que existen son diversas, de las cuales las más 

usadas son: 

Lineal:   

Polinomial de grado :  

Gaussiano:  

La formulación dual de SVM utilizando una función kernel es la siguiente: 
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Sujeta a: 

 

 

Dentro de las ventajas que se pueden mencionar para SVM es que existe 

una dependencia explícita en los vectores de los márgenes, lo que permite 

generalizar de mejor forma frente a nuevos objetos, dado que considera el 

principio de Minimización del Riesgo Estructural. Los vectores de soporte se 

construyen en base a una función convexa, de modo que se asegura la obtención 

de un óptimo global y permite la construcción de su formulación dual. Otra gran 

ventaja es la capacidad de modelar fenómenos no lineales mediante el uso de una 

transformación del espacio de origen a uno de mayor dimensión (Vapnik, 1998)  

Por el otro lado, SVM también presenta limitaciones. Al trabajar con datos 

numéricos es necesario transformar los atributos nominales a un formato 

numérico. No existe una función kernel que sea mejor que todas. El uso de 

distintas funciones de kernel puede determinar diferentes soluciones, por lo que 

esto se debe determinar para resolver cada problema en particular (Vapnik, 1998). 

 

2.2.5. Análisis Discriminante Lineal (LDA) (Hernández Barajas, 2007) 

Supóngase que se tienen G grupos cada uno con n1, n2, . . . , ng 

observaciones p variadas, además cada grupo posee vector de medias , matriz 

de covarianzas. Si para i = 1, 2, . . . , G y vector de medias general . 

La técnica LDA se basa en los supuestos de normalidad multivariada y de 

igualdad entre las matrices de varianzas y covarianzas de cada uno de los grupos. 
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El objetivo del LDA es encontrar un vector  de p variables de tal manera que se 

maximice  definido por: 

,       (1) 

donde B y W son dos matrices que representan cada una la variabilidad entre los 

grupos y la variabilidad dentro de los grupos respectivamente, dadas por; 

   (2) 

    (3) 

vectores propios  asociados con los valores propios positivos 

 de .  

Dónde: s ,  

De esta manera si  entonces  se le denomina primer discriminante 

lineal (LD1), si  entonces  se le denomina segundo discriminante lineal 

(LD2) y así hasta , en cuyo caso  se denomina s-esimo discriminante lineal 

(LDs). 

La regla para clasificar una nueva observación x es asignar a la población 

o grupo i si se cumple que: 

 es minimo. Donde  
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2.2.6. Brain Computer Interface  Interfaz Cerebro Computador BCI 

communication system that does not depend on the brain´s normal output 

pathway  (Wolpaw & et al., junio, 2000). 

cual fue aprobada en el primer congreso internacional sobre tecnologías BCI, 

definición podemos entender que una BCI es capaz de traducir los pensamientos 

de una persona mediante un dispositivo electrónico en acciones sin la intervención 

física. 

Según Arafat (2015), en los últimos años la investigación en interfaces 

cerebro-máquina se ha extendido por muchos laboratorios de todo el mundo lo 

que confirma el interés a global en este tipo de tecnologías. Con cada nueva 

aplicación, la viabilidad y usabilidad de este tipo de interfaces se va asentando 

paulatinamente y permite esperar en el futuro grandes:  

 Uso extendido de BCIs a personas con discapacidades. Los implantes de 

cóclea (oídos biónicos) son ya algo común. Desde hace unos años se viene 

experimentando también con ojos biónicos, consiguiendo paulatinamente 

mejores resultados y el control de brazos y piernas usando el pensamiento no 

es algo raro hoy en día. Para el año 2030 hay previsiones de que este tipo de 

implantes estén generalizados (Arafat, 2015). 

 Comprensión del funcionamiento del cerebro. El estudio de esta parte del 

cuerpo humano está muy poco desarrollado todavía respecto a otras 

disciplinas. Sin embargo, se espera que, gracias al desarrollo tecnológico que 

se está experimentando, sea posible alcanzar un alto nivel de interpretación en 
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las próximas décadas. Esto ayudará a desarrollar interfaces cada vez más 

eficaces (Arafat, 2015). 

Uno de los fines las BCI es dar una mejor condición de vida a las personas 

con discapacidades, mediante el uso de la tecnología; también sirven para el 

la evolución del usuario en el manejo del sistema pueden favorecer el estudio de 

enfermedades y discapacidades, además de proporcionar un análisis minucioso de 

(Moran, 2015). 

Las prestaciones de un BCI dependen de la adaptación de la persona al uso 

de estos dispositivos y puede controlar los patrones que emite su EEG. Para ello 

es necesario un adecuado entrenamiento que en algunos casos puede llegar a 

prologarse durante meses. (Ron-Angevin, 2018). 

Los dispositivos BCI siguen un patrón similar de funcionamiento para su 

estudio, el cual se presenta a continuación: 

 

Figura 4 Interfaz Cerebro Computador. Fuente: 
http://www.scielo.org.co/scielo.php?script=sci_arttext&pid=S1909-97622013000200006 

 

Registro de la señal. 

para registrar la actividad electrofisiológica del cerebro. Éste debe ser seguro para 
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el usuario, así como entregar registros estables, duraderos y que revelen 

informa (Jaramillo Gonzales, Fundamentos de las interfaces cerebro 

maquina, 2016). 

Procesamiento de la señal. ivide en dos etapas. En la primera se 

extraen los rasgos característicos de los registros vinculados con las variaciones 

en la actividad cognitiva. En la segunda se traducen y clasifican esos rasgos a 

(Jaramillo Gonzales, Fundamentos de las interfaces cerebro 

maquina, 2016). 

Dispositivo por controlar dispositivo al que se destinan los 

comandos de control para que ejecute la acción deseada por el usuario. Los 

dispositivos pueden ir de simples a complejos, según la cantidad y complejidad 

 (Jaramillo Gonzales, 2016). 

2.2.7. Electroencefalograma 

Para medir las señales emitidas por el cerebro existen diferentes métodos 

y técnicas; todo depende de la colocación y de la profundidad de los electrodos 

que se ubican en la cabeza, para poder adquirir estas señales. 

Electroencefalografía Profunda

interior del cerebro mediante una intervención quir (Vaughan T., 1996). 

 Electrocorticograma (ECoG): utiliza electrodos corticales colocados 

directamente sobre la corteza cerebral. En este caso también es necesaria 

una intervención quirúrgica para colocarlos electrodos.  

 Electroencefalograma (EEG): utiliza electrodos superficiales, colocados 

sobre la superficie del cuero cabelludo. Es una técnica no invasiva. 
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Al realizar un registro de la actividad de EEG, podemos identificar una 

serie de ondas conocidas como ritmos cerebrales. Presentan dos 

características que las definen: 

 Frecuencia: hace mención a la periodicidad con la que se repite una onda. 

Se mide en hercios (Hz). Si una onda presenta una frecuencia de 1 Hz, 

quiere decir que se repite 1 vez cada segundo. 

 Amplitud: define la magnitud en el cambio de voltaje (μV) medido entre 

el punto más alto y el más bajo de la onda. A mayor amplitud, más energía 

se ha aplicado a la onda. 

Por lo tanto, podemos decir que el registro del EEG está definido por una 

secuencia de oscilaciones en la diferencia de voltaje entre dos electrodos a través 

del tiempo. 

Las ondas registradas en el EEG han sido clasificadas con base en su 

frecuencia. Las principales bandas de frecuencia, según (Boutros, Galderisi, 

Pogarell, & Riggio, 2011), son las siguientes: 

 25 Hz. 

Se da en momentos de atención, de pánico o de resolución de problemas. Están 

presentes en regiones centrales y frontales, pero también se han observado en 

(Taywade & Raut, 2012). 

 

8- (Taywade & Raut, 2012)

Aparecen en estados de reposo y de ojos cerrados. Predominan en áreas 

(Sanei & y 

Chambers, 2007). 
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 -7,5 Hz (Sanei & y Chambers, 

2007). Se originan en regiones del tálamo. Juegan un papel importante en la 

infancia, en estados de somnolencia y sueño, en fases 1 y 2 de ondas lentas y 

en la ejecución de procesos cognitivos.  

 - Se encuentran en un rango de 0,5 a 4 Hz. Aparecen en los primeros 

años de vida y va desapareciendo con el desarrollo del sistema nervioso. En el 

adulto, las encontramos durante las fases 3 y 4 del sueño de ondas lentas y en 

procesos de memorización (Sanei & y Chambers, 2007). 

 - se encuentra en un rango superior a los 30 Hz. Se piensa que 

reflejan el mecanismo subyacente de la conciencia. La detección de estos 

ritmos puede tomarse como confirmación de algunas enfermedades cerebrales 

(Taywade & Raut, 2012). Además, se han asociado con procesos de 

comunicación y sincronización entre las distintas zonas neuronales durante la 

realización de actividades mentales complejas. 

Sistema de posicionamiento de electrodos 

Aunque se conocen varios sistemas de posicionamiento, la disposición de 

los electrodos en el cuero cabelludo se ajusta a la recomendación, propuesta en 

1958 por la Federación Internacional de Sociedades de Electroencefalografía y 

-ve (10-20) y catalogado 

como el método de posicionamiento estándar (Taywade & Raut, 2012). 

(Rowan & Tolunsky, 2004)

emplea marcas craneales que son tomadas como puntos de referencia para la 

(Barea Navarro, 2009). 
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El 10 hace referencia a que las distancias reales entre electrodos 

adyacentes son el 10%, mientras que el 20 se refiere al 20% de la distancia total 

delantera/trasera o derecha/izquierda (Barea Navarro, 2009), de manera que la 

zona que registre cada electrodo sea comparable entre los registros realizados a 

diferentes individuos (Sanei & y Chambers, 2007). Con esto se consigue que haya 

una división del cráneo y que podamos tomar como referencia algunos puntos 

para cubrir la totalidad de las regiones cerebrales (Teplan, 2002). 

En conjunto, se pueden 19 electrodos superficiales distribuidos por la 

cabeza y 2 electrodos de referencia en los lóbulos de las orejas, aunque se admite 

el uso de muchos más electrodos (32, 64, 128, 256 (Barea Navarro, 2009). 

Cada sitio posee una letra para identificar el lóbulo y un número para 

definir la posición del hemisferio. Por lo tanto, tendríamos la siguiente 

nomenclatura: F (frontal), C (central), T (temporal), P (posterior) y O (occipital). 

cráneo (Oostenveld & Praamstra, 2001). 

 

Figura 5 Sistema 10  20 para la toma de EEG. Fuente: 
https://www.researchgate.net/figure/282294960_fig2_Figura-3-Sistema-
Internacional-10-20-para-la-colocacion-de-los-electrodos. 
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2.2.8. Transformadas de Wavelet 

La transformada de Wavelet es una técnica matemática que se originó 

formalmente a principios de los años 80, aunque tuvo sus orígenes en el trabajo 

propuesto por Fourier en 1807, al utilizar la descomposición ortogonal de señales 

periódicas. La primera vez que se utilizó la expresión la transformada de Wavelet 

fue en 1909 en un apéndice de la tesis de A. Haar, donde se expone una alternativa 

ortogonal para la descomposición de señales, con la desventaja de no ser 

continuamente diferenciable, limitando sus aplicaciones (Burrus, 1999). En 1980, 

el físico Grossman y el ingeniero Morlet, desarrollan una función cuadrada 

integrable, mientras, que, en 1985, S. Mallat encuentra una relación entre los 

filtros de cuadratura, los algoritmos piramidales y las bases ortonormales. 

La mayoría de trabajos enfocados hacia la reducción de ruido presente en 

señales bioeléctricas como ECG, EMG, EEG, entre otras, exponen unas 

condiciones fijas para la realización de filtros Wavelet, pero no presentan una 

metodología clara a la hora de aplicar y evaluar la DWT (Romaniuk, 2000), 

(Romaniuk, 2001), (Novak, 2000), (Olkkonen, 2002), (Hippenstiel, 2002), 

(Gotchev, 2003), (Quian, 2002). El proceso de filtrado o eliminación de ruido de 

fondo, aplicando la transformada de Wavelet, comprende tres partes: cálculo de 

los coeficientes de Wavelet, umbralización, y reconstrucción de la señal a partir 

de los coeficientes umbralizados (Burrus, 1999). 

Básicamente, lo que hace la transformada de Wavelet es filtrar una señal 

en el dominio del tiempo mediante filtros paso bajo y paso alto que eliminan 

ciertas componentes de alta o baja frecuencia de la señal, el procedimiento se 

repite para las señales resultantes del proceso de filtrado anterior. Por ejemplo, 

supóngase que se tiene una señal con frecuencias de hasta 1000 Hz, en la primera 
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etapa de filtrado la señal es dividida en dos partes haciéndola pasar a través de un 

filtro paso-bajo y un filtro paso-alto con lo cual se obtienen dos versiones 

diferentes de la misma señal: una que corresponde a las frecuencias entre 0 y 500 

Hz. (paso bajo) y otra que corresponde a las frecuencias entre 500-1000 Hz. (paso 

alto). Posteriormente, se toma cualquiera de las dos versiones (comúnmente la 

parte del filtro paso bajo) o ambas y se hace nuevamente la misma división (Saltos 

Torres, 2014). Esta operación se denomina descomposición. (Burrus & Ramesh, 

1999). 

De esta forma y suponiendo que se ha tomado la parte de la señal 

correspondiente al filtro paso bajo se tendrían tres conjuntos de datos, cada uno 

de los cuales corresponde a la misma señal, pero a distintas frecuencias: 0-250 

Hz., 250-500 Hz. y 500-1000 Hz (Coomonte Belmonte, 2006). A continuación, 

se vuelve a tomar la señal correspondiente a la parte del filtrado de paso bajo 

haciéndola pasar nuevamente por los filtros paso bajo y paso alto, de esta forma 

ya se tendrían 4 conjuntos de señales correspondientes a las frecuencias 0-125 

Hz., 125250 Hz., 250-500 Hz. y 500-1000Hz. El proceso continúa hasta que la 

señal se ha descompuesto en un cierto número de niveles predefinidos. Finalmente 

se cuenta con un grupo de señales que representan la misma señal, pero 

correspondientes a diferentes bandas de frecuencia. 

Con la transformada de Wavelet las altas frecuencias tienen mejor 

resolución en el tiempo mientras que las bajas frecuencias tienen mejor resolución 

en el dominio de la frecuencia. Esto significa que una determinada componente 

de alta frecuencia puede localizarse mejor en el tiempo (con menor error relativo) 

que una componente de baja frecuencia. Por el contrario, una componente de baja 
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frecuencia puede localizarse mejor en frecuencia comparado con una componente 

de alta frecuencia. 

La transformada de Wavelet Continua (CWT) fue desarrollada como una 

técnica alternativa a la STFT como una manera de superar el problema de 

resolución (Andrade Mora & Navarrete Mejía, 2006). El análisis de la 

transformada de Wavelet se realiza de manera similar al análisis STFT, en el 

sentido que la señal es multiplicada por una función (función Wavelet) de manera 

similar a la función ventana en la STFT, y la transformada se calcula 

separadamente para distintos segmentos de la señal en el dominio del tiempo 

(Martinez Aldana, 2009). Sin embargo, existen dos diferencias principales entre 

la STFT y la CWT:  

a) No se evalúa la transformada de Fourier de las señales ventana y por 

lo tanto aparecerá un único pico que corresponde a una sinusoide.  

b) El ancho de la ventana varía a medida que se evalúa la transformada 

para cada componente del espectro, esto es probablemente la 

característica más significativa de la transformada Wavelet.  

La transformada Wavelet continua se define como sigue: 

   (1) 

Donde: 

   (2) 

Como se observa en la ecuación anterior, la señal transformada es una 

arámetros de traslación y escala 

respectivamente.  es la función de transformación que se le denomina 
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portantes propiedades del análisis 

Wavelet: 

 ere 

al hecho que esta función (ventana) es de longitud finita 

(compactamente soportada) y el término onda se refiere a la condición 

que esta función es de naturaleza oscilatoria. El término madre da a 

entender que las funciones con diferentes regiones de actuación que se 

usan en el proceso de transformación provienen de una función 

principal o wavelet madre. Es decir, la wavelet madre es un prototipo 

para generar las otras funciones ventanas (Valenzuela Ramírez, 2015).  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 6 Ejemplo de Wavelet madre. Fuente: 
ftp://ftp.unicauca.edu.co/Facultades/.../proyecto/wavelet/serrano.pdf 
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Traslación. El término traslación se usa con el mismo sentido que fue 

usado en la STFT y está relacionado con la localización de la ventana a medida 

que ésta se desplaza a través de la señal. Obviamente, este término corresponde a 

la información del tiempo en el dominio transformado. Sin embargo, no se tiene 

un parámetro que sea la frecuencia como si se tenía antes en el caso de la STFT. 

se define como: 

 

Escala. En el análisis de Wavelet el parámetro escala es análogo con el 

parámetro escala utilizado en los mapas. Tal como en este último caso, las altas 

escalas corresponden a una visión global no detallada (de la señal) y las bajas 

escalas corresponden a una vista detallada (Arango Flores, 2007). De igual 

manera, en términos de frecuencia, las bajas frecuencias (altas escalas) 

corresponden a una información global de la señal que comúnmente abarca toda 

la señal, mientras que las altas frecuencias (escalas bajas) corresponden a una 

información detallada de una característica oculta en la señal que comúnmente 

dura un tiempo relativamente pequeño (Juarez Segura, 2005). 
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Figura 7 Función coseno en diferentes escalas. Fuente: 
ftp://ftp.unicauca.edu.co/Facultades/.../ proyecto/wavelet/serrano.pdf 

 

Conjunción traslación y escala. En señales que corresponden a 

fenómenos o aplicaciones reales las escalas bajas (altas frecuencias) no tiene una 

larga duración en la señal, sino que aparecen de tiempo en tiempo como picos o 

todo el tiempo de duración de la señal. 

El escalamiento como operación matemática produce una dilatación o una 

compresión de una señal; las altas escalas corresponderán a señales dilatadas y las 

escalas pequeñas corresponden a señales comprimidas. Todas las señales 

mostradas en la figura nacen de la misma señal coseno, es decir son versiones 

comprimidas o dilatadas de la misma función. En la figura anterior, para s = 0.05 

se tiene la menor escala y para s = 1 la mayor. 

La relación entre la escala y la frecuencia consiste en que las escalas 

menores corresponden a altas frecuencias y las escalas mayores corresponden a 

bajas frecuencias (Macri & Benedetti, 2012). 
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Debido a que la WT incluye información relacionada con el tiempo y la 

frecuencia, la representación gráfica de esta transformada se realiza en un plano 

denominado plano tiempo-escala, representado en la Fig. 2.4. Cada celda en esta 

figura representa un valor de la WT en dicho plano. Es de destacar el hecho que 

estas celdas tienen un área no nula, lo cual indica que no es posible conocer el 

valor de un punto particular. Sin tener en cuenta las dimensiones de las celdas, sus 

áreas, tanto en la STFT como en la WT, son las mismas, y están determinadas por 

el principio de incertidumbre de Heisenberg.  

 

Figura 8 Traslación y escalado. Fuente: 
ftp://ftp.unicauca.edu.co/Facultades/.../proyecto/wavelet/serrano.pdf 

 

Tipos de Transformadas Wavelet 

Existen tres tipos de transformada de Wavelet: continua (CWT), 

semidiscreta (SWT) y discreta (DWT). La diferencia entre ellas radica 

principalmente en la forma en que los parámetros de desplazamiento y escala son 

discretizados. A continuación, se describen brevemente estos tres tipos. 
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Transformada Wavelet continua. (CWT). En este caso los parámetros cambian 

de forma continua. Esta representación ofrece la máxima libertad en la elección 

de la wavelet, con la única restricción que satisfaga la condición de media nula. 

Esta condición permite que la CWT sea invertible en rango. La transformada 

inversa viene dada por: 

 

 

 

 

El proceso de cálculo de la CWT puede ser descrito en:  

1. Tomar una Wavelet madre.  

2. 

ecuaciones (1) y (2), que represente la correlación entre la Wavelet y la 

sección de la señal bajo análisis. Cuanto mayor sea éste, mayor es la 

similitud, con lo cual es interesante resaltar que los resultados dependerán 

por tanto de la forma de la wavelet.  

3. Desplazar la Wavelet en el sentido positivo del eje temporal, y repetir los 

pasos anteriores hasta que se haya cubierto la totalidad de la señal.  
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4. Escalar la Wavelet en el tiempo, y repetir los pasos 1 a 3. 

 

Figura 9 Transformada de Wavelet continua. Fuente: 
ftp://ftp.unicauca.edu.co/Facultades/.../proyecto/wavelet/serrano.pdf 

 

 

Walelet semi discreta (SWT). En la práctica, es más conveniente 

considerar la WT en algunos valores discretos de a y b. Por ejemplo, la escala 

diádica corresponde a la definición de los parámetros        a = 2j, b = 2jk, con (j, 

k)  Z2 denominándose transformada de Wavelet semidiscreta (SWT). 

La transformada será reversible si cumple: 

 

donde A y B son dos constantes positivas y f(t) sigue siendo una función continua. 

 

Wavelet Discreta (DW). Sea la señal a analizar f[n] una función discreta. En este 

caso la transformada de Wavelet de esta señal viene dada por: 

 

donde j,k es una Wavelet discreta definida como: 
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que    j, s = 2j k, con la diferencia respecto a la SWT que la señal bajo estudio 

es discreta (De Castro Fernandez, 2002). La transformada inversa se define de 

forma similar como:  

 

Si las constantes indicadas son A = B = 1, entonces la transformada es 

ortogonal. Estas wavelets pueden ser construidas mediante un análisis 

multiresolución.  

Por otra parte, realizado el análisis, es posible reconstruir a discreción las 

componentes relevantes de la señal y caracterizar así diversos fenómenos de 

interés. En la sección siguiente, volveremos sobre esta descomposición, 

profundizando su significado. 

 A diferencia de las Series de Fourier Locales, al análisis se realiza por 

octavas o rangos de frecuencia que duplican su dimensión hacia las altas 

frecuencias, a la vez que se reduce el rango temporal de localización. Es posible 

entonces localizar por medio del espectro, tanto fenómenos locales como patrones 

de autosimilaridad, a distintas escalas. 

Más aún, el apropiado truncamiento de las series de Wavelets, realizado 

en cada nivel j, no desnaturaliza o destruye la señal. En suma, con un espectro 

finito podemos representar eficientemente la textura y fenomenología temporal de 

la señal, clasificada por octavas. 
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Por supuesto, existen también desventajas. Por un lado, la discretización 

no conserva ciertas importantes propiedades de la Transformada de Wavelet 

Continua. Particularmente, la de invariancia respecto de las traslaciones. 

Serán el tipo de transformada a utilizar en este trabajo, debido a su 

facilidad de implementación en ordenadores. 

 

2.3. Antecedentes empíricos de la investigación 

Oikonomou Vangelis P. et al. (2017) A comparison study on EEG signal processing 

techniques using motor imaginary EEG data Trabajo presentado en el Instituto de 

Ingeniería Eléctrica y Electrónica (IEEE).  

 

Conclusiónes:  

Se realizó una comparación sobre la capacidad discriminativa entre las características 

relacionadas con CSP (patrones espaciales comunes) y las características espectrales. 

Nuestros resultados indican que las características espectrales de la señal son superiores 

a las características CSP (densidad espectral de potencia

apropiado. El uso de métodos de estimación de PSD nos proporciona un conjunto de 

características de alta dimensionalidad. El clasificador debe tener en cuenta la propiedad 

anterior para lograr su mayor rendimiento. Este hecho es evidente cuando comparamos 

el rendimiento entre el LDA (análisis discriminante lineal) y el SVM (máquina de soporte 

de vectores) en el caso en el que el conjunto de características de entrada es el PSD. 

Comentario:  

De este documento se considera los resultados de los algoritmos de clasificación LDA 

y SVM para compararlos con el LDA y SMO de nuestro estudio. 
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Según Yue Zang. et al.  (2017) Extracting Error-Related Potentials from Motion 

Imagination EEG in Noninvasive Brain-Computer Interface Trabajo presentado en el 

Instituto de Ingeniería Eléctrica y Electrónica (IEEE). 

Conclusiónes:  

En este documento, mostramos un paradigma experimental con retroalimentación 

visual para el MI (movimiento imaginario) de la mano izquierda y derecha y completamos 

dos sesiones en línea. Luego, la señal de EEG (electroencefalograma) sin procesar, se 

preprocesamiento. Nuestra contribución es doble en la parte de la mano izquierda-derecha 

MI. Primero, en el dominio del tiempo, se estudió la clasificación de la imaginación del 

movimiento de la mano izquierda y derecha, la precisión promedio fue de 68.72% y se 

dibujó la curva AUC (área bajo la curva). Segundo, en el dominio de la frecuencia, se 

mostraron el análisis de poder discriminante y las topografías del cuero cabelludo que 

muestran las modulaciones del patrón cerebral de la sesión en línea. Los resultados 

muestran que las características se concentran principalmente en la banda de frecuencia 

Mu (8-13Hz) y Beta (14-30Hz) en los canales FC3, FC4, C3, C4, CP3 y CP4. Además, 

diseñamos un paradigma experimental de muestra para encontrar los potenciales 

relacionados con el error y los ErrPs (error potencial). Los resultados del análisis 

mostraron que la curva de ErrPs se extrajo con éxito, que tiene una cresta aparente entre 

300 ms y 400 ms con un valor de 4uV aproximadamente. 

Comentario:  

En esta investigación se utilizan los mismos pasos para el proceso de análisis de las 

señales de electroencefalogramas y los resultados de son comparados con el algoritmo de 

clasificación LDA. 
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Según Yuhan ye et al. (2017) The Design of Multi-task Simulation Manipulator Based 

on Motor Imagery EEG Trabajo presentado en el Instituto de Ingeniería Eléctrica y 

Electrónica (IEEE). 

Conclusiónes: 

Para abordar el problema de las acciones de control limitadas y la baja precisión en el 

manipulador controlado por EEG (electroencefalograma), se desarrolla un manipulador 

multitarea basado en la combinación del algoritmo EEG de imágenes motora y el 

mecanismo de activación / desactivación. En el diseño de BCI (interfaz cerebro 

computador), se utiliza un algoritmo de clasificación de dos categorías, que incluye el 

filtro de paso de multibanda, CSP (patrón espacial común) para la extracción de 

características, información mutua para la selección de características y LDA (análisis 

discriminante lineal) para la clasificación. Como resultado, las señales de EEG se 

clasificaron en dos categorías, imágenes motoras a la izquierda y a la derecha, y la 

precisión de la prueba es de alrededor del 70%, lo que garantiza que podamos controlar 

el manipulador con un bajo índice de errores. Con el EEG traducido a los comandos de 

la operación de activación / desactivación, se pueden utilizar dos tipos de señales de 

control para cambiar y seleccionar diferentes tareas, y posteriormente, el manipulador 

realizará las tareas correspondientes. En la prueba de eficiencia, encontramos que el 

sistema de manipulación de tareas múltiples con mecanismo de activación / desactivación 

tiene un requerimiento de tiempo real bajo, y el tiempo empleado en la selección de tareas 

es aceptable cuando el número de tareas no es demasiado. Entonces, no hay duda de que 

tiene dos ventajas importantes: 

1) Debido a que la tecnología actual solo puede distinguir algunos tipos de señales de 

EEG, el manipulador no puede obtener suficientes señales de control para realizar tareas 
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complejas. Para abordar este problema, el mecanismo de activación / desactivación puede 

usarse para seleccionar más tareas solo por dos tipos de señales de EEG. 

2) La mejora del tipo de reconocimiento llevará a la reducción de la precisión del 

reconocimiento EEG. Por lo tanto, el manipulador multitarea con control EEG directo 

enfrentará el problema de una alta tasa de error, lo que hace que el manipulador no pueda 

completar una serie de acciones. En aplicaciones prácticas, el error del manipulador 

probablemente causará muchos problemas.  

En este documento, el manipulador multitarea que proponemos es un manipulador 

controlado indirectamente a través del mecanismo de activación / desactivación. 

Inevitablemente sufre las deficiencias de la inflexibilidad, la falta de libertad y el largo 

tiempo de respuesta. Por lo tanto, el control directo de la señal de EEG sigue siendo el 

foco de la investigación de BCI. 

 

Comentario: 

En investigación sigue los mismos pasos para el análisis de señales de 

electroencefalogramas planteados en esta investigación, la diferencia radica en el uso de 

CPS en la obtención de vectores característicos y en nuestro estudio se utiliza la 

transformada discreta de Wavelet, los resultados de la clasificación del LDA se comparan 

con nuestro estudio.  
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CAPÍTULO III 

METODOLOGÍA 

4.1. Ámbito de estudio: localización política y geográfica 

La base de datos se encuentra en un repositorio público a nivel mundial y todo 

investigador puede acceder a esta para poder realizar estudios utilizando diferentes 

métodos para mejorar o comparar sus resultados. 

4.2. Tipo y nivel de la Investigación 

El tipo de investigación es descriptivo, según Hernández Sampieri et al. (2014) 

busca especificar las propiedades, las características y los perfiles de personas, grupos, 

 

El diseño de investigación es no experimental transversal, según Hernandez Sampieri 

et al.  (2014) 

es describir variables y analizar su incidencia e interrelación en un momento dado.  

4.3. Unidad de Análisis 

Las unidades de análisis para la presente investigación están definidas en los datos de 

las señales de electroencefalogramas de los electrodos C3, Cz y C4 relacionadas a las 

señales sensorio-motoras. 

4.4. Técnicas de recolección de información 

El conjunto de datos fue obtenido del II BCI Competition. El archivo descargado está 

compuesto por sesiones que tienen una duración de 9 segundos cada una y grabadas a 

128Hz. Se tiene 280 sesiones, de las cuales 140 se utilizan para entrenamiento y 140 para 

prueba. 
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4.5. Técnicas de análisis e interpretación de la información 

Para el análisis de la información de los algoritmos de clasificación se utilizan dos 

fases. La primera es el entrenamiento en la cual la maquina aprende a diferenciar los 

movimientos hacia la derecha o hacia la izquierda. Y la segunda fase de prueba en la cual 

a partir del aprendizaje realizado en la primera fase la maquina ya puede distinguir y 

clasificar los movimientos imaginarios. Para el análisis e interpretación de la información 

se utiliza la matriz de confusión generada en la etapa de prueba, de esta matriz se realizan 

los cálculos de precisión, exhaustividad y exactitud y la curva ROC. Con estos resultados 

se realiza la comparación de resultados de cada algoritmo de clasificación y se determina 

cual es el más eficaz. 

4.6. Técnicas para medir la eficacia de los algoritmos de clasificación 

Existen diferentes métricas para poder para poder determinar si la clasificación cumple 

el objetivo indicado. Una de ellas es la matriz de confusión. 

Tabla 1: Matriz de confusión 

Clase Real 
Clase Predictiva 

Predicción Positiva Predicción Negativa 

Clase 

Positiva 

Verdaderos Positivos 

(VP) 

Falsos Negativos  

(FN) 

Clase 

Negativa 

Falsos Positivos  

(FP) 

Verdaderos Negativos  

(VN) 

Fuente: Propia 

 

VP (Verdaderos positivos): instancias correctamente reconocidas por el sistema. 

FN (Falsos negativos): instancias que son positivas y que el sistema no las reconoce 

como tales. 
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FP (Falsos positivos): instancias que son negativas pero el sistema dice que no lo es.  

VN (Verdaderos negativos): instancias que son negativas y correctamente 

reconocidas como tales. 

Donde N es el número del conjunto de datos de entrenamiento, además está 

dada por la siguiente formula: 

El número de instancias clasificadas correctamente es la suma de la diagonal de 

la matriz y el resto están clasificadas de forma incorrecta (Corso, 2009). 

Una obtenida la matriz de confusión podemos trabajar con las siguientes métricas: 

Precisión, cobertura, Exactitud, Valor  F y G  Media. 

Precisión: La precisión, en cambio, mide el número de términos correctamente 

reconocidos respecto al total de términos predichos, sean estos verdaderos o falsos 

términos. En este caso, la precisión está midiendo la pureza o el grado en que son todos 

los que están. 

Cobertura (Recall): la cobertura mide la proporción de términos correctamente 

reconocidos respecto al total de términos reales, dicho de otro modo, mide en qué 

grado están todos los que son: 

La cobertura y la precisión mantienen una relación inversa, es decir cuando 

aumenta la cobertura del modelo generado disminuye la precisión y viceversa cuando 

disminuye la cobertura aumenta la precisión 

Exactitud (Acurracy): Es el porcentaje de aciertos del modelo. 

 

Curvas ROC (Receiver Operating Characteristic): Es una representación gráfica de la 

sensibilidad de los verdaderos positivos (VP/(VP+FN)) vs. la especificidad de los 

falsos positivos (FP/(FP+TN)). 
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ínea diagonal que divide 

el espacio de la ROC e (Martinez Romero, 

2010)

clasificación, mientras que los puntos por debajo de la línea indican resultados 

equivocados (aunque el método de predicción puede simplemente ser invertido para 

(Santamaria Ruiz, 2010).  

 

Figura 10 Tipos de curvas ROC. Fuente: http://www.hrc.es/bioest/roc_1.html 
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CAPÍTULO IV 

DESARROLLO DEL PROYECTO 

4.1. Desarrollo del proyecto 

Para el procesamiento, análisis, interpretación y discusión de resultados se siguió 

los pasos de la figura 12, donde se muestra la secuencia del procesamiento de señales de 

electroencefalogramas. 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

Figura 11 Esquema de desarrollo del proyecto de investigación. Fuente: propia 
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4.1.1. Adquisición de datos 

-Computer 

de Alemania. Estos datos fueron usados en el concurso de BCI Competition II también 

llamado BCI Competition 2003, data set III y tiene la siguiente descripción:  

El conjunto de datos fue proporcionado por el Departamento de Informática 

Medica, Instituto de Ingeniería Biomédica, de la universidad de tecnología de Graz 

(Austria).  

El conjunto de datos fue grabado a una mujer de 25 años. El sujeto se 

encuentra sentado en una silla con reposabrazos. El experimento consistía en moverse 

un cursor e imaginar su movimiento hacia la derecha o izquierda. La aparición del 

cursor de movimiento era aleatorio. 

El experimento consiste en 7 ejecuciones con 40 ensayos cada uno. Cada 

ensayo se realizó el mismo día con minutos de diferencia entre ellos. Se obtuvieron 

280 ensayos con una duración de 9 segundos cada uno. 

En cada sesión se tuvieron 2 segundos donde no se mostraba nada en la 

pantalla; luego un pitido indicaba que la sesión iba a empezar y durante un segundo 

 nueve se muestra una fecha hacia la 

izquierda o derecha, en este momento el sujeto del experimento debe imaginar el 

movimiento de la mano correspondiente a la flecha (clase 1 izquierda, clase 2 

derecha). Figura Nro. 13. 
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Figura 12 Esquema de captura de datos EEG. Fuente: http://www.bbci.de/competition/ii/ 

 

La grabación de los EEG fue realizada utilizando un amplificador G- tec y 

electrodos Ag/AgCl. Los electrodos se colocaron en los canales C3, Cz y C4 y fueron 

grabados a 128 Hz. Estos datos fueron filtrados entre 0.5 y 30 Hz. (BCI Competition 

II, 2003), (Pfurtscheller, 2003).  

4.1.2. Pre procesamiento de datos 

El conjunto de datos del BCI Competition se encuentra en formato del 

programa MatLab con el nombre de dataset_BCIcomp1.mat; cuenta con tablas 

distribuidas de la siguiente manera: 

 x_train con 140 sesiones de 9 segundos cada uno para entrenamiento. 

 y_train con 140 etiquetas correspondientes a cada sesión de 

entrenamiento. 

 x_test con 140 sesiones correspondientes al test. 

Cada uno de las sesiones tiene 1152 registros correspondientes a los 9 

segundos de grabación a 128Hz.  

Para el experimento se consideró únicamente los electrodos C3 y C4 que son 

los más representativos en cuanto corresponde a imaginación motora de ambas 

manos. 
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Una vez cargado los valores del conjunto de datos en MatLab, se muestra los 

canales C3 y C4 de la señal del electroencefalograma con los datos obtenidos en cada 

una de las sesiones (figura 14). 

 

Figura 13 Datos de los canales C3 y C4 de a sesión 1. Fuente: Propia 

 Utilizando el Signar Analizer de MatLab se busca determinar de manera visual 

los tiempos en los que hay mayor influencia de las señales para saber cuál es la intención 

de movimiento imaginario. 

Para ello se abre el archivo que contiene las 144 sesiones de electroencefalogramas y 

se especifica la frecuencia y el tiempo de grabado de estas. (Figura 15) 

 

Figura 14 Determinando la frecuencia y tiempo de la señal. Fuente: Propia 
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Una vez abierto el archivo se procede a ver la gráfica de la señal, con su respectivo 

espectrograma. Y se nota que los colores más intensos son en la parte del medio, por lo 

que se decide tomar el intervalo de entre 4 y 7 segundos de la señal para este estudio. 

 

Figura 15 Señales Canal C3. Fuente: Propia 

 

Figura 16 Señales del Canal C4. Fuente: Propia 

 

Despues se visualiza la señal en este intervalo de 4 a 7 segundo en los canales 

C3 y C4, (Figura 18 y 19) Donde se visualiza en la parte superior la señal entre 4 y 7 

segundos, en la parte del medio la frecuencia a la cual se va ha trabajar la señal; en 

este caso a 64 Hz. Esta frecuencia se utiliza en la transformada de Discreta de 
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Wavelet. En la parte inferior se visualiza el total de la señal con la parte resaltada del 

intervalo de 4 a 7 segundos 

 

Figura 17 Canal C3 en el intervalo de 4 a 7 segundos. Fuente: Propia 

 

Figura 18 Canal C4 en el intervalo de 4 a 7 segundos. Fuente: Propia 

 

4.1.3. Extracción de características 

Al visualizar como cambia el espectro de onda se comprobó que la frecuencia se 

encontraba entre 0 y 64 Hz, para luego aplicar la Transformada Discreta de Wavelet; 

donde se han utilizado dos filtros de señal; pasa bajos y pasa altos, para descomponer la 

señal del electroencefalograma. 
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La salida del filtro pasa bajos correspondes a los coeficientes de aproximación y los 

datos de salida del filtro pasa altos corresponde a los coeficientes de los detalles. Cada 

señal de salida de la transformada de Wavelet tiene una representación para su ancho de 

banda en función frecuencia y tiempo. Por eso se considera que la Transformada Discreta 

Wavelet es temporo frecuencial. 

Las bandas de frecuencias con las que trabajaremos se encuentran en la banda alfa (8 

 13 Hz) y en la banda beta (18-25 Hz). Entonces la distribución de frecuencias mediante 

la Transformada Discreta de Wavelet para nuestro estudio se muestra en la figura 23: 

 

Figura 19 Descomposición de la señal EEG mediante la transformada 
discreta de Wavelet. Fuente: Propia 

De la figura podemos ver que al descomponer la señal en tres niveles obtenemos los 

rangos específicos para la banda alfa y beta encargadas de los movimientos motores, la 

banda alfa se encuentra dentro de cD3 (coeficiente de detalle 3) y la banda beta se 

encuentra en cD2 (coeficiente de detalle 2). En a transformada Discreta de Wavelet se 

utiliza la familia Daubichies 3 y así obtener la descomposición y las aproximaciones de 

la señal de electroencefalograma. 
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4.1.4. Selección de características 

Una vez obtenido los detalles cD2 y cD3 para los canales C3 y C4, se procede a 

extraer los vectores característicos con los siguientes parámetros estadísticos y sus 

respectivas combinaciones. 

Varianza (V). La varianza es el cuadrado del valor medio de la desviación de la 

señal de cada canal y se define como: 

 

Valor Medio Absoluto (VMA). se define como la sumatoria de los valores 

absoluto de cada uno de los vectores canal entre el número de elemento del canal 

seleccionado y se denota por: 

 

Potencia Promedio (P). Se calculó como la normalización de cada vector 

elevado al cuadrado, dividida por la longitud del vector. 

 

 

 

Obteniéndose 7 combinaciones y por consiguiente siete diferentes archivos 

almacenados con extensión .csv. Descritos de la siguiente manera 

- Potencia Promedio (P) con 4 columnas de vectores característicos  

- Promedio Absoluto (MAV) con 4 columnas de vectores característicos 

- Varianza (V) con 4 columnas de vectores característicos 
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- Potencia Promedio (P)  Promedio absoluto (MAV) con 8 columnas de 

vectores característicos 

- Potencia Promedio (P)  Varianza (V) con 8 columnas de vectores 

característicos 

- Promedio absoluto (MAV)  Varianza (V) con 8 columnas de vectores 

característicos. 

- Potencia Promedio (P) - Promedio absoluto (MAV)  Varianza (V) con 8 

columnas de vectores característicos. 

4.1.5. Clasificación 

Una vez obtenido los vectores característicos, estos se proceden a unirlos con las 

etiquetas de clases, que representan los movimientos imaginarios a derecha e izquierda.  

Se procede a clasificar cada uno de los 7 archivos con extensión .csv mediante el 

software Weka.  

Se seleccionaron los algoritmos de clasificación J48, Naive bayes, SMO y LDA, Estos 

algoritmos de clasificación son los más utilizados en la literatura revisada sobre 

clasificación de señales de electroencefalogramas para movimiento imaginario. Teniendo 

un predominio en los estudios el uso de los clasificadores del LDA y SMO. 

Para cada uno de los algoritmos de clasificación se ejecuta la etapa de entrenamiento 

(Training), validación Cruzada (Cross Validation  10 folds) y Evaluación (Test). 
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RESULTADOS Y DISCUSION 

5.1.Presentación de resultados 

 

En este ítem se presenta los resultados de comparar algoritmos de clasificación para 

señales de electroencefalogramas. Los resultados se muestran en las siguientes tablas. 

Tabla 2: Resultados del algoritmo J48 

Algoritmo de 
Clasificación 

Selección de 
características Precisión Cobertura Exactitud Área ROC 

J48 

Potencia 
Promedio (P)  79.29% 0.763 
Promedio 
Absoluto (MAV)  85.45% 67.14% 77.86% 0.826 
Varianza (V)  78.13% 71.43% 75.71% 0.727 
P - MAV 85.71% 68.57% 78.57% 0.803 
P - V 78.13% 71.43% 75.71% 0.731 
MAV - V 85.71% 68.57% 78.57% 0.803 
P - MAV - V 85.71% 68.57% 78.57% 0.803 

Fuente: propia 

 

 En la tabla 2 se puede ver que para el algoritmo de clasificación J48 se utilizaron 

como vectores de selección de características los estadísticos descritos en el ítem. 4.1.4.; 

obteniéndose los resultados de precisión, cobertura, exactitud y la curva de ROC, siendo 

la exactitud aquel valor que se aproxima más al valor deseado y el utilizado para 

determinar la eficiencia del algoritmo, obteniendo un porcentaje mayor en la Potencia 

promedio con un 79.29%. 
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Tabla 3: Resultados del algoritmo Naive Bayes 

Algoritmo de 
Clasificación 

Selección de 
características Precisión Cobertura Exactitud Área ROC 

Naive Bayes 

Potencia 
Promedio (P)  86.89% 75.71% 82.14% 0.763 
Promedio 
Absoluto (MAV)  84.62% 78.57% 82.14% 0.826 
Varianza (V)  86.89% 75.71% 82.14% 0.727 
P - MAV 84.38% 77.14% 81.43% 0.803 
P - V 86.89% 75.71% 82.14% 0.731 
MAV - V 84.38% 77.14% 81.43% 0.803 
P - MAV - V 85.48% 75.71% 81.43% 0.803 

Fuente: propia 

En la tabla 3 se puede ver que para el algoritmo de clasificación Naive Bayes se 

utilizaron como vectores de selección de características los estadísticos descritos en el 

ítem. 4.1.4.; obteniéndose los resultados de precisión, cobertura, exactitud y la curva de 

ROC, siendo la exactitud aquel valor que se aproxima más al valor deseado y el utilizado 

para determinar la eficiencia del algoritmo, obteniendo un porcentaje mayor en la 

Potencia promedio, promedio Absoluto, varianza y la combinación de potencia promedio 

y varianza, con un 82.14%. siendo su porcentaje de clasificación mayor al de J48. 

 

Tabla 4: Resultados del algoritmo SMO 

Algoritmo de 
Clasificación 

Selección de 
características Precisión Cobertura Exactitud Área ROC 

SMO 

Potencia 
Promedio (P)  87.88% 82.86% 85.71% 0.763 
Promedio 
Absoluto (MAV)  90.48% 81.43% 86.43% 0.826 
Varianza (V)  85.29% 82.86% 84.29% 0.727 
P - MAV 89.39% 84.29% 87.14% 0.803 
P - V 85.29% 82.86% 84.29% 0.731 
MAV - V 89.39% 84.29% 87.14% 0.803 
P - MAV - V 92.06% 82.86% 87.86% 0.803 

Fuente: propia 
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En la tabla 4 se puede ver que para el algoritmo de clasificación SMO se utilizaron 

como vectores de selección de características los estadísticos descritos en el ítem. 4.1.4.; 

obteniéndose los resultados de precisión, cobertura, exactitud y la curva de ROC, siendo 

la exactitud aquel valor que se aproxima más al valor deseado y el utilizado para 

determinar la eficiencia del algoritmo, obteniendo un porcentaje mayor en la combinación 

de la potencia promedio  Promedio absoluto - varianza, con un 87.86%. siendo su 

porcentaje de clasificación mayor al de J48 y Naive Bayes. 

 

Tabla 5: Resultados del algoritmo LDA 

Algoritmo de 
Clasificación 

Selección de 
características Precisión Cobertura Exactitud Área ROC 

LDA 

Potencia 
Promedio (P)  92.19% 84.29% 88.57% 0.763 
Promedio 
Absoluto (MAV)  92.19% 84.29% 88.57% 0.826 
Varianza (V)  92.19% 84.29% 88.57% 0.727 
P - MAV 89.06% 81.43% 85.71% 0.803 
P - V 90.63% 82.86% 87.14% 0.731 
MAV - V 87.69% 81.43% 85.00% 0.803 
P - MAV - V 86.36% 81.43% 84.29% 0.803 

Fuente: propia 

 

En la tabla 5 se puede ver que para el algoritmo de clasificación LDA se utilizaron 

como vectores de selección de características los estadísticos descritos en el ítem. 4.1.4.; 

obteniéndose los resultados de precisión, cobertura, exactitud y la curva de ROC, siendo 

la exactitud aquel valor que se aproxima más al valor deseado y el utilizado para 

determinar la eficiencia del algoritmo, obteniendo un porcentaje mayor en la potencia 

promedio, el promedio absoluto y la varianza, con un 88.57%. siendo su porcentaje de 

clasificación mayor al de J48 y Naive Bayes y sus resultados muy cercanos a los de SMO. 
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Tabla 6: Resumen de resultados 

Algoritmo de 
Clasificación 

Selección de 
características Precisión Cobertura Exactitud Área ROC 

LDA 

Potencia 
Promedio (P)  92.19% 84.29% 88.57% 0.763 
Promedio 
Absoluto (MAV)  92.19% 84.29% 88.57% 0.826 

Varianza (V)  
92.19% 84.29% 88.57% 0.727 

SMO P - MAV - V 92.06% 82.86% 87.86% 0.803 

Naive Bayes P - V 86.89% 75.71% 82.14% 0.731 

J48 Potencia 
Promedio (P)  79.29% 0.763 

Fuente: Propia 

En la tabla 6 se observa el resumen de los máximos resultados obtenidos por cada 

uno de los algoritmos de clasificación. Donde el LDA es el que obtiene el mayor 

resultado de exactitud con un 88.57% seguido de SMO con un 87.86%, Naive Bayes 

con un 82.14% y J48 con un 79.29%. 

 

5.2. Discusión de resultados 

 Oikonomou Vangelis P. et al. (2017) A comparison study on 

. Utiliza el 

conjunto de datos B de Graz, considera a los patrones espaciales comunes y al 

método de Welch para la estimación del espectro como características 

relevantes para aplicar LDA y SVM como clasificadores. Obteniendo un valor 

promedio de 0.59 en el estadístico Kappa.  Nuestro estudio obtuvo en la 

clasificación del LDA un valor del estadístico Kappa de 0.7143. Siendo este 

resultado mejor al presentado por (Oikonomou, Georgiadis, Liaros, & 
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Kompatsiaris) ya que el estadístico Kappa muestra la concordancia entre dos 

observaciones y por nuestro resultado podemos decir que se tiene mayor 

concordancia en las observaciones realizada en nuestros resultados. 

 Según Yue Zang. et al.  (2017), Extracting Error-Related 

Potentials from Motion Imagination EEG in Noninvasive Brain-Computer 

Interface Usa para la clasificación el algoritmo LDA a partir del error 

relativo potencial de 69.14%. Nuestra investigación supera estos resultados en 

todos los algoritmos planteados como J48 con un 79.29%, Naive Bayes con 

un 82.14%, SMO con un 87.26% y LDA con un 88.57%. Esto hará posible 

que se pueden construir nuevos interfaces cerebro computador más eficientes 

para que ayudan a personas con discapacidades motoras. 

 

 Según Yuhan ye et al. (2017) The Design of Multi-task 

Simulation Manipulator Based on Motor Imagery EEG Se considera como 

clasificador al LDA mediante el patrón espacial común y la información 

mutua para la selección de características, obteniendo un porcentaje promedio 

de 68.33%. Nuestra investigación supera estos resultados en todos los 

algoritmos planteados como J48 con un 79.29%, Naive Bayes con un 82.14%, 

SMO con un 87.26% y LDA con un 88.57%. Esto hará posible que se pueden 

construir nuevos interfaces cerebro computador más eficientes para que 

ayudan a personas con discapacidades motoras. 
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CONSTRUCCION DEL PROTOTIPPO 

6.1.Construcción del prototipo de software interactivo cerebro computador 

Para la construcción del prototipo de software interactivo se utilizó la 

metodología de programación extrema (XP) que consta de las siguientes etapas 

6.1.1. Planificación.  

En esta etapa se desarrollan las pautas para la construcción del prototipo de 

software interactivo cerebro computador. De los datos obtenidos anteriormente se 

decide utilizar los datos resultantes de la potencia promedio ya que es el que obtiene 

uno de los porcentajes mayores, con un 88.57% de exactitud. 

  También se realizan las siguientes actividades. 

Establecimientos de historia  

Tabla 7 Historia 

Numero de historia Nombre de la historia 

1 Potencia promedio para el algoritmo LDA 

Fuente: propia 

 

 

 

 

 

 

 

 

 

 



69 

 

Se define la tarea a realizar 

Tabla 8 Tarea 1 

Numero de tarea: 1 Numero de Historia: 1 

Nombre de la tarea Diseñar una interfaz de la potencia 

promedio para LDA  

Tipo de tarea: desarrollo:  Puntos estimados: 10 

Fecha de Inicio: 10/05/2019 Fecha Fin: 10/05/19 

Responsable Carlos Ramón Quispe Onofre 

Descripción: Se diseña una interfaz en la cual el usuario busca la dirección de los datos 

de training y test de movimiento imaginario para luego solicitar que estos se procesen. 

Para luego visualizar los datos y resultados estadísticos del Test de movimiento 

imaginario hacia la derecha o izquierda. 

Fuente: Propia 

Para la presente tarea se realizará una sola iteración  

6.1.2. Diseño: 

En esta etapa se ven las tarjetas CRC (Clase-Responsabilidad-

Colaboración) y el prototipo a implementarse 

Tabla 9 Tarjeta CRC 

Tarjeta CRC Usuario - (Clase-Responsabilidad-Colaboración) 

Responsabilidades Colaboradores  

Ubicar archivos 

Procesar datos 

 

Weka.jar 

Clase LDA 

Fuente: Propia 
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Figura 20 Prototipo de Simulador de Interfaz cerebro computador 

6.1.3. Codificación.  

Para la comprobación de los resultados se implementó un prototipo 

interactivo del clasificador LDA a partir de la librería Weka.jar, la clase LDA.java 

escrita por Eibe Frank de la universidad de Waikato. 

 

Figura 21 Software de clasificación de LDA 

Primeramente, se busca la ubicación de los archivos de training 

(entrenamiento) y test (prueba). De ahí, se presiona el botón procesar, y se obtiene 

la tabla de resultados de test y el modelo generado por el clasificador LDA. 
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Figura 22 Código para clasificar el algoritmo LDA 

Se recuperan los archivos de extensión .arff que son propios del software 

Weka y se almacenan en las instancias de datos de dataTraining y dataTest. 

Luego se instancia la clase LDA, que es el encargado de construir el 

clasificador de entrenamiento y crea un modelo predictivo. A partir del modelo 

predictivo se procede a evaluar el Test. Obteniendo de esta manera los mismos 

resultados de exactitud que los obtenidos con el software Weka. Con esta aplicación 

se puede lograr construir a futuro interfaces cerebro computador para datos que se 

procesen en tiempo real. 
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6.1.4. Pruebas.  

Al culminar la codificación se procede a la realización de pruebas unitarias 

de acuerdo a la siguiente tabla. 

Tabla 10 Caso de prueba 

Caso de prueba 

Numero de prueba: 1 Numero de historia: 1 

Nombre de historia: Potencia promedio para el algoritmo LDA 

Condiciones de ejecución: se debe ejecutar el programa desde el IDE de 

NetBeans 

Entrada/Pasos de Ejecución: el usuario selecciona las rutas de Training y 

Test. Luego hacen clic en Procesar. 

Resultado esperado: Muestra la tabla de datos de Test y el sumario de los 

resultados obtenidos. 

Evaluación de prueba: La prueba finalizo correctamente. 

   Fuente: Propia 

6.1.5. Lanzamiento.  

Una vez realizadas las pruebas satisfactoriamente se procede a la etapa de 

puesta en funcionamiento del software. 
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Conclusiones 

 La comparación de los algoritmos de clasificación seleccionados para el análisis 

de señales de electroencefalogramas para movimiento imaginario a partir de tres 

estadísticos como son la potencia promedio, promedio absoluto y varianza; 

determinó que el algoritmo del LDA como el más eficiente con un 88.57% 

seguido del clasificador SMO con un 87.86%. 

 Se construyó un prototipo de software, para comprobar los resultados obtenidos 

con el Clasificador LDA para la potencia promedio, obteniendo los mismos 

resultados que con el software Weka. 
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Recomendaciones 

1. Crear un repositorio de datos para movimiento imaginario propio de la universidad, 

que sirva para futuras investigaciones. 

2. Descomponer en más niveles la transformada discreta de Wavelet para ver si se 

logra una mejor clasificación de las señales de electroencefalogramas. 

3. Aplicar algoritmos de clasificación como redes neuronales y máquina de soporte 

de vectores en sus diferentes variantes para obtener mejores resultados a la presente 

investigación. 

4. Realizar diferentes métodos de extracción de características o la combinación de 

estos métodos como pueden ser: Transformada discreta de wavelet, Transformada 

de Fourier, análisis de componentes principales, entre otros. Con el fin de obtener 

mejores resultados a la presente investigación. 

5. Utilizar otros vectores característicos como podría ser valor medio ponderado, 

potencia de emisión, desviación estándar entre otros, también con el objetivo de 

lograr mejores resultados que los obtenidos en la presente investigación. 

6. Construir una interfaz cerebro  computador a partir de los resultados obtenidos en 

la presente investigación. 
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