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Asesor:
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Resumen

Los terremotos ocurren en cualquier lugar y momento, la consecuencia de los
terremotos están asociados a los grados de intensidad en la escala de Richter, mag-
nitudes mayor o igual a 5 ML pueden ocasionar daños materiales y pérdidas humanas
como el terremoto de mayor magnitud que ocurrió en Chile el 22 de mayo de 1960
conocido como “el megaterremoto de Valdivia” con una magnitud de 9.5 ML hubo
962 muertos y 1410 desaparecidos. Este estudio tiene como objetivo desarrollar una
metodoloǵıa y modelo de mineŕıa de datos para encontrar patrones frecuentes en
la predicción de terremotos utilizando reglas de asociación. Para cumplir con este
trabajo se utilizó datos de terremotos ocurridos entre el año 2000 hasta 2009 en las
placas tectónicas de: Sudamérica, Nazca, Caribe, Cocos, Scotia, Altiplano, Andes del
norte y Panama; por tal motivo, se propuso la metodoloǵıa que consta de 4 fases:
adquirir datos de terremotos, algoritmo de placas tectónicas, análisis y propuesta
de nuevas variables y método Crisp-dm. En el desarrollo del modelo con Crisp-dm
se utilizó el Algoritmo Apriori en el software RStudio. Con el modelo se obtuvo 36
reglas de asociación con los parámetros de confianza igual a 1 y lift mayor o igual a
1.60, luego se realizó el ranking de las primeras 4 reglas o patrones frecuentes con
valor de confianza igual a 1 y lift igual a 1.65. Uno de los patrones es: “ existe p7 94h
=⇒ existe p7 120h ”, donde se podŕıa afirmar que si hoy ocurre un terremoto magni-
tud mayor o igual a 5 ML en la placa Sudamericana y si además ocurre en la misma
placa un terremoto magnitud mayor o igual a 5 ML en 94 horas, entonces ocurrirá
un terremoto de magnitud mayor o igual a 5 dentro de 120 horas en la misma placa
tectónica. La metodoloǵıa propuesta permitió encontrar patrones frecuentes en la
ocurrencia de terremotos y esto contribuye al estado de arte sobre la predicción de
terremotos.

Palabras claves: terremotos, mineŕıa de datos, reglas de asociación.
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Resumo

Os terremotos ocorrem em qualquer lugar e momento, as conseqüências estão
associadas a graus de intensidade na escala Richter, com magnitude maior ou igual
a 5 ML podem causar danos materiais e perdas humanas; como o maior terremoto
que ocorreu em Chile o 22 de Maio de 1960 conhecido como “o mega terremoto de
Valdivia”, com uma magnitude de 9.5 ML, houve 962 mortos e 1410 desaparecidos.
Este estudo tem como objetivo desenvolver uma metodologia e um modelo de mine-
ração de dados para encontrar padrões frequentes na previsão de terremotos usando
regras de associação. Para realizar este trabalho utilizou-se os dados do terremo-
tos ocorreram entre ano 2000 e 2009 as placas tectônicas de: Sudamérica, Nazca,
Caribe, Cocos, Scotia, Altiplano, Andes del norte y Panama; por tal motivo, y foi
proposta a metodologia composta por 4 fases: adquirir dados terremotos, algoritmo
de placa tectônica, análise e proposição de novas variáveis e método Crisp-dm. Na
elaboração do modelo com Crisp-dm foi utilizado o Algoritmo Apriori no software
RStudio. Com o modelo foram obtidos 36 regras de associação com os parâmetros
de confiança igual a 1 e lift maior ou igual a 1.60, depois foi fez um ranking das 4
primeiras regras ou padrões frequentes com valor de confiança igual a 1 e lift igual
a 1.65. Um dos padrão é: “ existe p7 94h =⇒ existe p7 120h ”, pode-se afirmar que
se hoje vou ocorrer um terremoto de magnitude maior ou igual a 5 ML na placa
de América do Sul e se vou ocorrer na mesma placa um terremoto de magnitude
maior ou igual a 5 em 94 horas então ocorrerá um terremoto de magnitude maior
ou igual a 5 ML em 120 horas na mesma placa tectônica. A metodologia proposta
permitiu encontrar padrões frequentes na ocorrência de terremotos e isso contribui
para o estado da arte na previsão de terremotos.

Palavras chaves: terremoto, mineração de dados, regras de associação.
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5.13. Fases de metodoloǵıas aplicadas a la predicción de terremotos. . . . . 80
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cas y periodo anterior a 24 horas. . . . . . . . . . . . . . . . . . . . . 85
5.35. Ejemplo de patrones frecuentes con confianza igual a 100 % . . . . . . 85
5.36. Matriz de puntos de reglas de asociación filtrado según la métrica Lift. 86

IX



Introducción

La ocurrencia de terremotos con magnitud mayor o igual a 5 ML pueden causar
pérdidas humanas y económicas, también daños materiales en cualquier lugar de la
tierra. Existen trabajos de investigación que realizaron estudios para predecir terre-
motos con la finalidad de tomar medidas preventivas con anticipación, el hecho de
anticipar la ocurrencia de un terremoto en pocos minutos seŕıa más que suficiente
para evitar pérdidas humanas. Zhang et al. (2019) en su estudio “Precursory Pattern
Based Feature Extraction Techniques for Earthquake Prediction” mencionan que la
predicción de terremotos es una tarea importante y compleja en el mundo real, y que
la precisión para predecir aún está lejos de ser satisfactoria debido a la deficiencia de
las técnicas de extracción de caracteŕısticas. Ikram and Qamar (2015) desarrollaron
un Sistema Experto basado en reglas de asociación para predicción de terremotos,
utilizó como parámetros de entrada latitud, longitud, magnitud y profundidad, este
sistema predice el próximo terremoto posible. Los avances cient́ıficos en el área de
Mineŕıa de Datos con el análisis de grandes cantidades de información en tiempo
real, facilitan enormes posibilidades para mejorar con exactitud la predicción de te-
rremotos a corto plazo.

El objetivo del presente trabajo de investigación es desarrollar una metodoloǵıa
para encontrar patrones frecuentes de datos en la predicción de terremotos utili-
zando Reglas de Asociación, para cumplir con este trabajo se plantea los siguientes
objetivos espećıficos: analizar las relaciones de los datos de espacio-temporales de los
terremotos, generar nuevos atributos (variables) en el catálogo de terremotos para
mejorar el nivel de confianza, desarrollar un modelo de mineŕıa de datos para en-
contrar patrones frecuentes, propuesta de un algoritmo para asignar el identificador
de la placa tectónica al catálogo de terremotos. Durante el desarrollo del modelo
se utiliza el Algoritmo Apriori con el lenguaje R y los datos de terremotos utiliza-
dos fueron los ocurridos entre los años 2000 y 2009, las placas tectónicas utilizadas
fueron: Sudamérica, Andes del norte, Caribe, Panamá, Cocos, Nazca, Altiplano y
Scotia, son placas que rodean a América del Sur.

Para llevar a cabo el estudio, el trabajo de investigación se ha estructurado en 4
caṕıtulos. En el caṕıtulo 1 se encuentra el planteamiento del problema, justificación,
objetivos y la contribución, seguidamente en el caṕıtulo 2 se describe los conceptos
relevantes y trabajos relacionados vinculadas a la investigación, en el caṕıtulo 4 se
aborda la descripción de la metodoloǵıa de investigación, luego en el caṕıtulo 5 se
encuentran los resultados y discusión de la experimentación. Finalmente se describe
las conclusiones y recomendaciones de la Tesis.
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Caṕıtulo 1

Planteamiento del problema

1.1. Situación problemática

La Real Academia de la Lengua Española (RAE) define al terremoto como “sa-
cudida violenta de la corteza y manto terrestre, ocasionada por fuerzas que actúan
en el interior de la tierra” también define como “conmoción ocasionada por un su-
ceso grave o inesperado”. Los terremotos ocurren en cualquier lugar y momento, la
consecuencia de los terremotos están asociados a los grados de intensidad en la esca-
la de Richter, esta escala controla la enerǵıa del terremoto en el lugar que ocurre y
continua una escala de intensidades que incrementa exponencialmente, la magnitud
en la Escala de Richter del terremoto fue ideada en 1935 por el sismólogo Charles
Richter. A continuación se muestra magnitudes y efectos de los terremotos según
escala de Richter (ML): “menos de 3.5 generalmente no se siente; 3.5 – 5.4 puede
generar daños menores; 5.5 – 6.0 ocasiona daños ligeros a edificios; 6.1 – 6.9 oca-
siona daños severos en áreas muy pobladas; 7.0 – 7.9 causa daños graves; 8 a más
destrucción total de comunidades cercanas” (Richter, 1935).

Estos terremotos a partir de magnitudes mayores a 5 ML pueden llegar a causar
pérdidas humanas y económicas, por ejemplo el terremoto de mayor magnitud que
ocurrió en Chile el 22 de mayo de 1960 conocido como “el megaterremoto de Valdi-
via” que fue con magnitud de 9.5 ML, tuvo una duración aproximada de 10 minutos,
los efectos fueron 962 muertos y 1410 desaparecidos, también fueron dañados algu-
nas ciudades cercanas al epicentro. Otro ejemplo en Perú el 15 de agosto del 2007
ocurrió el terremoto con magnitud 7.9 ML, el epicentro estuvo en la costa del Perú
en las ciudades Chincha y Pisco, el efecto que tuvo fue de 595 muertos, 2291 heridos
y 431000 personas quedaron afectadas. Por otro lado, también se tiene registrado el
terremoto de magnitud 9.3 ML que ocurrió el 26 de diciembre del 2004 en el Océano
Índico, conocido como “terremoto de Sumatra-Andamán” con epicentro en la costa
de Banda Aceh en Indonesia, el efecto que tuvo fue un tsunami que se su direc-
ción fue hacia el océano indico afectando páıses del sur y sureste asiático con más
de 150 000 personas muertas y un promedio de 90 000 personas muertas en Indonesia.

Con lo descrito anteriormente los terremotos que ocurren en la tierra suceden
sin previo aviso, estos causan pérdidas humanas y también perjuicio económico, sa-
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CAPÍTULO 1. PLANTEAMIENTO DEL PROBLEMA

lud e infraestructura, en algunos casos pueden llegar a destruir ciudades enteras en
segundos. Esto es un problema latente en la tierra y existe la necesidad de priori-
zar la pérdidas de vidas humanas; sin embargo, debido a estos sucesos han surgido
varios proyectos de investigación que intentan predecir la ocurrencia de terremotos
mediante el uso técnicas de aprendizaje automático utilizando el catálogo de terre-
motos (registro de terremoto magnitud, fecha, lugar, etc.) que son almacenados por
diferentes instituciones sismológicas con la finalidad de tomar medidas preventivas
con anticipación.

Los investigadores de esta área sueñan en predecir el terremoto como se predice
el tiempo (clima); sin embargo, el poder anticipar la ocurrencia de un terremoto
en pocos minutos seŕıa más que suficiente para evitar pérdidas humanas porque las
personas podŕıan buscar refugio para evitar mayores daños f́ısicos. El anunciar el
¿cuándo? y ¿dónde? ocurrirá un terremoto sin tener certeza podŕıa causar susto
en la población; por tal motivo, si alguien aún no tiene la seguridad o certeza que
ocurrirá un terremoto en algún lugar y no existe nivel de confianza alto no debe
anunciarlo.

1.2. Formulación del problema

A continuación se formula los siguientes problemas.

1.2.1. Problema general

¿Será posible encontrar patrones frecuentes de datos con información de placas
tectónicas, con su aplicación en la predicción de terremotos?

1.2.2. Problemas espećıficos

¿Será posible mejorar el nivel de confianza en la búsqueda de patrones frecuen-
tes al crear nuevos atributos o variables en el catálogo de terremotos?

¿Se podrá encontrar más de 2 patrones frecuentes con nivel de confianza mayor
a 80 % en el catálogo de terremotos?

1.3. Justificación

El terremoto registrado con mayor magnitud en la tierra es de 9.5 ML ocurrido el
22 de mayo de 1960, se tiene un registro de 962 muertos. Según la escala de Richter
los terremotos de magnitud mayor o igual a 5 ML pueden generar daños materiales
y como consecuencia podŕıa existir perdidas humanas. Science for a Changing World
(USGS) es un repositorio que registra los terremotos ocurridos en el mundo y sus
datos tienen acceso abierto, según USGS el 2018 ocurrió 1755 terremotos de mag-
nitud mayores a 5 ML en toda la tierra; por tal motivo, varios de estos terremotos
han generado la perdida de vidas humanas. Resulta especial el interés de identifi-
car cuáles son los patrones frecuentes o reglas de asociación de los terremotos con
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CAPÍTULO 1. PLANTEAMIENTO DEL PROBLEMA

magnitud mayores o iguales a 5 ML según los datos de las placas tectónicas de la
tierra, por medio de estos patrones se puede realizar una análisis para predecir la
ocurrencia del terremoto en un determinado periodo.

En la presente investigación surge la necesidad de predecir la ocurrencia de te-
rremotos basado en el análisis datos de espacio-temporales utilizando Reglas de
Asociación, en este trabajo se llega a utilizar la técnica de elementos frecuentes que
forma parte de las reglas de asociación en mineŕıa de datos por medio de esta técnica
se realiza la búsqueda de patrones frecuentes de terremotos con magnitud mayores e
iguales a 5 ML en el periodo de 7 d́ıas, cabe mencionar que estos datos de terremotos
son analizados antes del terremoto actual.

Con esta investigación se busca encontrar patrones frecuentes que permita prede-
cir situaciones de terremotos con magnitud mayor o igual a 5 ML que se presentarán
en las diferentes placas tectónicas que rodean a América del Sur; aśı mismo, encon-
trando los patrones se podŕıa llegar a evitar pérdidas humanas, también reducir las
pérdidas económicas y materiales.

1.4. Objetivos

Para el presente trabajo de tesis se plantea los siguientes objetivos.

1.4.1. Objetivo general

Este trabajo tiene como objetivo general desarrollar una metodoloǵıa para encon-
trar patrones frecuentes de datos, con su aplicación en la predicción de terremotos.

1.4.2. Objetivos espećıficos

Generar nuevos atributos o variables en el catálogo de terremotos para mejorar
el nivel de confianza en la búsqueda de patrones.

Desarrollar un modelo de mineŕıa de datos para encontrar patrones frecuentes
en el catálogo de terremotos.

1.5. Contribuciones

La contribución de la tesis se resumen en:

Una metodoloǵıa para encontrar patrones frecuentes o reglas de asociación en
el catálogo de terremotos.

Un algoritmo para asignar datos de placas tectónicas al catálogo de terremotos
inicial mediante las coordenadas geográficas de latitud y longitud según en el
lugar donde ocurrió el terremoto.
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Como producto de esta investigación se tiene un art́ıculo cient́ıfico con el t́ıtulo
“Searching for Association Rules to Forecast Earthquakes”, el cual fue acep-
tado y publicado en la 15a Conferencia Ibérica de Sistemas y Tecnoloǵıas de
Información realizado en Sevilla, España del 24 al 27 Junio de 2020.
DOI: https://doi.org/10.23919/CISTI49556.2020.9141075
Scopus: http://www.scopus.com/inward/record.url?partnerID=HzOxMe3b&
scp=85089026216
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Caṕıtulo 2

Marco teórico

2.1. Terremoto

Según la Real Academia Española define “el terremoto como sacudida violenta
de la corteza y manto terrestre, ocasionada por fuerzas que actúan en el interior de
la tierra”. Por otro lado Kanamori (2003) define que “un terremoto es una fractura
repentina en el interior de la tierra, junto con el temblor de tierra resultante; es un
proceso complejo de acumulación y liberación de estrés a largo plazo que se produce
en un medio altamente heterogéneo”.

Según Stein (2003) la sismoloǵıa se ha definido como el estudio de terremotos y
fenómenos asociados, o el estudio de ondas elásticas que se propagan en la tierra. Al
integrar técnicas y datos de la f́ısica, las matemáticas y la geoloǵıa, la sismoloǵıa ha
producido una imagen notablemente ńıtida del interior de la tierra que es un dato
primario para estudiar la formación y evolución de los planetas terrestres.

2.1.1. Escala

Los terremotos se pueden medir con la magnitud que es la cantidad de enerǵıa
liberada, por otro lado, también se mide por la intensidad que viene hacer el grado
de destrucción que causan en el área afectada.

2.1.1.1. Magnitud

“La magnitud del sismo es una medida de la enerǵıa liberada por él. Es una
medición instrumental y se calcula a partir del sismograma” (Garcia Reyes, 1998).
“La escala de magnitud fue originada en 1931 por K. Wadati, en Japón” (Wadati,
1931), y “desarrollada por Richter en 1935, en California” (Richter, 1935). Según
Garcia Reyes (1998) “la definición original de la magnitud de Richter, también co-
nocida como magnitud local (ML), no especifica el tipo de ondas a utilizar en la
determinación de la amplitud, pues simplemente indicaba que deb́ıa ser la mayor
amplitud”.

El servicio geológico de Estados Unidos (USGS) y el Instituto de Tecnoloǵıa de
California realizaron la clasificación de un terremoto según su magnitud de escala
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de Richter, a continuación se describe en la siguiente tabla 2.1.

Tabla 2.1: Clasificación de terremoto según magnitud de Richter
Magnitud Nombre Descripción Ocurrencia

menor a 3.0 Micro magnitud No son perceptibles 8000 por
d́ıa

3.0 - 3.9 Menor magnitud Perceptibles con poco
movimiento y sin daño

49000 por
año

4.0 - 4.9 Ligera magnitud Perceptibles con mo-
vimiento de objetos y
rara vez produce daño

6200 por
año

5.0-5.9 Moderada magnitud Puede causar daños
mayores en construc-
ciones débiles o mal
construidas

800 por
año

6.0-6.9 Fuerte magnitud Pueden ser destructi-
vos

120 por
año

7.0-7.9 Mayor magnitud Pueden ser destructi-
vos en zonas extensas

18 por año

8.0-9.9 Gran magnitud Catastróficos, provo-
cando destrucción to-
tal en zonas cercanas
al epicentro

1 por año

10 o + Magnitud épica Jamás registrado,
puede generar una
extinción local

nunca su-
cedió

2.1.1.2. Intensidad

Garcia Reyes (1998) define la intensidad de un sismo “Es una medida totalmente
subjetiva de los efectos que el sismo causa en un lugar determinado, se realiza por
medio de observadores, que se desplazan a las diferentes zonas afectadas por el sismo
y alĺı asignan la intensidad para cada sitio”. La escala más utilizada en el ámbito
mundial para describirla es la escala de intensidades de Mercalli modificada (IMM).

2.1.2. Epicentro

Según la Real Academia Española epicentro define como “centro superficial del
área de perturbación de un fenómeno śısmico, que cae sobre el hipocentro”. Por
otro lado podemos mencionar que el epicentro es el punto que posee las coordenadas
latitud y longitud en cualquier sitio dentro de la tierra, donde se genera el terremoto.
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2.1.3. Placas tectónicas

“Los continentes van a la deriva por la superficie de la tierra se introdujo a
principios del siglo XX. Esta propuesta contrastaba por completo con la opinión
establecida de que las cuencas oceánicas y los continentes son estructuras antiguas”
(Tarbuck, 2005). Por otro lado Tarbuck (2005) menciona que “en 1968 se unieron
los conceptos de deriva continental y expansión del fondo oceánico en una teoŕıa
mucho más completa conocida como tectónica de placas (tekton = construir)”.
La placas tectónicas están definidas por la teoŕıa compuesta de diferentes ideas que
vienen explicando el movimiento observado de la capa que se encuentra fuera de la
Tierra a través de mecanismos de subducción y expansión del fondo oceánico, al
mismo tiempo, genera primordiales rasgos geológicos de la tierra, como son: conti-
nentes, montañas y las cuencas oceánicas.

DeMets et al. (1990) describe las 14 placas tectónicas grandes denominado polos
NUVEL-1A los cuales son: Africa, Antarctica, Arabia, Australia, Caribbean, Cocos,
Eurasia, India, Juan de Fuca, Nazca, North America, Pacific, Philippine Sea, South
Americ. Por otro lado Bird (2003) basado el modelo PB2002 incluye 38 placas pe-
queñas, se menciona a continuación: “Okhotsk, Amur, Yangtze, Okinawa, Sunda,
Burma, Molucca Sea, Banda Sea, Timor, Birds Head, Maoke, Caroline, Mariana,
North Bismarck, Manus, South Bismarck, Solomon Sea, Woodlark, New Hebrides,
Conway Reef, Balmoral Reef, Futuna, Niuafo’ou, Tonga, Kermadec, Rivera, Gala-
pagos, Easter, Juan Fernandez, Panama, North Andes, Altiplano, Shetland, Scotia,
Sandwich, Aegean Sea, Anatolia, Somalia”. En total se tienen 52 placas tectónicas.
La distribución acumulativa de áreas para este modelo sigue una ley de potencia pa-
ra placas con áreas entre 0,002 y 1 esterlina. La salida de esta escala en el extremo
de la placa pequeña sugiere que es muy probable que el trabajo futuro defina placas
más pequeñas dentro de los orógenos (Bird, 2003).
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Figura 2.1: Las 52 placas del modelo PB2002 se muestran con colores contrastantes.
(Bird, 2003)

2.1.4. Predicción de terremotos

El planeta tierra se encuentra en constante movimiento; por esta razón existen
sismos/terremotos de diferentes magnitudes según la escala de Richter, muchos de
estos sismos tienen magnitudes micro o pequeñas que no podemos darnos cuenta;
cuando se habla de pronosticar o predecir terremotos debeŕıa existir una probabili-
dad alta de ¿dónde?, ¿cuándo? y ¿qué magnitud? va ocurrir algún terremoto, según
varias investigaciones y la revisión de la literatura todav́ıa no es posible pronosti-
car dicho evento; sin embargo, investigadores aún siguen trabajando para encontrar
algún método que permita predecir la ocurrencia de terremoto.

Según Lomnitz Aronsfrau (1990) manifiesta que “si la tierra estuviera hecha de
cristal y pudieramos observar directamente todos los procesos que ocurren en su in-
terior, cualquier hijo de campesino podŕıa aprender a predecir terremotos”, en este
art́ıculo Lomnitz Aronsfrau (1990) también menciona que investigadores cada vez
se van generando dudas a lo largo del tiempo sobre aspectos de predicción de terre-
motos tales como: sismos caracteŕıstico, vacancias śısmicas, predicción de Haicheng,
Shumagin, Oaxaca, estado de New York, Parkfield y otros.

Por otro lado; Barquero Picado and Climent Martin (2010) menciona que existen
varias ideas que se trataron respecto a la predicción de sismos por ejemplo: variacio-
nes meteorológicas, fuerza gravitacional, campo magnético e incluso ver comporta-
miento de animales previo suceso del terremoto. También describe que se realizaron
estudios aplicando otros métodos en esta área tales como: estudios, geodésicos, medir
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niveles de agua en pozos, variación de emisión de gas, campo magnético en la cor-
teza terrestre, estos métodos fuero aplicados en páıses de Japón, Estados Unidos y
Europa; sin embargo, todav́ıa no se tiene resultados finales. Aśı mismo Barquero Pi-
cado and Climent Martin (2010) manifiesta que existen investigadores que proponen
otras teoŕıas basado en modelos estad́ısticos con base de datos del historial śısmico
de un determinado lugar analizando periodos de tiempo y las veces que ocurrió el
terremoto.

En el trabajo de investigación de Tapia-Hernández (2013) clasifica dos categoŕıas
para pronosticar ocurrencia de terremotos estos son:

1. Precursores f́ısicos basados en observaciones directas: esta categoŕıa
esta compuesto por los siguientes métodos para predecir los terremotos; ob-
servaciones geoqúımicas, medición de gas radón, medición de otros gases y
observaciones geof́ısicas.

2. Precursores basados en patrones estad́ısticos: esta categoŕıa esta com-
puesto por los siguientes métodos para predecir los terremotos; brechas śısmi-
cas y probabilidad de ocurrencia.

2.1.4.1. Sustento cient́ıfico para predecir terremoto

Las investigaciones que se realizan para pronosticar el terremoto según Tapia-
Hernández (2013) manifiesta que al menos debe tener las siguientes caracteŕısticas:

Determinar el tiempo de la ocurrencia del terremoto; realizar mediante un
intervalo de tiempo demostrando la probabilidad.

Determinar el lugar o sitio donde ocurrirá el terremoto, incluyendo las coor-
denadas geográficas y profundidad.

Determinar la magnitud del terremoto.

Definir y justificar cient́ıficamente el método propuesto especificando el pro-
cedimiento que se debe seguir para predecir, que debe incluir proceso de la
experimentación desarrollada.

Definir el error esperado de la predicción.

Aśı mismo Kanamori (2003) se refiere a aspectos relevantes que debe tener toda
investigación para predecir terremotos, estos son:

Definir intervalo de tiempo.

Definir lugar del evento śısmico.

Definir magnitud del evento śısmico.

Nivel de confianza del pronóstico.

Estimar el nivel de incertidumbre cuando se realiza el pronóstico.
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2.1.4.2. Criterios para predecir terremotos

Para predecir la ocurrencia de un terremoto existen diferentes investigaciones que
consideran sus propios criterios en base a las variables de estudio. Ahora pasamos a
mostrar algunos criterios que utilizando en investigaciones para predecir terremotos y
también estos criterios forman parte de la investigación de Galbán-Rodriguez (2020).

1. Criterio intervalo de tiempo (Laboratorio de Ingenieŕıa Śısmica, 2015).

Inmediato: 0 a 20 segundos

Corto: horas a semanas

Intermedio: 10 a 30 años

Largo: más de 30 años

2. Criterio según área que se evalúa.

Local

Regional

Global

3. Criterio según técnicas aplicadas.

Teórica: predecir mediante concepción de eventos premonitores, aplicar
método matemático y estad́ıstico.

Instrumental: predecir mediante movimientos de placas tectónicas según
Sistema de Posicionamiento Global (GPS) y por medio de movimiento
śısmico del sismógrafo y acelerómetro.

Combinada: predecir mediante la combinación e la teoŕıa e instrumen-
tal mediante modelos matemáticos, estad́ısticos y geof́ısicos; por ejemplo
utilizar: redes neuronales, lógica difusa, mineŕıa de datos y modelo LGR
múltiple.

Según lo descrito anteriormente Galbán-Rodriguez (2020) manifiesta favorable-
mente la existencia de diferentes métodos o metodoloǵıas aplicadas por investigado-
res para predecir la ocurrencia de terremotos.

2.2. Mineŕıa de datos

La mineŕıa de datos es la aplicación de algoritmos espećıficos para extraer patro-
nes de datos. Por otro lado la mineŕıa de datos es un paso en el proceso KDD(Knowledge
Discovery in Databases) que consiste en aplicar el análisis de datos y algoritmos, en
condiciones aceptables limitaciones de eficiencia computacional, producen una nu-
meración particular de patrones sobre los datos (Fayyad et al., 1996).
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2.2.1. Objetivo

El principal objetivo de este proceso es la extracción de información desde un
conjunto de datos y transformarlos es un estructura entendible para su uso posterior.
“El fin ultimo de las distintas fases de preparación de los datos es poder aplicar
algoritmos de mineŕıa de datos” (Fayyad et al., 1996)

2.2.2. Clasificación

“Los algoritmos de mineŕıa de datos se clasifican en dos grandes categoŕıas su-
pervisadas o predictivas, y no supervisadas o de descrubrimiento de conocimiento”
(Weiss and Indurkhya, 1998).

2.2.2.1. Aprendizaje supervisado

Este tipo de aprendizaje “predicen el valor de un atributo (etiqueta) de un con-
junto de datos, conocidos otros atributos (atributos descriptivos). A partir de los
datos cuya etiqueta se conoce se induce una relación entre dicha etiqueta y otra se-
rie de atributos” (Moreno Garćıa et al., 2001). También Moreno Garćıa et al. (2001)
menciona que “esta forma de trabajar se conoce como aprendizaje supervisado y
se desarrolla en dos fases: Entrenamiento (construcción de un modelo usando un
subconjunto de datos con etiqueta conocida) y prueba (prueba del modelo sobre el
resto de los datos)”.

2.2.2.2. Aprendizaje no supervisado

Con este aprendizaje “se descubren patrones y tendencias en los datos actua-
les (no utilizan datos históricos). El descubrimiento de esa información sirve para
llevar a cabo acciones y obtener un beneficio (cient́ıfico o de negocio) de ellas” (Mo-
reno Garćıa et al., 2001).

2.2.3. Técnicas

Según Moreno Garćıa et al. (2001) las técnicas en mineŕıa de datos se clasifican
en base al aprendizaje supervisado y no supervisado, como se muestra en la siguiente
tabla 2.2.

Tabla 2.2: Clasificación de las técnicas de mineŕıa de datos
Aprendizaje no supervisado Aprendizaje supervisado

- Reglas de asociación - Series temporales

- Detección de desviaciones - Árboles de decisión
- Segmentación - Inducción neuronal
- Agrupamiento - Regresión
- Patrones secuenciales

Por otro lado Reyes (2009) menciona que las técnicas más utilizadas en mineŕıa
de datos son:
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Reglas de asociación

Redes neuronales

Árboles de decisión

Regresión

Patrones secuenciales

Naive Bayes

Series temporales

2.2.3.1. Reglas de asociación

Hipp et al. (2000) menciona que “la regla de asociación describe ocurrencias en-
tre elementos que aportan conocimiento sobre el sistema subyacente a un conjunto
de datos y pueden ser interpretados como implicaciones, de forma que la aparición
de uno ciertos elementos predice la ocurrencia del otro”.

Un ejemplo tradicional que frecuentemente es usado con está técnica es la de
una tienda, donde se analiza las compras de productos de la tienda, esto ayuda a
encontrar patrones de interés para descubrir que productos se venden juntos. Si una
cliente en su primera compra adquiere plátano, manzana y pan, para las siguientes
compras el vendedor tendrá conocimientos de que tiene que poner los productos
juntos, por que su tendencia del cliente será llevar uno o varios de los 3 productos
ofrecidos, en ese sentido el vendedor tiene en sus posibles aplicaciones: promocionar
productos, descuento especifico para un cliente, ordenar los productos, etc.

Una regla de asociación tiene una forma de X → Y , donde X e Y se definen
como una colección de uno o varios ı́tems por ejemplo {plátano, manzana, pan}. El
siguiente ejemplo representa una regla de asociación {plátano, manzana} → {pan}
donde plátano y manzana seŕıan denominados como antecedentes y pan denomi-
nado como consecuente.

1. Definición: Agrawal and Srikant (1995) el problema de las reglas de asociación
está definido por un conjunto de elementos I = {i1, i2, i3..., in} los cuales se
agrupan en transacciones T = {t1, t2, t3..., tn}, donde cada transacción contiene un
subconjunto de elementos de I. Por otro lado una regla de asociación {X} ⇒ {Y },
dondeX, Y ⊆ IyX∩Y = φ, cada regla esta compuesta de dos conjuntos disjuntos,
donde I es el antecedente y Y el consecuente.

2. Parámetros: A continuación se describe los parámetros que presenta las reglas
de asociación.

a) Ventana esta definido como el máximo de elementos para cada transición.

ventana = len(ti)
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CAPÍTULO 2. MARCO TEÓRICO

b) Soporte está definido como el valor de X con respecto al conjunto de tran-
sacciones T está dado por el radio del número de transacciones que contiene
el conjunto de elementos de X. Por otro lado el soporte también viene a ser la
frecuencia de itemset.

soporte(X) = NumTransacciones⊆X
NumTotalTransacciones

c) Confianza está definido por la proporción de transacciones que contienen
X ∪ Y con respecto al número de transacciones que contiene X.

confianza(X ⇒ Y ) = soporte(X∪Y )
soporte(X)

d) Lift se define como el radio del soporte observado a lo esperado si X y Y fuesen
independientes. En caso de tener un valor 1 quiere decir que los subconjuntos
X y Y son independientes, mientras que un valor mayor indican que están
positivamente correlacionados, caso contrario negativamente correlacionados.

lift(X ⇒ Y ) = soporte(X∪Y )
soporte(X)∗soporte(Y )

El lift también refleja el aumento dela probabilidad de que ocurra el conse-
cuente cuando nos enteramos de que ocurre el antecedente.

3. Técnica de mineŕıa de elementos frecuentes: Según Goethals (2005) está
técnica “determina la frecuencia de elementos en una base de datos, es una técnica
básica para multitud de tareas, incluyendo el descubrimiento de reglas de asocia-
ción, obtención de correlaciones, agrupamiento de datos y clasificación”. El autor
menciona que la motivación para buscar conjuntos frecuentes vino de la necesidad
de analizar los datos de transacciones de supermercados, es decir, para examinar
el comportamiento del cliente en términos de productos comprados.

Definición 1: La D viene a ser una base de datos transacciones sobre un conjunto
de elementos I, y O umbral de soporte mı́nimo (el valor mı́nimo de soporte para
identificar las reglas de interés). La colección de conjuntos frecuentes en D con
respecto a O es denotado por:

F (D,O) = {X ⊆ I|soporte(X,D) ≥ O}

Problema 1: (Mineŕıa de conjunto frecuentes) Dado un conjunto de ele-
mentos I, una base de datos de transacción D sobre I, y un umbral de soporte
mı́nimo O, encuentre F(D, O). En la siguiente práctica no solo nos centraremos en
el conjunto de F, sino también en el real soporte de estos conjuntos. Por ejemplo,
considere las bases de datos que se muestra en la tabla 2.3 sobre el conjunto de
elementos I = {cerveza, papas fritas, pizza, vino}

13
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Tabla 2.3: Base de datos de ejemplo D
id Conjunto de elementos

100 {cerveza, papas fritas, vino}
200 {cerveza, papas fritas}
300 {pizza, vino}
400 {papas fritas, pizza}

En la tabla 2.4 se muestra todo los conjuntos frecuentes de D con respecto a
un umbral de soporte mı́nimo igual a 1, su cobertura en D, más su soporte y
frecuencia. Por ejemplo: Se puede verificar que el elemento cerveza se encuen-
tra en los identificadores de los conjuntos de datos 100 y 200 (ver tabla 2.3) los
cuales forman parte de la cobertura, y el tamaño de soporte es 2, luego el valor
de frecuencia es 50 % luego de realizar la siguiente operación: (2/4)*100. Tenga
en cuenta que el problema de la mineŕıa de conjuntos es en realidad un caso es-
pecial de la mineŕıa de reglas de asociación, si nos dan un umbral de soporte O,
entonces cada conjunto frecuente X también representa lo trivial regla X ⇒ {}
que mantiene con 100 % de confianza.

Sin embargo, la tarea de descubrir todos los conjuntos frecuentes es bastante
desafiante. El espacio de búsqueda es exponencial en la cantidad de elementos
que se encuentran en la base de datos y estas tienden a ser dirigidas o masivas y
contienen millones de transacciones. Ambos estas caracteŕısticas hacen que valga
la pena buscar las técnicas más eficientes para resolver esta tarea.

Tabla 2.4: Conjunto frecuentes, su cobertura, soporte y frecuencia en D
Conjunto Cobertura Soporte Frecuencia

{} {100, 200, 300, 400} 4 100 %
{cerveza} {100, 200} 2 50 %
{papas fritas} {100, 200, 400} 3 75 %
{pizza} {300, 400} 2 50 %
{vino} {100, 300} 2 50 %
{cerveza,papas fritas} {100, 200} 2 50 %
{cerverza,vino} {100} 1 25 %
{papas fritas,pizza} {400} 1 25 %
{papas fritas,vino} {100} 1 25 %
{pizza,vino} {300} 1 25 %
{ceverza,papas fritas,vino} {100} 1 25 %

4. Algoritmos: los algoritmos más conocidos para mineŕıa de reglas de asociación
a partir de una base de datos son: Apriori (Agrawal and Srikant, 1995), Relim
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(Borgelt, 2005), Eclat (Zaki, 2000), FP-Growth (Han et al., 2004) y FIN (Deng
and Lv, 2014). A continuación se describe con más detalle el algoritmo Apriori.

a) Algoritmo Apriori
La idea principal del algoritmo apriori es encontrar conjuntos de elementos
frecuentes y con mayor frecuencia se utilizan en conjunto de datos masivos.

Agrawal and Srikant (1995) expresaron una propiedad fundamental al propo-
ner el algoritmo Apriori, en el cual se puede afirmar lo siguiente: todo sub-
conjunto de un conjunto de ı́tems frecuentes también va a ser un conjunto de
ı́tems frecuentes. Por este motivo, este algoritmo obtiene el primer lugar los
conjuntos de ı́tems frecuentes de tamaño 1, luego de tamaño 2 y aśı sucesiva-
mente hasta que no se encuentre más conjuntos.

El proceso del algoritmo Apriori es el siguiente (Li et al., 2012):

Paso 1: Establecer el soporte mı́nimo y la confianza de acuerdo con la
definición del usuario.

Paso 2: Construye el candidato 1-itemsets. Y entonces generar los con-
juntos frecuentes de tamaño 1 mediante la poda de algunos 1-itemssets
conjuntos de elementos si sus valores de soporte son inferiores a soporte
mı́nimo.

Paso 3: Unir los conjuntos de 1-itemsets frecuentes entre śı para construir
candidatos de conjuntos 2-itemsets y pasar algunos conjuntos de elementos
poco frecuentes de los 2 conjuntos de elementos candidatos a crear los 2-
itemsets frecuentes.

Paso 4: Repita los pasos igualmente paso 3 hasta que no haya más se
pueden crear conjuntos de elementos candidatos.

En el algoritmo 1 se muestra el pseudocodigo que ha sido propuesto por Agra-
wal and Srikant (1995).
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Algoritmo 1 Algoritmo Apriori

1: Input: T //conjunto de transacciones
2: Output: L //lista de patrones encontrados en los datos
3: L ← φ
4: for all t ε T do
5: for s = 1 to s ≤ |t| do
6: C ← {∀P : P ← {ij, ..., in} ∧ P ⊆ t ∧ |P | ← s} // candidate item-sets int

t
7: ∀P ε C, then support(P)←1
8: if C ∩ L 6= φ then
9: ∀PεL : PεC, then support(P)++

10: end if
11: L← L ∪ {C \ L} // include new patterns in L
12: end for
13: end for
14: return L

Por ejemplo, supongamos que se cuenta con un conjunto de transacciones, y
que cada una contiene ı́tems pertenecientes a un universo de solo 4 posibles, L
= {0, 1, 2, 3} (Harrington, 2012). Luego, en principio, para extraer los conjun-
tos frecuentes a partir de estas transacciones, por cada uno de los conjuntos
que es posible generar con este universo de 4 ı́tems posibles (llamados con-
juntos candidatos), se debe recorrer cada una de las transacciones, ver si la
transaccion satisface este conjunto, y de ser aśı incrementar un contador. Lue-
go de terminar este proceso para cada uno de los conjuntos posibles, se tendrá
el número de veces que cada uno de estos se encuentra dentro del conjunto de
transacciones, y teniendo el número total de estas, se puede obtener de forma
directa el soporte de estos conjuntos. Por ejemplo, en la figura 2.2 se observa
todos los conjuntos candidatos que se pueden generar a partir de L.

Figura 2.2: Grafo que muestra todos los conjuntos posibles generados a partir del
conjunto universo {0, 1, 2, 3}. (Harrington, 2012)
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El problema radica en que el número de conjuntos candidatos crece de manera
exponencial en el número de ı́tems del universo posible. En efecto, si el número
de ı́tems del universo es n, entonces a partir de este es posible generar 2n + 1
conjuntos. Por tanto, para un universo de 100 elementos, existen nada menos
que 1,26 ∗ 1030 conjuntos candidatos; y debe, por tanto, recorrerse el total de
transacciones este número de veces.

No obstante, es posible reducir el número de conjuntos candidatos utilizando
la propiedad de clausura descendiente de los conjuntos frecuentes, tambien
llamado principio Apriori. Esta propiedad asegura que si un conjunto dado es,
en efecto, frecuente, entonces necesariamente todos sus subconjuntos también
lo son. O, expresado de forma rećıproca, si un conjunto dado resulta no ser
frecuente, entonces necesariamente todos sus superconjuntos tampoco lo son.
Esta última expresión es la que resulta más relevante para nuestro caso. Esto
implica que luego de generar un conjunto candidato y verificar si es frecuente
verificando el número de transacciones que lo satisfacen, si se comprueba que
este conjunto no es frecuente (vale decir, no cumple con el requisito de soporte
mı́nimo), entonces necesariamente ninguno de los superconjuntos posibles que
lo contienen será frecuente, y por tanto no será necesario obtener sus soportes
correspondientes contando el número de transacciones que los satisfacen; como
se aprecia en la figura 2.3.

Esta propiedad permite reducir considerablemente el número de conjuntos
candidatos y, por tanto, optimizar el algoritmo final; ya que no será necesario
recorrer el total de transacciones tantas veces como se planteó originalmente.
Para poder utilizar esta propiedad y beneficiarse de la optimización correspon-
diente, es necesario generar los conjuntos candidatos comenzando por aquellos
que poseen menos elementos, y a partir de estos generar todos los supercon-
juntos posibles.

Figura 2.3: Grafo que muestra todos los conjuntos posibles generados a partir del
conjunto universo {0, 1, 2, 3}. (Harrington, 2012)
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2.2.3.2. Redes neuronales (RN)

Esta técnica de Inteligencia Artificial “es una herramienta de uso frecuente para
descubrir categoŕıas comunes en los datos, ya que son capaces de detectar y aprender
patrones complejos y sus caracteŕısticas. La caracteŕıstica principal de la RN es
trabajar con datos incompletos, incluso paradójicos” (Hernández Orolla et al., 2004).
Por otro lado mencionar que las redes neuronales son utilizados constantemente para
dar solución a problemas agrupamiento y clasificación, las redes neuronales tienes
muchas virtudes por tal motivo se utilizan de manera exitosa en diferentes ámbitos
sociales, académicos e cient́ıficos y tecnológico.

2.2.3.3. Árboles de decisión

Los árboles de decisión (DT, Decision Tree) es una de las técnicas más faciles
para realizar la clasificación. Entre los algoritmos más conocidos y muy difundidos
en métodos de aprendizaje automático son: J. Ross Quinlan ID3 y su sucesor C4.5
a partir de estos algoritmos nacieron muchos trabajos de investigación (Quinlan,
1993). En esta técnica un nodo representa una decisión, al mismo tiempo genera
varias reglas de clasificación de un determinado conjunto de datos y en cada regla
admiten atributos de tipo discreto y continuo.

2.2.3.4. Regresión

“En este caso el objetivo también es predecir un valor de salida a partir de un
patrón de entrada,pero dicho valor será numérico” (Draper and Smith, 1966). “El
análisis de predicción está relacionado con las técnicas de regresión. La idea de este
tipo de análisis es descubrir la relación entre variables ya sean independientes o
dependientes” (Reyes, 2009). A continuación se explica con un ejemplo: si las ventas
vendŕıan a ser la variable independiente, significa que las ganancias puede ser la
variable dependiente. Cuando se utiliza los datos registrados de ventas y ganancias
o beneficios, estas técnicas lineales o no lineales de regresión vendŕıan hacer una
curva que llegue a anticipar los beneficios futuros.

2.2.3.5. Patrones secuenciales

Agrawal and Srikant (1995) fue quien definió por primera vez el problema de
mineŕıa de patrones frecuentes, “según los autores una secuencia es una lista de
transacciones ordenadas temporalmente, no necesariamente consecutivas, que a su
vez pueden agrupar un conjunto de ı́tems. Estas secuencias corresponder a patrones
de comportamiento o tendencia de un individuo”.
“La mineŕıa de patrones secuenciales se aplica generalmente para el análisis del
comportamiento de compras de un cliente en una tienda, su aplicación tiene en dife-
rentes áreas: datos geográficos, datos de comunicación, ADN o estructuras genéticas
e imágenes de satélites” (Sunitha et al., 2014).

Las técnicas algoritmos que se aplican en este tipo de mineŕıa de datos son
altamente complejos y al mismo tiempo necesitan de un alto costo computacional,
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por eso la necesidad de desarrollar algoritmos con mayor eficiencia es cada vez es
más dif́ıcil. “Los principales aspectos que hay que tener en cuenta son el uso de
estructuras de datos óptimas para la representación de secuencias, los mecanismos
para reducir el conteo del soporte y minimizar el espacio de búsqueda del problema”
(Pei et al., 2004).

2.2.3.6. Naive bayes

Según Lowd and Domingos (2005) “se trata de una técnica que combina la clasifi-
cación y predicción, con el fin de construir modelos para predecir posibles resultados
a partir de asociaciones en los datos históricos”. El autor también afirma que los
modelos naive bayes se han utilizado ampliamente para clustering y clasificación. Sin
embargo, rara vez se utilizan para el aprendizaje probaĺıstico general e inferencia.

2.2.3.7. Series temporales

Esling and Agon (2012) manifiesta que el propósito de la mineŕıa de datos en
series temporales es tratar de extraer todo el conocimiento significativo a partir
de los datos. Los algoritmos de está técnica tendrán que coincidir con conjunto
de datos cada vez más grandes. El autor menciona que las tareas de consulta de
contenido, clustering, clasificación, segmentación, predicción, detección de anomaĺıas
y descubrimiento de motivos (encuentra subsecuencia).

2.2.4. Metodoloǵıa para mineŕıa de datos

Para implementar proyectos se requiere de una metodoloǵıa que permita obtener
un resultado de calidad, la elección de una metodoloǵıa va depender del contexto y
enfoque para su aplicación. Para el caso de proyectos en mineŕıa de datos la metodo-
loǵıa más usada y proporciona mejores resultados es CRoss Industry Standard
Process for Data Mining (CRISP-DM) fue plateada por Shearer (2000), a
continuación se describe las fases de esta metodoloǵıa.
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Figura 2.4: Una gúıa visual de la metodoloǵıa CRISP-DM. (Leaper, 2009)

1. Comprensión del negocio: conocer y entender el negocio, basado en la
recopilación de información para el planteamiento de objetivos y planificación
del proyecto. Los pasos a seguir son: “establecimiento de los objetivos del
negocio, evaluación de la situación, establecimiento de los objetivos de mineŕıa
de datos y generación del plan de proyecto” (Leaper, 2009).

2. Comprensión de los datos: conocer y entender los datos teniendo presente
los objetivos del proyecto. Los pasos a seguir son: “recopilación inicial de datos,
descripción de datos, exploración de datos y verificación de calidad de datos”
(Leaper, 2009).

3. Preparación de los datos: preparación del conjunto de datos, seleccionar
los atributos o variables que mejor calidad de datos posee. Los pasos a seguir
son: “selección de datos, limpieza de datos, construcción de datos, integración
de datos y formateo de datos” (Leaper, 2009).

4. Modelado: aplicación de las técnicas de mineŕıa de datos al conjunto de datos.
Los pasos a seguir son: “selección de la técnica de modelado, generar diseño
de prueba, configuración de parámetros del modelo y modelo de evaluación”
(Leaper, 2009).

20
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5. Evaluación: determinar si son útiles las necesidades del negocio al modelo
propuesto. Los pasos a seguir son: “evaluación de resultados, modelo aprobado
y determinar los siguientes pasos (lista posibles de acciones)” (Leaper, 2009).

6. Despliegue: explorar la utilidad de los modelos, integrar a las tareas que per-
miten tomar decisiones del negocio. Los pasos a seguir son: “planificación del
despliegue, planificación de la monitorización y del mantenimiento, generación
del informe final y revisión del proyecto” (Leaper, 2009).

2.2.5. Datos espaciales y temporales

En las siguientes secciones se mencionan los conceptos de datos que se consideran
durante el desarrollo del proyecto de investigación.

2.2.5.1. Datos espaciales

Los datos espaciales (con el término espacial se refieren a cualquier tipo de
espacio, no solo sobre el espacio sino también sobre la superficie de la Tierra) son
abundantes en muchos dominios de aplicación, las imágenes satelitales son ejemplos
claros para la utilización de datos espaciales. La información extráıda de una ima-
gen de satélite debe ser procesada con respecto a un marco de referencia espacial,
posiblemente la superficie de la tierra (Shekhar et al., 2005).

Por otro lado Shekhar et al. (2017) define la mineŕıa de datos espaciales como el
proceso de descubrir patrones no triviales, interesantes y útiles en grades conjuntos
de datos espaciales. Las familias de patrones espaciales más comunes son coubi-
caciones, zonas interactivas espaciales, valores at́ıpicos espaciales y predicciones de
ubicación. La detección de valores at́ıpicos espaciales es útil en muchas aplicaciones
de sistemas de información geográfica y bases de datos espaciales, incluidos los do-
minios de seguridad pública, salud pública, climatoloǵıa y servicios basados en la
ubicación. La predicción de ubicación puede proporcionar aplicaciones para predecir
los efectos climáticos de El niño en lugares de todo el mundo.

En tal sentido podemos mencionar que los datos espaciales tiene relación con
la información de la ubicación, es decir, los datos que tienen coordenadas latitud y
longitud en conjunto de datos geográficos.

2.2.5.2. Datos temporales

La extracción de datos temporales se refiere a la extracción de información abs-
tracta impĺıcita, no trivial y potencialmente útil de grandes colecciones de datos
temporales. Los datos temporales son secuencias de un tipo de datos primario, ge-
neralmente valores numéricos o categóricos y, a veces, información multivariada o
compuesta (Mamoulis, 2016b).
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Según Mamoulis (2016b) existen varias tareas de mineŕıa que pueden aplicarse
en datos temporales, la mayoŕıa de las cuales se extienden directamente desde las
tareas de mineŕıa correspondientes en los tipos de datos generales. Estas tareas son:

Clasificación y regresión (es decir, generación de modelos de datos predictivos).

Agrupación (es decir, generación de modelos de datos descriptivos).

Análisis de asociación temporal entre eventos (es decir, relaciones de causali-
dad).

Extracción de patrones temporales (modelos descriptivos locales para datos).

En tal sentido podemos mencionar que los datos temporales son datos en series
de tiempo, es decir, los datos se capturan a medida que pasa el tiempo. Estos datos
temporales son interesante porque es ilimitado, se desconoce el inicio y el momento
en que se detiene, algunos eventos se presentan antes que otros eventos en el tiempo.

2.2.5.3. Datos de espacio-temporales

Según Mamoulis (2016a) es la extracción de información abstracta impĺıcita, no
trivial y potencialmente útil de grandes colecciones de datos espacio-temporales se
conoce como extracción de datos espacio-temporales, por otro lado Mamoulis (2016a)
también menciona que existe dos clases de bases de datos espacio-temporales. La pri-
mera categoŕıa incluye secuencias con marca de tiempo de mediciones generadas por
sensores distribuidos en un mapa y evoluciones temporales de mapas temáticos (por
ejemplo, mapas meteorológicos). La segunda clase es mover bases de datos de objetos
que consisten en trayectorias de objetos (por ejemplo, movimientos de automóviles
en una ciudad).

En tal sentido podemos mencionar que los datos de espacio-temporales combinan
múltiples atributos como: latitud, longitud y tiempo, en unidades de medida que son
útiles para comprender el comportamiento. Se usa constantemente en mapas, existen
muchas aplicaciones que generan los datos. Por ejemplo, el cambio global en el clima,
el vuelo de un avión el globo terráqueo, la ocurrencia de un terremoto en algún lugar
de la tierra, para representar estos datos se utilizan datos espaciales (linea, punto,
poĺıgono).

2.3. Metodoloǵıas en la predicción de terremotos

La mineŕıa de datos se ha vuelto una área importante para descubrir conoci-
mientos a partir de conjuntos de datos (dataset), existen investigaciones que para
predecir o determinar la ocurrencia de terremotos aplican metodoloǵıas de mineŕıa
de datos (Crisp-dm o KDD) en algunos casos solo realizan procesos generales como:
tratamiento de datos y modelo predictivo; esto permite desarrollar diferentes pro-
cesos para encontrar los resultados planeados. A continuación describimos algunas
metodoloǵıas que se utilizan en otras investigaciones para pronosticar terremotos
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aplicando mineŕıa de datos.

En el trabajo de Vijayasankari and Indhuja (2018) denominado Earthquake
prediction based on spatio-temporal data mining aprproach, se aplicó la si-
guiente metodoloǵıa: cargar de datos, pre-procesamiento, partición de datos,
eventos para clasificación, búsqueda de elementos frecuentes y evaluación de
resultados.

En el trabajo de Hoque et al. (2020) denominado Earthquake magnitude pre-
diction using machine learning technique, se aplicó la siguiente metodoloǵıa:
descripción de catálogo de terremotos, calcular o determinar caracteŕısticas,
selección de caracteŕısticas, prueba del modelo, entrenamiento del modelo y
predicción del modelo.

En el trabajo de Yousefzadeh et al. (2021) denominado Spatiotemporally ex-
plicit earthquake prediction using deep neural network, se aplico la siguiente
metodoloǵıa: evaluar caso de estudio, selección de datos (catálogo de terremo-
tos), determinar variables dependiente e independiente, modelo predictivo y
evaluación.

En el trabajo de Marhain et al. (2021) denominado Investigating the applica-
tion of artificial intelligence for earthquake prediction in Terengganu, se aplicó
la siguiente metodoloǵıa: determinar área de estudio, selección de datos de
entrada, pre-procesamiento, dividir datos para prueba y entrenamiento, anali-
zar horizonte de tiempo, entrada de datos de estaciones, selección del modelo,
aplica modelo para aceleración y profundidad, evaluación de rendimiento y
análisis de sensibilidad.

2.4. Antecedentes

La ocurrencia de terremotos en la tierra está generando perdidas humanas, daños
de infraestructura, perdidas económicas. Por estas consecuencias mencionadas los
investigadores de diferentes áreas trabajan en la predicción de los terremotos para
tomar medidas de prevención. El trabajo de investigación de Rundle et al. (2005) de-
nominado “A simulation-based approach to forecasting the next great San Francisco
earthquake” en esta investigación mencionan que en 1906 ocurrió el gran terremoto
de San Francisco y que también se llegó a generar fuego que destruyó gran parte
de la ciudad. En este trabajo, se examinó los supuestos utilizados actualmente para
calcular la probabilidad de ocurrencia de estos terremotos. Uno de los resultados
obtenidos fue la examinación de estad́ısticas de la ocurrencia de un gran terremoto
en la falla norte de San Andrés en la región de la Bah́ıa de San Francisco mediante
el uso de simulaciones numéricas. Para estimaciones previas de peligro, solo se han
hecho estimaciones puramente estad́ısticas. El enfoque es análogo a las simulaciones
utilizadas para pronosticar el clima. Un ejemplo del tipo de declaración que se puede
hacer sobre el peligro śısmico es: existe un 5 % de probabilidad de que se produzca
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un terremoto con una magnitud mayor e igual a 7.0 en la falla de San Andrés cer-
ca de San Francisco antes de 2009 y un 55 % de probabilidad para 2054. Por otro
lado en investigador Huang (2015) realizo su investigación “Predicción del epicen-
tro de un gran terremoto en el futuro”, en este trabajo se menciona que teniendo
en cuenta que los datos de sismicidad están disponibles en todas partes pero los
datos de SES (Seismic Electric Signals) no lo están, es importante desarrollar un
enfoque para pronosticar el epicentro de un futuro EQ (Earthquakes) importante
solo a partir de datos de sismicidad. En esta investigación se propone un método
general para pronosticar el epicentro de un futuro terremoto importante a partir
del análisis de sismicidad en un dominio de tiempo natural (vea el procedimiento
dado en el rectángulo rojo discontinuo en la figura 2.5 ). Este nuevo procedimiento
se puede aplicar a otras áreas propensas a terremotos, por lo tanto, avanza nues-
tro conocimiento sobre la previsión de terremotos a corto plazo. Por supuesto, se
hacen muchas preguntas a cerca del pronóstico de ecualización práctico (la adver-
tencia anticipada de posible ecualización con suficiente precisión en tiempo, espacio
y magnitud para garantizar acciones que pueden preparar a las comunidades para
un posible desastre).

Figura 2.5: Procedimientos de investigación de SES y datos de sismicidad. (Huang,
2015)

Sin embargo, las investigaciones mencionadas anteriormente no especifican el uso
de datos masivos y técnicas de aprendizaje automático para la predicción de terre-
motos, pero si es importante dar a conocer que están trabajando en diferentes áreas
para predecir ocurrencias de terremotos.

Los patrones de mineŕıa de datos están cumpliendo un rol importante para rea-
lizar predicciones, y uno de los algoritmos que a través de la busqueda de elementos
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frecuentes se hace el hallazgo de patrones es el algoritmo Apriori Agrawal and Sri-
kant (1995) es una de las primeras propuestas inspirada en el concepto de encontrar
reglas de elementos frecuentes y con alta frecuencia se utilizan en conjunto de datos
masivos.

A continuación se describe investigaciones que tienen mucha relación en el uso
de mineŕıa de datos y aprendizaje automático para la predicción de terremotos.

Basado en las reglas de asociación cuantitiva el investigador Mart́ınez-Alvarez
et al. (2011) con su trabajo denominado “Computational Intelligence Techniques for
Predicting Earthquakes”, este trabajo “analiza y predice la ocurrencia de terremotos
bajo determinadas circunstancias, mediante la aplicación de dos técnicas clásicas:
reglas de asociación cuantitativas (QAR) y regresión”. Existen trabajos donde ma-
nifiestan que la cantidad de metaheuŕısticas y búsqueda de algoritmos relacionados
con reglas de asociación con atributos continuos es escasa. Los métodos utilizando
durante este trabajo fue las reglas de asociación, regresión basado en el algoritmo
M5P. En los resultados encontrados en la obtención de las reglas de asociación cuan-
titativas para el terremoto actual (Ma) dentro de las magnitudes comprendidas entre
4.4 a 6.2 se aprecia en la tabla 2.5.

Tabla 2.5: Reglas de asociación con consecuente Ma ∈ magnitud 4.4 a 6.2
Id Antecedente Conf.( %) Sop.( %) Lift
#1 ∆t ∈ [0,02, 0,08] ∧∆b ∈ [−0,16,−0,10] ∧Mp ∈ [3,0, 3,4] 75.0 5.7 12.4
#2 ∆t ∈ [0,00, 0,07] ∧∆b ∈ [−0,12,−0,05] ∧Mp ∈ [3,5, 4,9] 87.5 13.2 14.4
#3 ∆t ∈ [0,00, 0,33] ∧∆b ∈ [−0,11,−0,01] ∧Mp ∈ [5,0, 6,2] 80.0 7.6 13.2

En la tabla 2.5 muestra las mejores reglas obtenidas para terremotos grandes
Ma ∈ [4,4, 6,2]. Todas ellas comparten una caracteŕıstica común, y es que todas
presentan una disminución significativa negativa del valor b. Más aún, el parámetro
∆t es pequeño para todas las reglas, salvo para la #3, en la que permite intervalos
temporales de hasta 0.33. De los 53 terremotos que satisfacen que Ma ∈ [4,4, 6,2],
14 de ellos están cubiertos por las reglas #1, #2 y #3, lo que implica un soporte
de 26.4 %. Por otro lado, cabe destacar la alta confianza obtenida por todas ellas:
80.8 % en promedio.

Mart́ınez-Alvarez et al. (2011) concluye que al ser analizado datos relativos a te-
rremotos de dos áreas de la Peńınsula Ibérica de manera satisfactoria mediante dos
técnicas diferentes: QAR y el algoritmo M5P. En concreto, se han descubierto QAR
con una confianza del 83.0 % y un lift de 5.6 de media y se ha construido un árbol
de regresión con un error de 0.35. Ambas técnicas han descubierto la gran influencia
que el valor b tiene en la ocurrencia de terremotos, ya que se ha demostrado que su
variación junto con el tiempo transcurrido es útil a la hora de modelar terremotos de
diferente magnitud. Aśı, los patrones descubiertos antes de que un terremoto ocurra,
podŕıan ser útiles para futuras predicciones.

El trabajo realizado por Galán Montaño (2013) denominado “Metodoloǵıa pa-
ra el análisis de ocurrencias de terremotos de gran magnitud” tuvo como objetivo
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encontrar patrones y luego desarrollar modelos de comportamientos con datos tem-
porales que guarden relación cuando ocurre terremotos de magnitud mayor o igual
a 4, y una vez extráıda los patrones se utilizaron para predecir el comportamien-
to. “Los cient́ıficos acudieron en primer lugar a la sismoloǵıa, con la intención de
establecer patrones de los temblores que pudieran indicar si una falla se está mo-
viendo” (Galán Montaño, 2013). Sin embargo, en este estudio no han encontrado
distinguir las ondas de enerǵıa que vienen de los terremotos o posible movimientos
suaves (inofensivos) de la tierra.
Durante el proceso de investigación se utilizó la metodoloǵıa Knowledge Discovery
in Databases (KDD), donde en las primeras etapas realizo selección de datos de
terremotos, luego se paso al preprocesado de datos, y en otra fase trabajó en la apli-
cación de los algoritmos como: KNN vecinos cercanos, redes neuronales, J48, SVM
maquina de vectores de soportes. Dentro de las medidas de valoración se utilizaron
los parámetros de calidad true positive (TP), true negative (TN), false positive (FP)
y false negative (FN).

Durante la experimentación de su estudio obtuvo los siguientes resultados globa-
les: “cuando los terremotos son de magnitud 4 o 5, se puede clasificar con el algoritmo
de redes neuronales (ANN), ya que se tiene los datos balanceados y no hay problemas
en general se tiene una precisión de 60 % esto es buen clasificador” (Galán Montaño,
2013). En este trabajo también menciona que el fin fue indagar y dar a conocer la
importancia de Mineŕıa de Datos para predecir eventos o sucesos relacionados con
terremotos. En las pruebas se utilizaron nuevos indicadores de medición con refe-
rencia a sismos, mencionó que en ese tiempo no se utilizaron esos indicadores y que
no encontró en ninguna literatura existente hasta ese periodo. Esos indicadores se
basan en incluir el valor b como entrada hacia clasificadores(Galán Montaño, 2013).

Según Pita Mart́ın (2013) en su trabajo de investigación denominado “Una me-
taheuŕıstica para la extracción de Reglas de Asociación (RA). Aplicación de terre-
motos”, esta investigación forma parte de la disciplina de la Extracción Automática
de Conocimiento (Knowledge Discovery in Databases - KDD), también abarca en las
etapas Mineŕıa de Datos. El objetivo del trabajo de Mart́ın fue encontrar patrones
y también buscar relaciones en datos, eso permite el desarrollo de modelos donde el
conocimiento esta representado por las reglas de asociación. El proceso de extracción
de RA se basa en buscar relaciones relevantes, inesperadas en la variedad atributos
o variables de todo los datos. Estas reglas encontradas pueden llegar a servir para
decisiones posteriores en relación a este tipo de trabajos. “No existen muchos algo-
ritmos en la literatura para encontrar este tipo de reglas, la mayoŕıa de los trabajos
se basan en modificaciones del algoritmo Apriori y técnicas basadas en computación
evolutiva y además la mayoŕıa han sido aplicados con datos discretos” (Pita Mart́ın,
2013), por otro lado, hay variedad de bases de datos donde los datos son numéricas
como: series temporales en referencia a eventos de desastres naturales. Por otro lado
este mismo autor propone el algoritmo consta de las siguientes etapas:

Parte 1: “consiste en un formulario donde indicamos el número de atributos
con los que vamos a generar nuestras reglas a partir de la base de datos, aśı
como un rango de consecuentes de dichos datos con los que vamos a trabajar”
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(Pita Mart́ın, 2013). De tal forma que solo trabajaran en generar reglas cuyo
consecuente este en el intervalo marcado en el formulario. Se debe considerar
que no se puede indicar más variables que ya contienen nuestros datos.

Parte 2:“genera de manera aleatoria un número de reglas a partir de los datos
que tenemos en la base de datos. Optamos por generar las reglas de manera
aleatoria por el alto coste computacional que tendŕıa hacerlo con todas las
posibilidades” (Pita Mart́ın, 2013).

Parte 3: se determina medidas por cada regla y se llegan a generar variedad
de ficheros con el siguiente contenido: “número de reglas tratadas en total y
las medidas para cada regla. Las 10 reglas que obtengan la mejor puntuación
para el lift. Las 10 reglas que obtengan la mejor puntuación para la media de
todas sus reglas, una vez normalizado todas”(Pita Mart́ın, 2013).

Durante la experimentación del trabajo de Pita Mart́ın (2013) se obtuvo las reglas
de asociación compensada para terremotos de magnitud media. En este estudio se
utilizo el atributo de magnitud del terremoto actual (Mc) en el intervalo 3.5 a 4.4
que supone una magnitud media. Luego de realizar la ejecución del algoritmo 100
veces obtuvieron el siguiente resultado que se muestra en la tabla 2.6.

Tabla 2.6: Reglas de asociación compensadas con consecuente
Tiempo b-value Magnitud Confianza SopAC Lift Promedio
(0.004,0.096) (-0.024,-0.006) (3.900,4.200) 0.909 0.011 2.307 0.833
(0.024,0.118) (-0.066,-0.020) (3.500,4.700) 0.889 0.018 2.256 0.818
(0.010,0.070) (-0.047,-0.028) (3.200,4.600) 0.882 0.017 2.239 0.813
(0.007,0.039) (-0.008,-0.003) (3.500,3.700) 0.875 0.008 2.221 0.793
(0.005,0.045) (-0.065,-0.007) (4.300,5.100) 0.857 0.007 2.175 0.75
(0.005,0.187) (-0.049,-0.019) (3.200,4.600) 0.845 0.056 2.144 0.725
(0.006,0.074) (-0.048,-0.024) (3.400,3.900) 0.833 0.017 2.115 0.703
(0.018,0.020) (-0.026,-0.008) (3.400,3.900) 0.833 0.006 2.115 0.703
(0.001,0.227) (-0.009,-0.006) (3.900,5.900) 0.833 0.011 2.115 0.703
(0.003,0.013) (-0.005,0.001) (3.900,4.100) 0.833 0.006 2.115 0.703

Como se puede observar en la tabla 2.6 las reglas encontradas tiene confianza y
lift mayor a 2 esto manifiesta que son reglas de alto interés. En conclusión, “pode-
mos afirmar que si el b-value se mantiene más o menos constante, pero con un ligero
decremento, que el terremoto anterior tuvo una magnitud moderada y que el tiempo
transcurrido es de aproximadamente un mes” (Pita Mart́ın, 2013), por esta razón
hay la probabilidad de que el pronto terremoto que ocurra sea con una magnitud
entre 3.5 a 4.4 .

En los trabajos de investigación ya mencionados se puede apreciar que para la
predicción de terremotos se basan en las técnicas de Mineŕıa de Datos y Aprendi-
zaje Automático, sin embargo, los investigadores sigue trabajando para encontrar
patrones y lograr tener un 100 % de exactitud.
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En la búsqueda de la predicción de terremotos el siguiente trabajo de Ikram and
Qamar (2015) tiene la denominación “Developing an expert system based on asso-
ciation rules and predicate logic for earthquake prediction”, los sistemas expertos
(ES) son una rama de la inteligencia artificial aplicada. La idea básica detrás de ES
es simplemente que la experiencia, que es el vasto cuerpo de conocimiento espećıfi-
co de tareas, se transfiere de un ser humano a una computadora. ES proporciona
medios poderosos y flexibles para obtener soluciones a una variedad de problemas
que a menudo no pueden resolverse con otros métodos más tradicionales y ortodo-
xos. Por lo tanto, su uso está proliferando en muchos sectores de nuestra vida social
y tecnológica, donde sus aplicaciones están demostrando ser fundamentales en el
proceso de soporte de decisiones y resolución de problemas. Los profesionales del
terremoto durante muchas décadas han reconocido los beneficios para la sociedad
de las predicciones confiables del terremoto, pero las incertidumbres con respecto al
inicio de la fuente, los fenómenos de ruptura y la precisión tanto del tiempo como de
la magnitud de la ocurrencia del terremoto a menudo han parecido muy dif́ıciles o
imposibles de superar. Esta investigación propone e implementa un sistema experto
para predecir terremotos a partir de datos anteriores. Esto se logra aplicando la
mineŕıa de reglas de asociación en los datos de terremotos desde 1972 hasta 2013.
Estas asociaciones se pulen utilizando técnicas de lógica de predicado para dibujar
reglas de producción estimulantes que se utilizarán con un sistema experto basado
en reglas. El sistema experto propuesto fue capaz de predecir todos los terremotos
que realmente ocurrieron en un máximo de 12 horas.
A continuación en la figura 2.6 se muestra la arquitectura del sistema experto pro-
puesto. El sistema experto propuesto puede considerarse como que consta de tres
componentes básicos: una interfaz de usuario, un conjunto de reglas en la base de
conocimientos, un intérprete para las reglas y un motor de inferencia.

Figura 2.6: Arquitectura del sistema experto basado en reglas. (Ikram and Qamar,
2015)

El prototipo que se muestra en la figura 2.7 utilizando Java realiza predicciones
contra parámetros de entrada: latitud, longitud, magnitud y profundidad. Basado
en los parámetros de entrada, el sistema experto predecirá el próximo terremoto
posible.
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Figura 2.7: Prototipo de sistema experto que predice un terremoto. (Ikram and
Qamar, 2015)

Realizando una verificación de los terremotos con el conjunto de datos evaluados
efectivamente ocurrió un terremoto de magnitud 5 como se muestra en la figura 2.8,
esto hab́ıa sido evaluado por el sistema experto de la figura 2.7.

Figura 2.8: Lista de últimos terremotos de USGS marzo 2013. (Ikram and Qamar,
2015)

Zhang et al. (2019) realizó el trabajo de investigación “Precursory Pattern based
Feature Extraction Techniques for Earthquake Prediction” en este trabajo menciona
que la predicción de terremotos es una tarea importante y compleja en el mundo
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real. Aunque se han propuesto muchos métodos basados en la mineŕıa de datos para
resolver este problema, la precisión de la predicción aún está lejos de ser satisfacto-
ria debido a la deficiencia de las técnicas de extracción de caracteŕısticas. Para este
fin; en este documento proponen un método de extracción de caracteŕısticas basado
en patrones precursores para mejorar el rendimiento de la predicción de terremotos.
Especialmente, los datos śısmicos sin procesar se dividen en primer lugar en peŕıodos
de tiempo de d́ıa fijo, y la magnitud del terremoto más grande en cada peŕıodo de
tiempo fijo se etiqueta como choque principal. El patrón precursor es una parte de la
secuencia śısmica antes del choque principal, en el que las caracteŕısticas estad́ısticas
matemáticas existentes se pueden generar directamente como indicadores śısmicos.
Sobre la base de estas caracteŕısticas basadas en patrones precursores, se adopta un
algoritmo simple pero efectivo de árbol de regresión y clasificación (CART) para
predecir la etiqueta del choque principal en un peŕıodo de tiempo futuro predefini-
do. Los resultados experimentales en dos registros históricos de terremotos de las
zonas śısmicas Changding-Garze y WuduMabian de China demuestran la efectividad
de las caracteŕısticas basadas en patrones precursores propuestos con el algoritmo
CART seleccionado para la predicción de terremotos. En la siguiente figura 2.9 se
muestra los seis métodos de clasificación basados en el método basado en patrones
precursores y otros métodos de extracción de caracteŕısticas en el conjunto de datos
de Changding-Garze Zona śısmica en 5 veces la validación cruzada.

Figura 2.9: La precisión media y el MAUC. (Zhang et al., 2019)

De la figura 2.9, podemos observar que el método PNN obtiene la mejor precisión
en base a dos técnicas de extracción de caracteŕısticas de ĺınea de base, pero el
MAUC (Multi-Area Under Curve) de este algoritmo aún está lejos de ser satisfactorio
debido a un problema de desequilibrio de clase. Para MAUC, CART basado en
2016N obtiene el mejor valor de MAUC aunque su precisión es inferior a PNN. Sin
embargo, según el método de extracción de caracteŕısticas propuesto, el algoritmo
CART obtiene el mejor rendimiento tanto en precisión como en MAUC, es decir,
93.26 % y 80.84 % respectivamente cuando w se establece en 2. Además, para la
mayoŕıa de los métodos de referencia, su rendimiento mejora. Lo que puede validar
la efectividad de la técnica de extracción de caracteŕısticas propuesta. Por ejemplo,
la precisión de ANFIS ha mejorado de 83.10 % a 85.65 %, incluso si el MAUC tiene
una ligera cáıda.
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Hipótesis y variables

3.1. Hipótesis

3.1.1. Hipótesis general

Es posible encontrar patrones frecuentes de datos con información de placas
tectónicas, con su aplicación en la predicción de terremotos.

3.1.2. Hipótesis espećıficos

Si es posible mejorar el nivel de confianza en la búsqueda de patrones frecuentes
cuando se crea nuevos atributos o variables en el catálogo de terremotos.

Si se puede encontrar más de 2 patrones frecuentes con confianza mayor a 80 %
en el catálogo de terremotos.

3.2. Identificación variables e indicadores

En la presente investigación se trabaja con una sola variable de estudio esta es
Patrones Frecuentes o reglas de asociación y lo indicadores a evaluar son: nivel
de confianza y cantidad de patrones frecuentes.

31
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3.3. Operacionalización de variables

Tabla 3.1: Operacionalización de variables

Variable Definición Dimensión Indicador

Patrones
frecuentes

Son datos o elementos
que se presentan de
manera constante en
un conjunto de datos,
que a su vez
manifiestan alto nivel
de confianza.

Nivel de confianza Porcentaje

Número de patrones
frecuente

Cantidad
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Metodoloǵıa

El enfoque de investigación del presente trabajo es investigación cuantita-
tiva (Hernández-Sampieri, 2018), por que nos centramos en evaluar, interpretar,
describir, relacionar y explicar los objetivos que están planteados.

4.1. Tipo y alcance de investigación

4.1.1. Tipo de investigación

El tipo de investigación es Aplicada (Sampieri, 2014), debido a que este tra-
bajo se centra en la solución de problemas mediante la evaluación, comparación,
interpretación, establecer precedentes y determinar causalidades.

4.1.2. Alcance de investigación

El alcance es descriptivo (Sampieri, 2014) (Arainga, 2011) (Romero, 2014), está
investigación describe situaciones, contextos y sucesos explicando las caracteŕısticas
de las reglas de asociación que se encuentran para la predicción de terremotos.
Por otro lado; el diseño de investigación es no-experimental de tipo de estudio
transversal descriptivo porque la recolección de datos es en un solo momento con
una variable.

4.2. Método de investigación

El método de la investigación es deductivo.

4.3. Técnicas y recolección de información

La información que se recavará está basada en la técnica de análisis documen-
tal, debido a la que la información se encuentra en libros, art́ıculos y catalogo de
terremotos (digital).
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4.4. Procedimiento de la investigación

Para el procedimiento de este trabajo se utilizará el método cient́ıfico que es
planteado de la siguiente manera:

Análisis y estudio del problema

Revisión teórica

Definir enfoque para la implementación

Desarrollo de la metodoloǵıa y modelo de mineŕıa de datos

Experimentación

Discusión de resultados y análisis comparativo

Presentación del informe final y sustentación
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Resultados y discusión

En el presente caṕıtulo se describe la propuesta, experimentación, resultados y
discusión de la metodoloǵıa para encontrar patrones frecuentes en la predicción de
terremotos utilizando reglas de asociación.

5.1. Propuesta de la metodoloǵıa

En la presente investigación se propone la metodoloǵıa se consta de 4 fases: pri-
mero analizar y adquirir datos de terremotos, donde contiene diferentes variables de
terremotos ocurridos; segundo aplicar el algoritmo propuesto para asignar identifi-
cador de placa tectónica a cada terremoto ocurrido; tercero se realiza el análisis de
los datos temporales para generar nuevas variables y cuarto se utiliza algunas fases
y actividades de la metodoloǵıa CRoss Industry Standard Process for Data Mining
(CRISP DM).

Figura 5.1: Metodoloǵıa propuesta para encontrar patrones frecuentes de terremotos.

A continuación se describe las caracteŕısticas de cada fase:

1. Adquirir datos de terremotos: esta fase consiste en análisis y adquirir in-
formación de terremotos ocurridos que almacenan diferentes repositorios web.
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Determinar variables de estudio para pronosticar ocurrencia de terremo-
tos.

Analizar y seleccionar repositorios de terremotos.

Buscar y validar variables de estudio en los repositorios.

Seleccionar datos de terremotos ocurridos (periodo de tiempo, magnitud,
etc.)

Crear catálogo de terremotos (base de datos) con todas las variables de
estudio seleccionadas.

2. Algoritmo de placas tectónicas: esta fase consiste en asignar el identi-
ficador de la placa tectónica a los terremotos ocurridos, esto se realiza por
medio del algoritmo 2 propuesto, también el algoritmo puede asignar un pun-
to (latitud, longitud) hacia algún lugar (ciudad, región o páıs) donde ocurrió
un terremoto; pero el lugar debe tener sus datos de coordenadas en forma de
figura de un poĺıgono.

Tener variables de latitud y longitud en el catálogo de terremotos.

Tener base de datos con todos los puntos de coordenadas (latitud, lon-
gitud) de cada placa tectónica o coordenadas de un lugar en forma de
poĺıgono (ejemplo ver modelo PB2002 de Bird (2003)).

Aplicar el algoritmo 2

3. Análisis y propuesta de variables de estudio: esta fase consiste en ana-
lizar posibles nuevas variables con datos-temporales en periodos anteriores
respecto al último terremoto ocurrido en el catálogo de terremotos.

Convertir al formato correcto del tipo de datos para las variables: mag-
nitud (tipo de dato decimal), fecha y hora (tipo de dato datetime).

Generar la variable horas; los valores se obtiene en referencia los periodos
anteriores del último terremoto.

Proponer posibles nuevas variables al catálogo de terremotos: suma de
magnitudes, máxima magnitud y magnitud mayor o igual a 5 para cada
placa tectónica o lugar de evaluación (poĺıgono); todo esto analizando en
periodos anteriores respecto al último terremoto ocurrido.

4. Metodoloǵıa crisp-dm: en esta fase consiste aplicar la metodoloǵıa Crisp-dm
(Leaper, 2009) de mineŕıa de datos; solo considerar algunas fases y actividades
que son relevantes para este tipo de trabajos; a continuación se describe las
fases consideradas:

Comprender el proyecto: considerar actividades de objetivo del pro-
yecto y evaluar la situación de datos.

Comprender datos: considerar actividades de describir datos iniciales,
diccionario de datos y verificar calidad de datos.
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Preparar datos: considerar actividades de selección de datos, construc-
ción de datos y formato binario de datos.

Modelo: considerar actividades de selección de técnica de modelado,
desarrollo del modelo y resultados del modelo.

Evaluación: considerar actividades de evaluar resultados.

En referencia a la explicación de las caracteŕısticas por cada fase de la metodo-
loǵıa propuesta, se puede apreciar que la fase 1, 2 y 3 tiene actividades de análisis
y exploración de datos espećıficamente para terremotos ocurridos; esto va permitir
obtener la idea general de como estará compuesto nuestro catálogo de terremotos,
cada uno de las fases mencionadas tiene un proceso iterativo e interactivo; luego de
tener listo el catálogo de terremotos (base de datos) se debe aplicar la fase 4 para
todos los procesos o tareas de mineŕıa de datos basado en la metodoloǵıa Crisp-dm.

La diferencia respecto a otras metodoloǵıas descritas en la base teórica; esta pro-
puesta tiene un análisis y exploración de datos de terremotos previo a la aplicación
de alguna metodoloǵıa para mineŕıa de datos.

Luego de describir las caracteŕısticas de la metodoloǵıa propuesta ahora en las
siguientes secciones pasamos a desarrollar las actividades que se realizan en cada fase
para encontrar los patrones frecuentes de datos, con su aplicación en la predicción
de terremotos.

5.2. Adquirir datos de terremotos

Para en análisis y adquisición de información de los terremotos ocurridos en
diferentes lugares de la tierra, realizamos la búsqueda repositorios que almacenan
datos de terremotos. A continuación en la figura 5.2 se muestra las fuentes de datos
con variables de terremotos más relevantes.

Figura 5.2: Lista fuentes de datos de terremotos.

A partir de estas fuentes de datos se realizó análisis de variables que se requie-
re para este tipo de metodoloǵıa, según la figura anterior las variables que están
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marcadas con X significa que si tiene datos y el espacio en blanco significa que no
contiene datos de esa variable del terremoto. Las variables que se determinaron para
cumplir con el objetivo de la metodoloǵıa son: magnitud, latitud, longitud, fecha,
hora y profundidad.

La fuente de dato elegida fue ANSS (Advanced National Seismic System) es un
catálogo mundial de terremotos creado mediante fusión de catálogos maestros de
terremotos de las instituciones ANSS contribuyentes, esté catálogo de terremotos
tiene datos desde 1898 (NCEDC, 2014).

Figura 5.3: Formulario para obteción de datos de terremotos. (NCEDC, 2014)

Para la obtención del conjunto de datos de los terremotos, consideremos los
parámetros, eventos, formato del catálogo y limite de registros del formulario para
generar datos de salida. El limite de salida de los datos es 10 000 si excede se tiene
que separar las fecha de inicio y fin, luego unir ambos conjunto de datos.

5.3. Algoritmo propuesto para asignar placa tectóni-

ca a terremoto

5.3.1. Análisis para asignar el identificador de placa tectóni-
ca a un terremoto

En esta etapa se analiza las variables de datos espaciales latitud y longitud de un
terremoto, las variables mencionadas marcan un punto en algún lugar de la tierra,
por tal motivo, debe pertenecer a uno de las 52 placas tectónicas.
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Figura 5.4: Diagrama lógico para asignar placa tectónica a coodernadas latitud y
longitud de un terremoto.

En la figura 5.4 se muestra el diagrama lógico para determinar la placa tectónica
según los datos de latitud y longitud de un terremoto, como prioridad en la entrada
de datos debe contener latitud y longitud, luego el Algoritmo EMA (este algoritmo
asigna el identificador de la placa tectónica al terremoto) asigne los datos de la pla-
ca tectónica, la salida obtiene datos de latitud y longitud más el identificador de la
placa tectónica. Por ejemplo datos de salida: identificador 3, latitud 41.927, longitud
20.543 y el valor 3 pertenece a la placa Euroasiatica. Basado en el ejemplo anterior
ya podemos afirmar que un determinado terremoto pertenece a una placa tectónica.

El algoritmo ema es una propuesta para asignar el identificador de una placa
tectónica haćıa un registro del catálogo de terremotos, los datos de ingreso que
requiere es latitud y longitud del terremoto ocurrido.
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Algoritmo 2 Algoritmo propuesto
1: procedure pertenecePlaca(la,lo,placas) . Función para identificar si un terremoto

ocurrido pertenece a las coordenadas de una placa tectónica
. n es la cantidad de registros de las coordenadas de placas tectónicas

2: n ← placas.length
3: pertenece ← false
4: placala ← placas[0]
5: placalo ← placas[0]
6: for i to n do
7: punto2la ← placas[i mod n]
8: punto2lo ← placas[i mod n]
9: if lo > min(placalo, punto2lo) then

10: if lo ≤ max(placalo, punto2lo) and la ≤ max(placala, punto2la) then
11: if placalo 6= punto2lo then
12: rango← ((lo−placalo)∗ (punto2la−placala))/(punto2lo−placalo)+placala
13: end if
14: if placala = punto2la or la ≤ rango then
15: pertenece ← true
16: end if
17: end if
18: end if
19: placala ← punto2la
20: placalo ← punto2lo
21: end for
22: if pertenece is true then
23: return 1
24: else
25: return 0
26: end if
27: end procedure
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28: procedure asignaPlaca(la,lo,placas) . Función para asignar el número de placa tectónica
29: coordenadasPlacas ← [ ] . variable de tipo array
30: for i to placas.Length do
31: leerArchivo ← open(placas[i])
32: cabecera ← next(leerAchivo)
33: datoCabecera ← [ ]
34: datoCabecera.add(cabecera)
35: for lineas to leerAchivo do
36: for coordenadas to lineas.split(”, ”) do
37: datosP laca[ ]← float(coordenadas)
38: end for
39: end for
40: coordenadasP lacas.add(datosP laca)
41: if perteneceP laca(la, lo, coordenadasP lacas[i]) = 1 then
42: numeroP laca← Integer(datosCabecera[0])
43: break
44: end if
45: end for
46: return numeroP laca
47: end procedure
48: procedure main . lectura del catálogo de terremotos, programa principal
49: open(”catalogoTerremotos.csv”) as archivoTerremotos
50: lecturaTer ← csv.reader(archivoTerremotos)
51: open(”catalogoP lacas.csv”) as archivoP lacas
52: lecturaP laca← csv.reader(archivoP lacas)
53: for t to lecturaTer do
54: datosTerremoto[ ]← t
55: end for
56: for p to lecturaP laca do
57: placas[ ]← p
58: end for
59: for i to datosTerremoto.length do . imprimir catálogo de terremotos con el identificador

de la placa tectónica
60: placaId← asignaP laca(datosTerremoto[i][1], datosTerremoto[i][2], placas)
61: Escribir DateT ime, Latitude, Longitude,Depth,Magnitude, P laca, P lacaId
62: end for
63: end procedure

5.4. Análisis y propuesta de nuevas variables

5.4.1. Análisis de datos-temporales

En la tabla 5.1 se muestra 12 registros que son los terremotos ocurridos, pero esto
es solo un ejemplo de la forma estructural de datos para luego iniciar la generación
de nuevas variables. En el análisis anterior de la figura 5.4 se puede observar la forma
de asignar el identificador y nombre de placa tectónica a un determinado terremoto,
por este motivo, en la tabla 5.1 se muestra los datos asignados de placa tectónica.
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Tabla 5.1: Ejemplo de datos iniciales de terremotos con dato de placa tectónica
Id Nombre

placa
Id placa Fecha ho-

ra
Latitud Longitud Magnitud

1 Placa
Africana

4 1/1/2009
1:39

17.217 40.519 5

2 Placa
Norte-
america-
na

2 1/1/2009
2:54

80.851 -3.034 4.8

3 Placa
Sudame-
ricana

7 2/1/2009
3:56

-33.801 -72.721 4.6

4 Placa del
Pacifico

1 2/1/2009
5:01

-6.855 155.925 4.7

5 Placa del
Caribe

13 3/1/2009
5:37

19.04 -64.972 3.2

6 Placa del
Pacifico

1 3/1/2009
5:38

-11.659 166.753 4.7

7 Placa del
Caribe

13 4/1/2009
5:59

18.54 -64.372 3.1

8 Placa de
Nazca

9 4/1/2009
6:27

-34.84 -107.647 5.8

9 Placa del
Caribe

13 5/1/2009
8:22

19.425 -65.68 3.2

10 Placa del
Caribe

13 6/1/2009
8:24

18.586 -64.922 3

11 Placa del
Caribe

13 7/1/2009
9:06

19.333 -65.796 3.4

12 Placa
Norte-
america-
na

2 7/1/2009
9:44

14.727 -91.388 4.7

Los siguientes pasos que se explican a continuación permitirá generar nuevas
variables para el catálogo de terremotos.

Paso 1: De la columna fecha y hora si el tipo de dato es String, está variable
tiene que ser cambiado a tipo de dato DateTime, este formato permitirá obtener
la diferencia del tiempo en referencia a las fechas convertidas horas.

DateTime FechaHora = Convert.DateTime(FechaHora.String)

Paso 2: En este paso se tiene que generar una nueva variable Duración la
columna fecha y hora de tipo DateTime, ahora debe ser calculada en horas y minutos
respecto a la diferencia del ultimo terremoto ocurrido. En la figura 5.5 se muestra
la forma de como realizar la diferencia del tiempo en horas y minutos, básicamente
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CAPÍTULO 5. RESULTADOS Y DISCUSIÓN

es la diferencia del ultimo terremoto respecto a cada uno de sus anteriores.
La tabla 5.2 es un ejemplo donde se muestra el resultado del valor calculado en horas
y minutos respecto a los datos de la tabla 5.1.

Figura 5.5: Calcular el valor de duración para cada terremoto.

Tabla 5.2: Ejemplo entrada de datos de terremotos con variable duración.
Id Nombre

placa
Id placa Fecha hora Latitud Longitud Magnitud Duración

1 Placa
Africana

4 1/1/2009 1:39 17.217 40.519 5 152h 5m

2 Placa
Norte-
america-
na

2 1/1/2009 2:54 80.851 -3.034 4.8 150h 50m

3 Placa
Sudame-
ricana

7 2/1/2009 3:56 -33.801 -72.721 4.6 125h 48m

4 Placa del
Pacifico

1 2/1/2009 5:01 -6.855 155.925 4.7 124h 43m

5 Placa del
Caribe

13 3/1/2009 5:37 19.04 -64.972 3.2 100h 7m

6 Placa del
Pacifico

1 3/1/2009 5:38 -11.659 166.753 4.7 100h 6m

7 Placa del
Caribe

13 4/1/2009 5:59 18.54 -64.372 3.1 75h 45m

8 Placa de
Nazca

9 4/1/2009 6:27 -34.84 -107.647 5.8 75h 17m

9 Placa del
Caribe

13 5/1/2009 8:22 19.425 -65.68 3.2 49h 22m

10 Placa del
Caribe

13 6/1/2009 8:24 18.586 -64.922 3 49h 20m

11 Placa del
Caribe

13 7/1/2009 9:06 19.333 -65.796 3.4 24h 38m

12 Placa
Norte-
america-
na

2 7/1/2009 9:44 14.727 -91.388 4.7 0s
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Paso 3: Generar nueva variable denominado Horas donde representa el valor
en horas de cada terremoto, que viene hacer el resultado de convertir los datos de
la variable Duración en formato horas.

Horas = X : Minutos = Y
60min = 1Hora → Ymin = Xhoras

En referencia a la variable Duración se tiene calculado el número de horas solo
faltaŕıa convertir los minutos en horas utilizando la ecuación anterior con la técnica
de regla tres simple. Por ejemplo si se tiene 150 horas con 50 minutos.

Horas = 150 : Minutos = 50
60min = 1Hora → 50min = Xhoras

X = 0.83 horas

Por lo tanto el valor de la variable duración seŕıa 150 horas + 0.83 horas = 150.83
horas. Este ejemplo representa el terremoto 2 de la tabla 5.3 y esta misma lógica se
aplica para todo los terremotos.

Tabla 5.3: Ejemplo entrada de datos de terremotos con variable horas.
Id Nombre

placa
Id pla-
ca

Fecha ho-
ra

Latitud Longitud Magnitud Duración Horas

1 Placa Afri-
cana

4 1/1/2009
1:39

17.217 40.519 5 152h 5m 152.083

2 Placa
Norteame-
ricana

2 1/1/2009
2:54

80.851 -3.034 4.8 150h 50m 150.83

3 Placa Sud-
americana

7 2/1/2009
3:56

-33.801 -72.721 4.6 125h 48m 125.8

4 Placa del
Pacifico

1 2/1/2009
5:01

-6.855 155.925 4.7 124h 43m 124.72

5 Placa del
Caribe

13 3/1/2009
5:37

19.04 -64.972 3.2 100h 7m 100.11

6 Placa del
Pacifico

1 3/1/2009
5:38

-11.659 166.753 4.7 100h 6m 75.75

7 Placa del
Caribe

13 4/1/2009
5:59

18.54 -64.372 3.1 75h 45m 75.28

8 Placa de
Nazca

9 4/1/2009
6:27

-34.84 -107.647 5.8 75h 17m 49.36

9 Placa del
Caribe

13 5/1/2009
8:22

19.425 -65.68 3.2 49h 22m 49.36

10 Placa del
Caribe

13 6/1/2009
8:24

18.586 -64.922 3 49h 20m 49.33

11 Placa del
Caribe

13 7/1/2009
9:06

19.333 -65.796 3.4 24h 38m 24.63

12 Placa
Norteame-
ricana

2 7/1/2009
9:44

14.727 -91.388 4.7 0s 0.0
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Paso 4: Luego de obtener los datos para la variable Duración, ahora en este
paso número 4 se tiene que realizar el filtro de los registros de terremotos en referen-
cia a los 52 placas tectónicas y 15 periodos (un d́ıa hasta 6 meses), estos periodos
deben estar convertidos en horas. La figura 5.6 representa el proceso para filtrar los
registros del catálogo de terremotos. La primera iteración principal inicia desde el
conjunto de datos n (n es la cantidad de registros de terremotos), donde el primer
filtro es agrupar por el identificador de la placa tectónica iniciando con ID PLA-
CA = 1, seguidamente continua la iteración para filtrar los datos con el número de
horas iniciando desde horas = 24 (un d́ıa) hasta horas = 4320 (6 meses), luego
continua con ID PLACA = 2, aśı sucesivamente hasta llegar a ID PLACA =
52. Todo el proceso termina cuando el número de registros llega a n-(n-1).

En referencia a los pasos 1, 2, 3 y 4 se tiene la preparación de los datos para
generar las variables: suma de magnitudes, máxima magnitud y magnitud≥5 ML en
los periodos anteriores .

Suma de magnitudes: Sumar las magnitudes de los terremotos anteriores según
el filtro de datos como se muestra en la figura 5.6.

tn =
1∑

i≤n−1

magnitud; donde n es la cantidad de terremotos (5.1)

Máxima magnitud: Obtener el valor máximo de magnitud de los terremotos an-
teriores según el filtro de datos como se muestra en la figura 5.6.

tn = Maxi(magnitud); donde 1 ≤ i ≤ n− 1 (5.2)

Magnitud≥5: Asignar el valor 1 si existe un terremoto ≥ 5 ML sino el valor 0 para
los terremotos anteriores según el filtro de datos como se muestra en la figura
5.6.

if Maxi(magnitud) ≥ 5 then
existeterremoto ← 1

else
existeterremoto ← 0

end if

Por lo tanto para cada caso de las variables luego de generar se obtiene 780 nuevas
variables que es el resultado de multiplicar 15 periodos por 52 placas tectónicas.
En consecuencia de las tres variables generales se tendŕıa 780 x 3 = 2340 nuevas
variables para el catálogo de terremotos.
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5.5. Metodoloǵıa CRISP DM

5.5.1. Comprender el proyecto

5.5.1.1. Objetivos del proyecto

El objetivo principal es encontrar patrones frecuentes dentro del catálogo de te-
rremotos utilizando reglas de asociación, este catálogo es el conjunto de datos de
terremotos ocurridos entre los años 2000 hasta el 2009 en las placas tectónicas: Su-
damérica, Andes del Norte, Caribe, Panamá, Cocos, Nazca, Altiplano y Scotia, estas
son placas que rodean América del Sur. Los patrones encontrados serán identificados
según los periodos 1,2,3,4,5,6 y 7 d́ıas según la placa tectónica, esto podŕıa predecir
la ocurrencia de terremotos, y aśı se puede evitar perdidas humanas y daños mate-
riales. Según el objetivo, la razón por el cual se utiliza terremotos entre los años 2000
y 2009 es solo para evaluar la propuesta de encontrar patrones frecuentes, también
debido a que en ese periodo en Perú ocurrió uno de los terremotos más fuertes con
magnitud igual a 8 ML en la ciudad de Pisco. Las 8 placas tectónicas elegidas para
la evaluación es porque rodean todo el territorio Peruano y América del Sur, debido
a que en Perú ocurren terremotos constantemente.

Para poder lograr los objetivos de la investigación a continuación se formula los
objetivos de Mineŕıa de Datos.

Asignar nombre de placa tectónica a los terremotos ocurridos utilizando el
identificador de la placa tectónica.

Generar la variable si existe un terremoto magnitud mayor o igual a 5 ML,
asignando el valor de 1 (uno) si existe, caso contrario el valor de 0 (cero), para
los terremotos ocurridos en los periodos anteriores de cada terremoto.

Analizar y determinar el algoritmo de elementos frecuentes de reglas de aso-
ciación, para lograr determinar los patrones.

Desarrollar el modelo para encontrar patrones frecuentes utilizando reglas de
asociación.

Analizar y determinar los patrones frecuentes con niveles de confiabilidad altas.

5.5.1.2. Evaluación de la situación

Los datos masivos de terremotos es la clave para lograr encontrar patrones fre-
cuentes; por está razón, la fuente de datos elegida es ANSS (Advanced National
Seismic System) este catálogo mundial de terremotos fue creado mediante fusión de
catálogos maestros de terremotos de las instituciones ANSS contribuyentes, eliminan
información duplicadas del mismo evento, y tienen datos de terremotos desde 1898
(NCEDC, 2014).

Los datos de terremotos fueron obtenidos del 01/01/2000 hasta 31/12/2009 que
son 10 años. Estos datos permitirán realizar la experimentación de la metodoloǵıa
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propuesta en este trabajo de investigación, en donde las variables más importantes
son latitud (número real), longitud (número real), magnitud (número real), fecha y
hora (DateTime).

La propuesta metodológica y la experimentación normalmente es llevado por
profesionales especialistas en Big Data, Mineŕıa de Datos, Marchine Learning, Bio-
Informática, Análisis Algoritmos e Ingenieŕıa de Software. Debido a que en diferentes
casos se requiere de cada uno de ellos para obtener mejores resultados en la experi-
mentación y evaluación durante la investigación.

En las siguientes fases de la metodoloǵıa se utiliza los recursos de hardware y
software:

Software: Los software que se mencionan y describen a continuación son de versión
gratuita. 1) Notepad ++ para visualizar y editar los catálogos de terremo-
tos que se encuentra en formato csv (Comma-separated values). 2) Pycharm
Community para el algoritmo propuesto EMA que se desarrolla en lenguaje de
programación Python. 3) El sistema Historic ANSS Composite Catalog Search
para exportar el conjunto de datos de terremotos ocurridos. 4) Knime software
para el análisis de los datos 5) RStudio para la creación del modelo de mineŕıa
de datos.

Hardware: El recurso de hardware que se dispone es un ordenador personal con
las siguientes caracteŕısticas: procesador Intel Core i7 8va generación, tarjeta
de video Nvidia GeForce MX150, memoria ram 16GB y Disco Duro 512 GB
SSD.

En referencia a los objetivos del negocio los datos iniciales de evaluación de
terremotos son entre los años 2000 y 2009 que hacen un total de 10 años, pero si
más adelante deseamos evaluar con más años; por ejemplo: 50 años atrás, según las
caracteŕısticas del hardware utilizado el procesamiento de los datos seŕıa muy lento
lo cual tardaŕıa semanas hasta incluso meses en procesar dichos datos, en este caso
se debeŕıa buscar ordenadores con mucha más capacidad de procesamiento, como
mı́nimo 64 GB de memoria ram.

Herramientas: La herramienta utilizada en este proyecto es KNIME 3.7.2 y RStu-
dio, estos softwares se adaptan para cumplir con los requerimientos necesarios
para la creación del modelo de Mineŕıa de Datos.

Técnicas: El tipo de análisis que se va utilizar es descriptiva, dentro de este tipo
se encuentra la clasificación aprendizaje no supervisado con la técnica reglas
de asociación basado en mineŕıa de elementos frecuentes.

5.5.2. Comprender datos

En esta fase se realiza en análisis de los datos con las diferentes variables que
fueron recabados del repositorio de terremotos.
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5.5.2.1. Describir datos iniciales

Los datos utilizados en el proyecto son de los terremotos ocurridos del 01/01/2000
hasta 31/12/2009 con magnitud mayor o igual 3 ML, a partir de la magnitud 3 ML

los terremotos generan pocos movimientos pero no produce daños, también serán
utilizados las 52 placas tectónicas, 15 periodos (un d́ıa hasta 6 meses). A continuación
se mencionan las variables para cada uno de los conjuntos de datos.

Terremotos ocurridos: Las variables iniciales obtenidos del catálogo de terremo-
tos son: DateTime, Latitude, Longitude, Depth, Magnitude, MagType, NbS-
tations, Gap, Distance, RMS, Source y EventID, más información de estas
variables en la tabla 5.5.

Placas tectónicas: Las variables iniciales obtenidos son: identificador, nombre, ti-
po, tamaño km2 y abreviatura.

Periodos: Las variables obtenidos son: identificador, nombre, horas.

A continuación se detalla más el conjunto de datos de los terremotos ocurridos
entre 01/01/2000 hasta 31/12/2009 en las 52 placas tectónicas llegando aśı a una
cantidad de 177227 registros. Se realizó la exploración de los datos en referencias
a las variables: magnitud, profundidad y año, estos son indicadores relevantes para
identificar en que año probablemente se generó mayor daño en la tierra.

La figura 5.7 representa la cantidad de terremotos ocurridos en un determinado
año, se puede apreciar que el año 2008 tiene mayor ocurrencia de terremotos y el
año 2009 la menor cantidad de terremotos.

Figura 5.7: Número de terremotos ocurridos por año

La figura 5.8 muestra las magnitudes mayores de terremotos ocurridos en cada
año, se puede ver que cada año existen magnitudes mayor o igual a 7.7 ML. Entre
los años 2000 y 2009 el terremoto de mayor magnitud fue 9.0 ML grados en la escala
de Richter en el año 2004 - Indonesia.
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Figura 5.8: Máxima magnitud de terremoto ocurrido por año

La tabla 5.4 muestra la lista de terremotos ocurridos con menor profundidad en
cada año, el reporte de estos datos permite analizar el siguiente caso, mientras sea
menor la profundidad y una magnitud mayor o igual a 5 ML, mayor será el daño
que cause sobre la tierra, el terremoto número 10 de la tabla 5.4 cumple con este
caso de análisis.

Tabla 5.4: Profundidad mı́nima del terremoto con el valor de magnitud
Orden Fecha ho-

ra
Latitud Longitud Magnitud Profundidad

1 27/05/2000
13:14

36.067 -117.643 3.12 -1.57

2 17/07/2001
15:00

36.0307 -117.8878 3 -1.57

3 19/09/2002
22:47

38.8243 -122.8342 3.02 -0.57

4 22/02/2003
12:23

34.3403 -116.8525 3.09 -1.57

5 01/01/2004
09:00

35.6303 -117.5777 3.2 -0.86

6 23/02/2005
21:57

40.2688 -121.1905 3 -2.08

7 24/02/2006
23:54

40.2297 -121.1673 3.17 -2.1

8 08/07/2007
07:27

34.8652 -119.6808 3.74 -1.32

9 02/05/2008
04:03

35.4758 -118.4178 3.45 -1.34

10 03/10/2009
01:16

36.391 -117.8608 5.19 -1.77

50
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5.5.2.2. Diccionario de datos

Los datos de terremotos obtenidos se encuentran en formato CSV (Comma-
separated values). La tabla 5.5 representa las variables iniciales del catálogo de
terremotos, estás variables son obtenidas del Sistema Historic ANSS Composite Ca-
talog Search (ver figura 5.3). Por otro lado, la tabla 5.6 tiene información de variables
que fueron obtenidas del modelo PB2002 (ver sección 2.1.3), el equipo de investiga-
ción definió los nombres de variables a los datos del modelo PB2002. Por otro lado,
las variables y datos de la tabla 5.7 fue definido por el equipo de investigación según
en análisis para lograr predecir un terremoto con anticipación.

Por esta razón las tablas 5.5, 5.6 y 5.7 almacenan datos de entrada con diferentes
caracteŕısticas, cada uno de ellas serán usadas en el desarrollo del modelo para
encontrar patrones frecuentes.

Tabla 5.5: Variables Iniciales del catálogo de terremotos
Variable Tipo de

dato
Descripción

DateTime DateTime Representa el dato de fecha y hora de cuando ocu-
rrió el terremoto

Latitude Float Representa el punto x = latitud de lugar donde
ocurrió el terremoto. Positivos son del norte y ne-
gativos del sur.

Longitude Float Representa el punto y = longitud de lugar don-
de ocurrió el terremoto. Positivos son del este y
negativos del occidente

Depth Float Representa el dato de la profundidad en kilómetros
Magnitude Float Representa la magnitud del terremoto ocurrido
MagType String Es el tipo de magnitud magnética, los más utili-

zados son: Mw, Ml, Mlt, MLn, MLn, MLm, MLb
magnitudes locales de Richter

NbStations Integer Representa el número de estaciones utilizadas para
calcular la ubicación

Gap String La brecha azimutal de la solución de hipocentro en
grados

Distance Float La distancia a la estación más cercana utilizada
para crear la ubicación en kilómetros

RMS Float El tiempo de viaje residual, Esencialmente, es un
medida de qué tan bien se encuentra el evento más
pequeño es mejor

Source String La fuente de informes para la solución (es decir,
qué organización es responsable de la solución)

EventID Integer Identificador interno para eventos
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Tabla 5.6: Variables del catálogo de placas tectónicas
Variable Tipo de

dato
Descripción

pla id Integer Representa el identificador de la placa
tectónica

pla nombre String Representa un nombre de las 52 placas
tectónicas

pla tipo String Representa el tipo de magnitud del terremoto
tiene como dato: mayor, menor, micro

pla tamanio km2 Float Representa el tamaño de las coordenadas de
la placa tectónica en kilómetros cuadrados

pla abreviatura String Representa la abreviatura del nombre de la
placa tectónica

Tabla 5.7: Variables del catálogo de periodos
Variable Tipo de

dato
Descripción

per id Integer Representa el identificador del cada periodo
per nombre String Representa un nombre de los 15 periodos
per horas Integer Representa las horas de cada uno de los nom-

bres de periodos

5.5.2.3. Verificar calidad de datos

Para analizar la calidad de los datos iniciales obtenidos evaluaremos mediante
los siguientes criterios:

Datos completos: se recaba toda la información relevante de las variables de cada
catálogo de terremotos, las variables Gap y Distance (ver tabla table:varterremoto)
se encuentra incompleto los datos dentro del catálogo de terremotos. Las va-
riables Gap y Distance en un primer análisis fueron quitadas.

Cumple con los objetivos: los datos iniciales obtenidos solo cumple con el obje-
tivo de asignar una placa tectónica a un determinado terremoto. Para cumplir
con los otros objetivos se considera las siguientes variables: fecha y hora, la-
titud, longitud y magnitud. En referencia a estas variables elegidas ahora se
tienen que generar nuevas variables utilizando el identificador de placa, nom-
bres de placas tectónicas y el catálogo de periodos.

Datos correctos o con errores: los registros de los catálogos tienen datos correc-
tos, la variable fecha y hora al momento de recuperar los datos es de tipo String,
para que pueda ser útil esta variable se tiene que convertir a tipo DateTime.
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Almacén de datos: los datos se encuentra en formato de texto plano CSV (Comma-
separated values), este tipo de archivo permite ser más ligero y utilizar en
diferentes plataformas. No se tiene ningún inconveniente para procesar este
archivo.

Mediante la explicación de los criterios anteriores se mejora la calidad de los
datos, todo el proceso de análisis se realizó en referencia a los objetivos planteados
en la presente investigación.

5.5.3. Preparar datos

Se tiene los datos iniciales de los terremotos ocurridos, sin embargo, aún falta
generar variables para mejorar los resultados de confiabilidad, por esta razón, a
continuación en los siguientes secciones se plantea nuevas variables para el catálogo
de terremotos, esto va permitir cumplir con los objetivos definidos.

5.5.3.1. Selección de datos

Para cumplir con los objetivos se consideran las siguientes variables iniciales del
catálogo de terremotos: fecha y hora, latitud, longitud, magnitud y profundidad,
luego se genera nuevas variables para el catálogo de terremotos. El total de registros
de terremotos ocurridos en las 8 placas tectónicas: Sudamérica, Andes del Norte,
Caribe, Panama, Cocos, Nazca, Altiplano y Scotia es de 33284, esta cantidad de
terremotos se encuentra entre las siguientes fechas 01/01/2000 hasta 31/12/2009.
También se consideran como datos, los periodos de un d́ıa hasta el séptimo d́ıa.
Los conjuntos de datos seleccionados con sus respectivas variables son:

Catálogo de terremotos: Las variables seleccionadas son: identificador terremo-
to, fecha y hora, latitud, longitud, magnitud y profundidad.

Catálogo de placas tectónicas: Las variables seleccionadas son identificador, nom-
bre, tipo, tamaño km2 y abreviatura.

Catálogo de periodos: Las variables seleccionadas son: identificador, nombre y
horas

El motivo de exclusión de algunas variables se debe a que no forman parte de
los objetivos planteados en la presente investigación.

5.5.3.2. Construcción de datos

Variable placa tectónica para terremotos: Para esta variable se utilizo el algo-
ritmo 2 y fue implementado en el lenguaje de programación Python. El proceso
principal es asignar el identificador de la placa tectónica a un determinado te-
rremoto según sus coordenadas latitud y longitud donde ocurrió el terremoto,
esto fue implementado en la fase 2.
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Figura 5.9: Puntos de las coordenadas de cada placa tectónica

La figura 5.9 representa las coordenadas de cada uno de las 52 placas tectónicas,
sin embargo, para la asignación de las placas tectónicas a los terremotos ocurridos se
utilizaron 8 placas que se mencionan en la selección de datos. El algoritmo 2 recibe
como datos de entrada los datos de terremotos pero la prioridad es latitud, longi-
tud y datos de placas tectónicas (identificador, nombre, abreviatura) cada placa con
todos sus valores de coordenadas según la figura 5.9, a partir de esto el algoritmo
identifica en cual de las placas tectónicas se encuentra el terremoto ocurrido según
la latitud y longitud. El resultado de variables y datos es de la siguiente manera:
ejemplo 1
fechatiempo,latitud,longitud,magnitud,profundidad,placaid
01/01/2000 01:19,41.927,20.543,4.8,10,3

La figura 5.10 es el modelo de nodos realizado en el software KNIME, esto permite
realizar la unión de los nombres de la placa tectónica (catálogo de placas tectónicas)
con los registros de los terremotos como se muestra en el ejemplo 1.
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Figura 5.10: Asignar nombre de placa tectónica a un terremoto

Por otra lado, la figura 5.11 representa el resultado de ejecutar el modelo de
la figura 5.10. Se puede ver 9 columnas con los siguientes nombres: identificador
(id de placa tectónica), placa tectónica (nombre), datetime (fecha y hora), date
(fecha), time (hora), latitude, longitude, depth (profundidad) y mag (magnitud).
La importancia de este proceso es que cada registro de terremoto debe contener su
identificador y nombre de la placa tectónica según en que placa tectónica ocurrió el
terremoto en referencia a sus datos de latitud y longitud.
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CAPÍTULO 5. RESULTADOS Y DISCUSIÓN

Figura 5.11: Ejemplo registros de terremotos con nombre e identificador de placa
tectónica.

Para generar las nuevas variables (atributos) se utiliza dos conjuntos de datos
adicionales, estas son: catálogo de periodos y catálogo de placas tectónicas. El pro-
ceso que se realiza es la unión de estos dos catálogos con el catálogo de terremotos.

La figura 5.12 es el catálogo de periodos, tiene 7 registros cada uno convertido
en horas, utilizando la columna per horas se hace en análisis para calcular si existe
magnitudes mayores e iguales a 5 ML en periodos anteriores. Por otro lado, la co-
lumna per nombre tiene los siguientes datos: 24h (un d́ıa), 48h (dos d́ıas), 72h (tres
d́ıas), 96h (cuatro d́ıas), 120h (cinco d́ıas), 144h (seis d́ıas) y s1 (una semana).

Figura 5.12: Catálogo de periodos.

Las 8 placas tectónicas que se encuentran al rededor de América del Sur se
muestran en el siguiente catálogo de placas tectónicas, esta representado por la
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figura 5.13, la variable pla id es la variable que se utiliza para asignar en las nuevas
variables generadas de magnitud mayor o igual a 5 ML en periodos anteriores.

Figura 5.13: Catálogo de placas tectónicas.

La figura 5.14 es la representación del modelo para la preparación de datos fue
implementado en el software KNIME, esto permite generar nuevas variables a través
de los catálogos: terremoto, periodos y placas tectónicas, contiene nodos y cada uno
de ellos tiene una configuración distinta según a los requerimientos de entrada y
salida de datos. Existen dos cuadros vaćıos 1 y 2 marcados con borde de color rojo,
en cada uno de ellos se tiene que agregar nodos según las variables a generar.
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Para generar las siguientes variables adicionales al catálogo de terremotos se
requiere utilizar el modelo de preparación de datos que está representado en la
figura 5.14.

Variable existe magnitud≥5 ML de periodos anteriores: Para generar estas
variables se utiliza los nodos de la figura 5.15. El nodo GroupBy debe agre-
garse en el cuadro 1 de la figura 5.14 y luego en el cuadro 2 agregar el nodo
Java Snippet (simple), se asigna el valor 1 (si existe terremoto magnitud≥5)
ML y 0 ( no existe terremoto magnitud≥5) ML.

Figura 5.15: Nodos para generar variables si existe magnitud ≥5

La configuración del nodo GroupBy se encuentra en la figura 5.16, esto permi-
te agrupar las magnitudes, luego identifica la máxima magnitud en los periodos
anteriores para cada registro del terremoto, el inicio del la agrupación se realiza
desde el ultimo terremoto ocurrido.

Figura 5.16: Configurar nodo GroupBy de figura 5.15
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Por otro lado, la configuración de nodo Java Snippet(simple) se muestra en
la figura 5.17, se agrega el código fuente del lenguaje de programación Java
para validar y agregar el valor 1 si existe un terremoto de magnitud mayor o
igual a 5 ML en las agrupaciones que se realiza por cada periodo.

Figura 5.17: Configurar nodo Java Snippet(simple) de figura 5.15

El número de variables para este caso es el resultado de multiplicar 7 (periodos)
por 8 (placas tectónicas) que es igual a 56. La figura 5.18 representa el ejemplo
de 56 variables, existe terremoto de magnitud mayor o igual a 5 ML en el
periodo de 24 horas hasta el séptimo d́ıa. La asignación de nombres de variables
es de la siguiente manera: existe (representa si existe el terremoto de magnitud
mayor o igual a 5 ML, el valor puede ser 0 (cero) o 1 (uno)), p (placa), número
de 7, 9, 13, 14, 16, 20, 23 o 43 (identificadores de placas tectónicas que rodean
de América del Sur) y 24h hasta s1 - una semana (el periodo). Por ejemplo una
variable denominado es: existe p7 s1 y tiene la siguiente descripción: existe
significa que va existir un terremoto, p7 donde P es placa y 7 es el identificador
de la placa tectónica, s1 es semana uno o también en vez de s1 puede existir
con nombre 24h que significa 24 horas.
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Figura 5.18: Ejemplo de variables si existe magnitud mayor o igual a 5 ML de
periodos anteriores según placa la tectónica.

5.5.3.3. Formato binario de datos

Antes del desarrollo del modelo, para encontrar los patrones frecuentes se realizó
el análisis de las diferentes variables que se tienen en el catálogo de terremotos.
Para está primera propuesta y experimentación se busca encontrar los patrones en
referencia a las placas tectónicas de los terremotos ocurridos con magnitud mayor
o igual a 5 ML. Por ejemplo: existe terremoto p1 24h =⇒ existe terremoto p9 24h,
significa que, ocurrió un terremoto de magnitud mayor o igual a 5 ML en la placa 1
(Placa del Pacifico) entonces dentro de las 24 horas (24h) ocurrirá un terremoto de
magnitud mayor o igual a 5 ML en la placa 9 (Placa Nazca), en referencia al ejemplo
mencionado anteriormente se decidió utilizar las variables si existe terremoto de
magnitud≥5 ML en los periodos anteriores (ver figura 5.18 y 5.5), debido a que los
datos se encuentran asignados se encuentran en binario 0 y 1, esto permite utilizar
los algoritmos para patrones frecuentes. Se asigna el valor 1 si existe terremoto de
magnitud≥5 ML caso contrario el valor 0.

El conjunto de datos para ser procesado debe estar en el formato binario. La
figura 5.19 es un ejemplo de la forma de representación de los datos en binario. Este
conjunto de datos fue generado utilizando el modelo de la figura 5.14.

Figura 5.19: Ejemplo de los datos en binario.
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5.5.4. Modelo

En la presente fase se aplica técnicas de Mineŕıa de Datos acorde a lo propuesto
en los objetivos y los tipos de datos.

5.5.4.1. Selección de la técnica de modelado

Para la aplicación de las técnica de Mineŕıa de Datos se utiliza el software RStu-
dio mediante el lenguaje R, este lenguaje ofrece la función del algoritmo Apriori, el
algoritmo va permitir encontrar patrones frecuentes utilizando reglas de asociación
y ventaja es que trabaja con base de datos transaccionales grandes y las reglas re-
sultadas son fáciles de interpretar.

Para encontrar los patrones frecuentes se debe utilizar la libreŕıa Arules que
proporciona la infraestructura para representar, manipular, analizar los patrones
de los elementos frecuentes y reglas resultantes (Hahsler et al., 2005). También se
utiliza la libreŕıa ArulesViz que es una extensión de la libreŕıa Arules con varias
técnicas de visualización para Reglas de Asociación (Hahsler, 2017). Las dos libreŕıas
mencionadas se utilizan en el lenguaje R.

5.5.4.2. Desarrollo del modelo

El procedimiento que se utilizará para probar la calidad de los datos será las
medidas de soporte y confianza ambos con mayor e igual a 50 %. Las medidas son
calculadas automáticamente por el lenguaje R y la función Apriori.

Soporte está definido como el valor de soporte de X con respecto al conjunto
de transacciones T está dado por el radio del número de transacciones que contiene
el conjunto de elementos de X. Por otro lado el soporte también viene hacer la
frecuencia de itemset.

soporte(X) = NumTransacciones⊆X
NumTotalTransacciones

Confianza está definido por la proporción de transacciones que contienen X∪Y
con respecto al número de transacciones que contiene X.

confianza(X ⇒ Y ) = soporte(X∪Y )
soporte(X)

A continuación se presenta el plan de prueba para la generación de reglas de
asociación, los datos que se utilizan en esta prueba son los terremotos ocurridos el
año 2001, donde se consideran soporte y confianza mayor e igual a 50 %.
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Figura 5.20: Plan de prueba de reglas de asociación con RStudio.

La figura 5.20 representa el algoritmo para generar las reglas de asociación basado
en el algoritmo Apriori. Primero se lee la información en binarios, esta información
es la base de datos de los terremotos ocurridos con magnitud mayor o igual a 1 (ver
figura 5.19), luego los datos léıdos se convierten en matriz con la función matrix
del lenguaje R, la nueva matriz se convierte en base de datos transaccional y luego
es enviado el conjunto de datos a la función del algoritmo Apriori ingresando los
parámetros de soporte y confianza, por último se pasa a mostrar y generar las reglas
de asociación.

La figura 5.21 es el resultado de ejecutar el plan de prueba, la columna lhs es la
presentación de antecedente y columna rhs representa la consecuencia, cada regla
son su respectivo soporte, confianza y lift.

Figura 5.21: Resultado del plan de prueba de reglas de asociación con RStudio.

En esta fase se ejecuta el modelo del plan de prueba la figura 5.20 para cada con-
junto de datos de terremotos ocurridos entre los años 2000 hasta 2009 en las placas
tectónicas: Sudamérica, Andes del Norte, Caribe, Panamá, Cocos, Nazca, Altiplano
y Scotia.
La tabla 5.8 describe la función (acción) que realiza cada ĺınea de código del modelo
de la figura 5.20 que es ejecutado en el software RStudio.
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Tabla 5.8: Construcción del Modelo en RStudio.

Ĺınea de código fuente Descripción
library(arulesViz) Libreŕıa para visualizar diagramas de reglas

de asociación.
library(arules) Libreŕıa para generar elementos frecuente y

reglas de asociación.
url.data ← “terremoto2001.csv” Ruta para leer el archivo de los datos.
dsap ← read.csv(url.data) Lectura de los datos de cada terremoto ocu-

rrido.
ds ← as.matrix(dsap) Convertir en matriz los datos recuperados.
ds ← as(ds,“transactions”) Convertir en formato de transacciones los da-

tos de la matriz.
reglas ← apriori(ds, parame-
ter=list(support=0.50, confidence
= 0.50))

Generar las reglas de asociación con cofianza
= 0.50 y soporte = 0.50.

reglas ← sort(reglas, by=“lift”) Generar las reglas de asociación con valores
de lift.

print(reglas) Imprimir la cantidad de reglas obtenidas
inspect(reglas) Mostrar el cuadro de las reglas de asociación

con su valores soporte, confianza y lift.

5.5.4.3. Resultados del modelo

En la tabla 5.9 se muestra la cantidad de reglas de asociación generadas mediante
el modelo de la tabla 5.8 por cada año con sus respectivas cantidades de registros
procesados. En total se tiene 458 reglas de asociación generados por el modelo basado
en el algoritmo Apriori. El parámetro utilizado para obtener cada uno de las reglas
fueron confianza = 0.50 y soporte = 0.50.
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Tabla 5.9: Cantidad reglas de asociación generadas por el modelo.
Año Cantidad de registros Cantidad de reglas de

asociación
2000 2457 1
2001 3748 12
2002 3396 32
2003 3258 32
2004 2790 12
2005 3423 32
2006 4287 32
2007 4065 192
2008 3677 32
2009 2183 81
total 33284 458

Cada punto de la figura 5.22 es la muestra de las 458 reglas de asociación con
su valor de confianza y soporte, la barra lift es la representación del interés de la
regla de asociación. Mientras el punto es más rojo significa que la regla es de mayor
interés. Se puede ver en la figura 5.22 que las reglas de mayor interés se encuentran
con confianza igual 1, soporte entre 0.55 y 0.65, el nivel de interés con valor de lift
mayor o igual a 1.60.

Figura 5.22: Matriz de puntos de reglas de asociación filtrado según la métrica Lift.
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Figura 5.23: Frecuencia relativa de los 10 primeros item frecuentes.

Los elementos frecuentes obtenidos mediante el algoritmo Apriori se muestra en
la figura 5.23, luego de obtener 458 reglas de asociación se hizo el filtro para mos-
trar las primeras 10 variables que tienen mayor frecuencia, la figura 5.23 muestra 3
variables más frecuentes con valor de frecuencia relativa de 0.6. estas variables son:
existe p7 s1, existe p7 120h y existe p7 144h, esto es un indicador donde las varia-
bles mencionadas podŕıan formar parte de las reglas de asociación de mayor interés.

Por otro lado la figura 5.24 es un grafo dirigido. Representa las 20 primeras re-
glas de asociación con mayor frecuencia. Mientras más rojizo es la regla significa que
tiene mayor interés. Por tal motivo, se puede apreciar que la regla 1, 2, 6, 7, 8 y 9
tiene color rojo y todos se dirigen a la variable existe p7 120h, significa que estas
reglas tiene como consecuente a existe p7 120h.
Las reglas mencionadas son: (Regla1 existe p7 120h =⇒ existe p7 144h, support =
0.573, confidence = 1, lift = 1.62) (Regla2 existe p7 120h y existe p7 s1 =⇒ exis-
te p7 144h, support = 0.573, confidence = 1 lift = 1.62) (Regla6 existe p7 96h =⇒
existe p7 120h, support = 0.533, confidence = 1, lift = 1.64) (Regla7 existe p7 96h
y existe p7 144h =⇒ existe p7 120h, support = 0.533, confidence = 1, lift = 1.64)
(Regla8 existe p7 96h y existe p7 s1 =⇒ existe p7 120h,support = 0.533, confiden-
ce = 1, lift = 1.64) (Regla9 existe p7 96h y existe p7 144h y existe p7 s1 =⇒ exis-
te p7 120h, support = 0.533, confidence = 1, lift = 1.64).
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Figura 5.24: Grafo dirigido con las 20 primeras reglas obtenidas en las reglas de
asociación.

La figura 5.25 representa las coordenadas paralelas de 20 reglas prioritarias según
los valores altos de lift. El ancho de la flecha es el soporte y la confianza es la inten-
sidad de color, respecto al eje X rhs es el consecuente y 1, 2, 3 son los antecedentes.
Según las flechas es probable que ocurra una de las reglas de asociación por la inten-
sidad de color de ambas. Mediante el análisis se observa quien tiene menor número de
variables seŕıa la regla de asociación de mayor interés, esta regla es existe p7 120h,
y se puede observar que coincide con el análisis y datos de la regla 6 de la figura
5.24.

También la figura 5.25 es la representación de coordenadas paralelas para las
20 reglas principales con valor de lift alto. Según las posiciones el número 3 es la
etiqueta más reciente y 1 es la etiqueta que se teńıa anteriormente. Observando
la fecha que se dirige hacia arriba muestra que si existe p7 s1 y existe p7 120h es
probable que ocurra un terremoto en existe p7 96h .
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Figura 5.25: Diagrama de coordenadas paralelas de las etiquetas que permite llegar
al consecuente.

Por otro lado en la tabla 5.10 se muestra 36 reglas de asociación con valores de
soporte, confianza y lift respectivamente. De las 458 reglas, se realizó el filtro para
el valor de lift cuando sea ≥ 1.60, por esta razón se tiene 36 reglas y con valores de
confianza ≥ 0.87, mientras en lift sea mayor el interés es más frecuente.

Sin embargo, la tabla 5.11 muestra reglas de asociación que aparecen al menos
una vez entre los años 2001 - 2009 (9 veces). Pero la regla existe p7 144h =⇒
existe p7 s1 ocurre en los 10 años entre 2000 y 2009, esta regla se repite, este dato
puede ser un indicio para considerar como un patrón que frecuentemente ocurre.
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Tabla 5.10: Reglas de asociación con lift ≥ 1.60
Regla Soporte Confianza Lift

1 existe p7 96h =⇒ existe p7 120h 0.54 1.00 1.65

2 existe p7 120h =⇒ existe p7 96h 0.54 0.89 1.65

3 existe p7 96h,existe p7 144h =⇒ existe p7 120h 0.54 1.00 1.65

4 existe p7 120h,existe p7 144h =⇒ existe p7 96h 0.54 0.89 1.65

5 existe p7 96h,existe p7 s1 =⇒ existe p7 120h 0.54 1.00 1.65

6 existe p7 120h,existe p7 s1 =⇒ existe p7 96h 0.54 0.89 1.65

7 existe p7 96h,existe p7 144h,existe p7 s1 =⇒ exis-
te p7 120h

0.54 1.00 1.65

8 existe p7 120h,existe p7 144h,existe p7 s1 =⇒ exis-
te p7 96h

0.54 0.89 1.65

9 existe p7 96h =⇒ existe p7 120h 0.53 1.00 1.64

10 existe p7 120h =⇒ existe p7 96h 0.53 0.87 1.64

11 existe p7 96h,existe p7 144h =⇒ existe p7 120h 0.53 1.00 1.64

12 existe p7 120h,existe p7 144h =⇒ existe p7 96h 0.53 0.87 1.64

13 existe p7 96h,existe p7 s1 =⇒ existe p7 120h 0.53 1.00 1.64

14 existe p7 120h,existe p7 s1 =⇒ existe p7 96h 0.53 0.87 1.64

15 existe p7 96h,existe p7 144h,existe p7 s1 =⇒ exis-
te p7 120h

0.53 1.00 1.64

16 existe p7 120h,existe p7 144h,existe p7 s1 =⇒ exis-
te p7 96h

0.53 0.87 1.64

17 existe p7 120h =⇒ existe p7 96h 0.53 0.87 1.63

18 existe p7 120h,existe p7 144h =⇒ existe p7 96h 0.53 0.87 1.63

19 existe p7 120h,existe p7 s1 =⇒ existe p7 96h 0.53 0.87 1.63

20 existe p7 120h,existe p7 144h,existe p7 s1 =⇒ exis-
te p7 96h

0.53 0.87 1.63

21 existe p7 96h =⇒ existe p7 120h 0.53 1.00 1.63

22 existe p7 96h,existe p7 144h =⇒ existe p7 120h 0.53 1.00 1.63

23 existe p7 96h,existe p7 s1 =⇒ existe p7 120h 0.53 1.00 1.63

24 existe p7 96h,existe p7 144h,existe p7 s1 =⇒ exis-
te p7 120h

0.53 1.00 1.63

25 existe p7 120h =⇒ existe p7 144h 0.57 1.00 1.62

26 existe p7 144h =⇒ existe p7 120h 0.57 0.93 1.62

27 existe p7 120h,existe p7 s1 =⇒ existe p7 144h 0.57 1.00 1.62

28 existe p7 144h,existe p7 s1 =⇒ existe p7 120h 0.57 0.93 1.62

29 existe p7 96h =⇒ existe p7 120h 0.54 1.00 1.62

30 existe p7 96h,existe p7 144h =⇒ existe p7 120h 0.54 1.00 1.62

31 existe p7 96h,existe p7 s1 =⇒ existe p7 120h 0.54 1.00 1.62

32 existe p7 96h,existe p7 144h,existe p7 s1 =⇒ exis-
te p7 120h

0.54 1.00 1.62

33 existe p7 120h =⇒ existe p7 96h 0.54 0.87 1.62

34 existe p7 120h,existe p7 144h =⇒ existe p7 96h 0.54 0.87 1.62

35 existe p7 120h,existe p7 s1 =⇒ existe p7 96h 0.54 0.87 1.62

36 existe p7 120h,existe p7 144h,existe p7 s1 =⇒ exis-
te p7 96h

0.54 0.87 1.62
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Tabla 5.11: Reglas de asociación donde al menos se repite la regla una vez en cada
año.

Antecedente Consecuente Años
existe p7 120h,existe p7 144h existe p7 s1 2001,2002,2003,2004,

2005,2006,2007,2008,2009
existe p7 120h,existe p7 s1 existe p7 144h 2001,2002,2003,2004,

2005,2006,2007,2008,2009
existe p7 120h existe p7 144h 2001,2002,2003,2004,

2005,2006,2007,2008,2009
existe p7 120h existe p7 s1 2001,2002,2003,2004,

2005,2006,2007,2008,2009
existe p7 144h,existe p7 s1 existe p7 120h 2001,2002,2003,2004,

2005,2006,2007,2008,2009
existe p7 144h existe p7 120h 2001,2002,2003,2004,

2005,2006,2007,2008,2009
existe p7 144h existe p7 s1 2000,2001,2002,2003,

2004,2005,2006,2007,2008,2009
existe p7 s1 existe p7 120h 2001,2002,2003,2004,

2005,2006,2007,2008,2009
existe p7 s1 existe p7 144h 2001,2002,2003,2004,

2005,2006,2007,2008,2009

Durante la experimentación se procesó 33284 terremotos ocurridos en las placas
Sudamérica, Andes del norte, Caribe, Panamá, Cocos, Nazca, Altiplano y Scotia.
Para obtener las 458 reglas de asociación se consideró como parámetros y valor de
entrada soporte = 0.50 y confianza = 0.50, durante en análisis de los datos obtenidos
se tuvo 39 reglas que no tienen variables en antecedentes y donde sus valor de lift
(interés) es igual a 1, es muy bajo este valor para considerar como regla de interés,
porque mientras mayor sea el valor de lift existe mucha probabilidad de la ocurrencia
de esas determinaras reglas de asociación, sin embargo, al considerar valor el 0.50 de
confianza permitió obtener variedad de reglas y cumplir con los objetivos definidos.

Por otro lado para considerar un regla de asociación como un patrón frecuente
se debe considerar las reglas con valor de lift altos para este caso lift mayor o igual
a 1.60 y confianza mayor o igual a 0.80 que son valores razonables para determinar
si una regla es de interés, al ejecutar el modelo permitió obtener 36 reglas de aso-
ciación que cumplen con este criterio y al mismo tiempo cumple con los objetivos
de Mineŕıa de Datos.
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5.5.5. Evaluación

5.5.5.1. Evaluación de resultados

Luego de la experimentación y resultados obtenidos, podemos manifestar que
cumplió con los objetivos definidos dentro del Modelo de Mineŕıa de Datos pa-
ra encontrar los patrones frecuentes en la ocurrencia de terremotos según la placa
tectónica, a continuación se describe los resultados obtenidos para cada objetivo
definido.

1. Asignar el identificador y nombre de placa tectónica a un terremoto ocurrido: el
algoritmo denominado EMA fue implementado en el lenguaje de programación
Python, este algoritmo tiene como datos de entrada el conjunto de datos de
terremotos ocurridos, cada terremoto con su valor de latitud y longitud a
partir de estos valores se pudo ubicar el identificador de la placa tectónica,
las placas están representadas en la figura 5.9 y para asignar el nombre de la
placa tectónica se utilizó el software KNIME representado por nodos como se
muestra en la figura 5.10. Con lo mencionado y experimentado anteriormente
se logró cumplir con este objetivo.

2. Generar nuevos atributos para mejorar el nivel confianza en las reglas de aso-
ciación: para la generación de nuevos atributos o variables durante el desarrollo
de Mineŕıa de Datos se utilizo el modelo de la figura 5.14, este modelo esta
elaborado por medio de nodos en el software KNIME. Dentro del nodo Java
Snippet (simple) se agrego el algoritmo si existe un terremoto ocurrido con
magnitud ≥ 5 ML como se puede ver en la figura 5.17, para validar este al-
goritmo también se utilizó los catálogos de periodos y placas tectónicas. Esto
permitió generar 56 nuevas variables para cada terremoto ocurrido, los nom-
bres de variables se puede ver en la figura 5.18 y los datos para cada variable
se puede ver en el ejemplo de la figura 5.19. Con lo mencionado anteriormen-
te permitió cumplir con este objetivo, el único inconveniente fue el tiempo
de procesamiento por la gran cantidad de datos y nuevas variables par cada
terremoto ocurrido.

3. Analizar y determinar el algoritmo para generar reglas de asociación: durante
el análisis para generar el modelo que determine las reglas de asociación se
hizo varias pruebas, el primero fue utilizar el software KNIME con el nodo
Association Rule Learner (Borgelt), segundo utilizar el algoritmo Apriori de
Python con el IDE JUPYTER y tercero la libreŕıa RULES con el algoritmo
Apriori mediante el lenguaje R en RStudio. Al utilizar la primera opción hubo
problemas de compatibilidad durante la ejecución de múltiples datos y nunca
terminaba de procesar las reglas. La segunda opción procesó correctamente las
reglas de asociación pero no hubo tantas opciones para generar los diagramas
de las reglas de asociación que permitan hacer un mejor análisis y toma de
decisiones, al utilizar la tercera opción mediante el Lenguaje R en RStudio
se logró generar satisfactoriamente todas las reglas de asociación y también
los diagramas respectivos, esto ayudó a realizar mejor en análisis y tomar
mejores decisiones en la elección de las reglas de interés con valores de lift y
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confianza altas, no se tuvo inconveniente alguno. Durante la experimentación
se consideró los parámetros de soporte = 0.50 y confianza = 0.50 como datos
de entrada en el algoritmo Apriori (ver figura 5.20) logrando obtener 458 reglas
de asociación y 36 reglas de interés con lift ≥ 1.60 .

4. Analizar y determinar los patrones frecuentes con niveles de confiabilidad al-
tas: para lograr este objetivo se procesó 33284 registros de terremotos ocurridos
entre 2000 y 2009 en las placas tectónicas: Sudamérica, Andes del norte, Ca-
ribe, Panamá, Cocos, Nazca, Altiplano y Scotia, se logró obtener 36 reglas de
asociación con lift ≥ 1.60 y confianza ≥ 0.80 como se muestra en la tabla 5.10.
En referencia a estos parámetros de lift y confianza, también considerando los
resultados que se muestran en las figuras 5.22, 5.23, 5.24 y 5.25 podemos de-
terminar los siguientes patrones frecuentes con niveles de confianza y lift altas.
Confianza = 1 y Lift = 1.65
Patrón 1: existe p7 96h =⇒ existe p7 120h
Patrón 2: existe p7 96h,existe p7 144h =⇒ existe p7 120h
Patrón 3: existe p7 96h,existe p7 s1 =⇒ existe p7 120h
Patrón 4: existe p7 96h,existe p7 144h,existe p7 s1 =⇒ existe p7 120h

Estos son 4 patrones encontrados con confianza y lift más altos, estos patrones
podŕıan ser indicios que se podŕıa ocurrir un terremoto de magnitud mayor
o igual 5 ML, esto no implica que debemos obviar las 32 reglas de asociación
restantes porque estos también son importantes para el interés debido a que
tienen su valor de lift ≥ 1.60 .

5.5.5.2. Revisión del proceso

La experimentación realizada fue satisfactoria, se logró encontrar los patrones
frecuentes no hubo mayor complicaciones, el único inconveniente es la velocidad de
procesamiento, se tuvo que esperar varios d́ıas en procesar todo los conjuntos de
datos de terremotos para asignar los valores 0 o 1 con la condición de si existe o no
existe un terremoto con magnitud ≥ 5 ML en las 56 variables dentro de los 33284
terremotos ocurridos. El algoritmo Apriori en el lenguaje R tuvo un comportamien-
to adecuado, logró generar 458 reglas de asociación y consideramos 36 reglas de
asociación de interés que ahora se convertirán en los patrones frecuentes.

5.6. Patrones frecuentes

En la presente investigación se realizó la evaluación de los resultados obtenidos,
donde el objetivo primordial fue encontrar patrones frecuentes con datos de terre-
motos con de magnitud ≥ 5 ML respecto a placas tectónicas y periodo de tiempo,
estos datos fueron definidos y explicados en la sección de selección de datos e
integración de datos del presente trabajo.
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5.6.1. Patrones frecuentes encontrados

En referencia a los datos de terremotos ocurridos entre los años 2000 y 2009 con
magnitud ≥ 5 ML en las 8 placas tectónicas (Sudamérica, Andes del norte, Caribe,
Panamá, Cocos, Nazca, Altiplano y Scotia) y con periodo de tiempo (un d́ıa hasta
séptimo d́ıa), aplicando el método de reglas de asociación se obtuvieron 458 reglas
con confianza ≥ 50 %. Sin embargo, se realizó un análisis de valores de confianza y
lift para ver que patrones frecuentes tienen mayor probabilidad que ocurra algunos
de estos; por tal motivo, se hizo un filtro de datos con confianza ≥ 0.87 y lift ≥ 1.60
obteniendo 36 reglas frecuentes como se muestra en la tabla 5.12.

Analizando la tabla 5.12 se puede apreciar 4 patrones frecuentes en referencia a
los valores de confianza = 1.0 y lift = 1.65, los patrones son los siguientes:
Patrón 1: existe p7 96h =⇒ existe p7 120h
Patrón 2: existe p7 96h,existe p7 144h =⇒ existe p7 120h
Patrón 3: existe p7 96h,existe p7 s1 =⇒ existe p7 120h
Patrón 4: existe p7 96h,existe p7 144h,existe p7 s1 =⇒ existe p7 120h

Sin embargo, no podemos dejar de lado el resto de patrones frecuentes de la tabla
5.12 porque el valor de lift esta por encima de 1 esto significa la probabilidad que
ocurra alguno de estos.

A continuación explicamos con un ejemplo la interpretación que se realiza al
patrón 1; es el siguiente: si el último terremoto ocurrido con magnitud ≥ 5 ML se
encuentra en la placa número 7 (Placa de Sudamérica) y ocurre un terremoto de
magnitud ≥ 5 ML dentro de los 4 d́ıas (96 horas) en la misma placa entonces va
ocurrir otro terremoto en la misma placa con magnitud ≥ 5 ML dentro de las 24
horas respecto al último terremoto. Esto significa que; para determinar el próximo
terremoto los datos de entrada es el último terremoto ocurrido con magnitud ≥ 5
ML.
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Tabla 5.12: Reglas de asociación encontradas que tienen mayor frecuencia.
Regla Soporte Confianza Lift

1 existe p7 96h =⇒ existe p7 120h 0.54 1.00 1.65

2 existe p7 120h =⇒ existe p7 96h 0.54 0.89 1.65

3 existe p7 96h,existe p7 144h =⇒ existe p7 120h 0.54 1.00 1.65

4 existe p7 120h,existe p7 144h =⇒ existe p7 96h 0.54 0.89 1.65

5 existe p7 96h,existe p7 s1 =⇒ existe p7 120h 0.54 1.00 1.65

6 existe p7 120h,existe p7 s1 =⇒ existe p7 96h 0.54 0.89 1.65

7 existe p7 96h,existe p7 144h,existe p7 s1 =⇒ exis-
te p7 120h

0.54 1.00 1.65

8 existe p7 120h,existe p7 144h,existe p7 s1 =⇒ exis-
te p7 96h

0.54 0.89 1.65

9 existe p7 96h =⇒ existe p7 120h 0.53 1.00 1.64

10 existe p7 120h =⇒ existe p7 96h 0.53 0.87 1.64

11 existe p7 96h,existe p7 144h =⇒ existe p7 120h 0.53 1.00 1.64

12 existe p7 120h,existe p7 144h =⇒ existe p7 96h 0.53 0.87 1.64

13 existe p7 96h,existe p7 s1 =⇒ existe p7 120h 0.53 1.00 1.64

14 existe p7 120h,existe p7 s1 =⇒ existe p7 96h 0.53 0.87 1.64

15 existe p7 96h,existe p7 144h,existe p7 s1 =⇒ exis-
te p7 120h

0.53 1.00 1.64

16 existe p7 120h,existe p7 144h,existe p7 s1 =⇒ exis-
te p7 96h

0.53 0.87 1.64

17 existe p7 120h =⇒ existe p7 96h 0.53 0.87 1.63

18 existe p7 120h,existe p7 144h =⇒ existe p7 96h 0.53 0.87 1.63

19 existe p7 120h,existe p7 s1 =⇒ existe p7 96h 0.53 0.87 1.63

20 existe p7 120h,existe p7 144h,existe p7 s1 =⇒ exis-
te p7 96h

0.53 0.87 1.63

21 existe p7 96h =⇒ existe p7 120h 0.53 1.00 1.63

22 existe p7 96h,existe p7 144h =⇒ existe p7 120h 0.53 1.00 1.63

23 existe p7 96h,existe p7 s1 =⇒ existe p7 120h 0.53 1.00 1.63

24 existe p7 96h,existe p7 144h,existe p7 s1 =⇒ exis-
te p7 120h

0.53 1.00 1.63

25 existe p7 120h =⇒ existe p7 144h 0.57 1.00 1.62

26 existe p7 144h =⇒ existe p7 120h 0.57 0.93 1.62

27 existe p7 120h,existe p7 s1 =⇒ existe p7 144h 0.57 1.00 1.62

28 existe p7 144h,existe p7 s1 =⇒ existe p7 120h 0.57 0.93 1.62

29 existe p7 96h =⇒ existe p7 120h 0.54 1.00 1.62

30 existe p7 96h,existe p7 144h =⇒ existe p7 120h 0.54 1.00 1.62

31 existe p7 96h,existe p7 s1 =⇒ existe p7 120h 0.54 1.00 1.62

32 existe p7 96h,existe p7 144h,existe p7 s1 =⇒ exis-
te p7 120h

0.54 1.00 1.62

33 existe p7 120h =⇒ existe p7 96h 0.54 0.87 1.62

34 existe p7 120h,existe p7 144h =⇒ existe p7 96h 0.54 0.87 1.62

35 existe p7 120h,existe p7 s1 =⇒ existe p7 96h 0.54 0.87 1.62

36 existe p7 120h,existe p7 144h,existe p7 s1 =⇒ exis-
te p7 96h

0.54 0.87 1.62
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5.6.2. Validación de patrones frecuentes

Luego de determinar los patrones frecuentes pasamos a validar con datos de te-
rremotos ocurridos en el año 2010 con magnitud ≥ 5 ML, estos datos también fueron
obtenidos del repositorio ANSS (Advanced National Seismic System) de Northern
California Earthquake Data Center (http://ncedc.org/anss/catalog-search.html) ob-
teniendo 2426 registros, la figura 5.26 es un ejemplo de la extracción de datos.

Figura 5.26: Terremotos ocurridos el año 2010 con magnitud mayor o igual a 5 ML.

La figura 5.27 muestra un ejemplo de los terremotos ocurridos el año 2010 con
variables identificador y nombre de placas tectónicas.

Figura 5.27: Terremotos ocurridos el año 2010 con magnitud mayor o igual a 5 ML.
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Para validar si existe la ocurrencia del terremoto se seleccionó al azar un te-
rremoto suponiendo que sea el último terremoto ocurrido; a partir de ese dato se
analizó los patrones frecuentes.

El primer patrón encontrado es: existe p7 96h =⇒ existe p7 120h, la figura 5.28
muestra dos ejemplos de validación del patrón 1; teniendo como entrada las variables
del último terremoto ocurrido. Respecto al ejemplo 1 la interpretación que se realiza
es el siguiente: señalamos o seleccionamos un terremoto lo cual será para nosotros
como si fuese el último terremoto ocurrido en este caso es 01/15/2010 6:00 PM con
magnitud igual 5.6 ML señalado con lineas azules, ahora para hacer cumplir el patrón
1 significa que en las 96 horas después del último terremoto debe ocurrir un terremoto
de magnitud ≥ 5 ML en la misma placa tectónica, tal como señala las ĺıneas de color
naranja (antecedente); entonces, el próximo terremoto será en las 24 horas respecto
al último terremoto como se señala en ĺıneas de color verde (consecuente); la misma
explicación es para el ejemplo 2 de la figura 5.28. Por esta razón, podemos concluir
que el patrón 1 cumple con pronosticar el próximo terremoto en la misma placa
durante el año 2010.

Figura 5.28: Ejemplo de dos validaciones del patrón 1.

El segundo patrón encontrado es: existe p7 96h,existe p7 144h =⇒ existe p7 120h,
la figura 5.29 muestra el ejemplo de validación del patrón 2; teniendo como entrada
las variables del último terremoto ocurrido. Respecto al ejemplo 3 la interpretación
que se realiza es el siguiente: señalamos o seleccionamos un terremoto lo cual será
para nosotros como si fuese el último terremoto ocurrido en este caso es 03/04/2010
10:39 PM con magnitud igual 6.3 ML señalado con lineas azules, ahora para hacer
cumplir el patrón 2 significa que: en las 96 horas (4 d́ıas) y 144 horas (6 d́ıas) después
del último terremoto debe ocurrir algún terremoto de magnitud ≥ML 5 en la misma
placa tectónica, tal como señala las ĺıneas de color naranja (antecedente); entonces,
el próximo terremoto será en las 120 horas respecto al último terremoto como se
señala en ĺıneas de color verde (consecuente). Por esta razón, podemos concluir que

76
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el patrón 2 cumple con pronosticar el próximo terremoto en la misma placa durante
el año 2010.

Figura 5.29: Ejemplo de validación del patrón 2.

El tercer patrón encontrado es: existe p7 96h,existe p7 s1 =⇒ existe p7 120h, la
figura 5.30 muestra el ejemplo de validación del patrón 3; teniendo como entrada
las variables del último terremoto ocurrido. Respecto al ejemplo 4 de la figura 5.30
la validación del patrón tiene la siguiente interpretación: señalamos o seleccionamos
un terremoto lo cual será para nosotros como si fuese el último terremoto ocurrido
en este caso es 07/20/2010 5:19 PM con magnitud igual 5.8 ML en la placa Sud-
americana señalado con lineas azules; ahora para hacer cumplir el patrón 3 significa
que: en las 96 horas (4 d́ıas) y s1 (7 d́ıas) después del último terremoto debe ocurrir
algún terremoto de magnitud ≥ ML 5 en la misma placa tectónica, tal como señala
las ĺıneas de color naranja (antecedente); entonces, el próximo terremoto será en las
120 horas respecto al último terremoto como se señala en ĺıneas de color verde (con-
secuente). Por esta razón, podemos concluir que el patrón 3 cumple con pronosticar
el próximo terremoto en la misma placa durante el año 2010.
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Figura 5.30: Ejemplo de validación del patrón 3.

El cuarto patrón encontrado es: existe p7 96h,existe p7 144h,existe p7 s1 =⇒
existe p7 120h, la figura 5.31 muestra el ejemplo de validación del patrón 4; teniendo
como entrada las variables del último terremoto ocurrido. Respecto al ejemplo 5 de
la figura 5.31 la validación del patrón tiene la siguiente interpretación: señalamos
o seleccionamos un terremoto lo cual será para nosotros como si fuese el último
terremoto ocurrido en este caso es 03/18/2010 1:57 AM con magnitud igual 5.2 ML

en la placa Sudamericana señalado con lineas azules; ahora para hacer cumplir el
patrón 4 significa que: en las 96 horas (4 d́ıas), 144 horas (6 d́ıas) y s1 (7 d́ıas)
después del último terremoto debe ocurrir terremotos de magnitud ≥ ML 5 en ese
periodo de tiempo de la misma placa tectónica, tal como señala las ĺıneas de color
naranja (antecedentes); entonces, el próximo terremoto será en las 120 horas respecto
al último terremoto como se señala en ĺıneas de color verde (consecuente). Por esta
razón, podemos concluir que el patrón 4 cumple con pronosticar el próximo terremoto
en la misma placa durante el año 2010.

Figura 5.31: Ejemplo de validación del patrón 4.
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Interpretación de la validación: Las pruebas y descripción de los patrones
que se realizaron manifiestan la probabilidad que ocurra algún terremoto; pero res-
pectado a dichos patrones deben cumplir con los elementos de antecedentes para
luego ocurrir el consecuente. Analizando los 4 patrones encontrados podemos veri-
ficar que mientras menos elementos tenga los antecedentes la probabilidad es más
alta que ocurra el consecuente, en este caso seŕıa el patrón 1 existe p7 96h =⇒
existe p7 120h; porque solo tiene un elemento en el antecedente, los otros patrones
tienen de 2 a más elementos en el antecedente esto hace que debemos esperar más
tiempo para recién saber si va ocurrir el terremoto del consecuente. Por tal motivo,
respecto a este análisis el patrón que tiene mayor frecuencia y más probabilidad
que ocurra es: existe p7 96h =⇒ existe p7 120h con valores de soporte = 0.54,
confianza = 1 y litf = 1.65.

5.7. Evaluación de la metodoloǵıa propuesta

En la presente sección se muestra la evaluación y comparación de la metodoloǵıa
propuesta para encontrar patrones frecuentes de datos aplicando la predicción de
terremotos versus otras metodoloǵıas que también aplicaron procesos para predecir
terremotos.

De la información de la tabla 5.13 podemos apreciar la aplicación y sus diferentes
fases de la metodoloǵıa que utilizaron en sus trabajos de investigación; algunas in-
vestigaciones utilizan sus propias metodoloǵıas mientras otras están basadas en las
fases de KDD y no Crisp-dm. La propuesta de la metodoloǵıa tiene 3 pasos previos a
diferencia de los otras que forman parte del análisis y exploración de datos de terre-
motos; primero adquirir datos de terremotos donde se analiza diferentes repositorios
de terremotos, segundo aplicar el algoritmo para asignar un lugar donde ocurrió el
terremoto y tercero se propone 3 casos para generar nuevas variables; después se uti-
liza la metodoloǵıa Crisp-dm considerando fases y actividades relevantes para este
tipo de trabajos.

La tabla 5.14 describe algunas caracteŕısticas de estudio por cada investigación y
metodoloǵıa aplicada a la predicción de terremotos. Se realizó un análisis general pa-
ra formular 4 interrogantes relevantes que permite ver diferencias de la metodoloǵıa
propuesta con las otras investigaciones.
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Tabla 5.13: Fases de metodoloǵıas aplicadas a la predicción de terremotos.

Investigación Aplicación Metodoloǵıa

Metodoloǵıa para
análisis de ocurren-
cia de terremotos
de gran magnitud
(Galán Montaño,
2013)

Utilizar técnicas de selección
de atributos para determinar
indicadores śısmicos para pre-
decir terremotos.

(1)Selección de datos (2)Preprocesa-
miento (3)Modelo (4)Evaluar

Developing an expert
system based on asso-
ciation rules and predi-
cate logic for earthqua-
ke prediction (Ikram
and Qamar, 2015)

Predecir terremotos con da-
tos anteriores aplicando re-
glas de asociación en los he-
misferios de la tierra.

(1)Selección de base de datos (2)Gene-
rar catálogo de terremotos (3)Determi-
nar variables de predicción (4)Prepro-
cesamiento (5)Modelo (6)Evaluar

Earthquake prediction
based on spatio-
temporal data mining
approach (Vijaya-
sankari and Indhuja,
2018)

Aplicar la técnica de aprendi-
zaje profundo memoria a cor-
to plazo a largo plazo para
encontrar relación de espacio-
temporal entre terremotos y
luego hace la predicción.

(1)Carga de datos (2)Preprocesamien-
to (3)Partición de datos (4)Clasificar
eventos (5)Búsqueda de elementos fre-
cuente (6)Evaluar

Earthquake magnitude
prediction using ma-
chine learning techni-
que (Hoque et al.,
2020)

Desarrollo de una propuesta
metodológica con redes neu-
ronales para predecir ocu-
rrencia de terremotos.

(1)Describir catalogo (2)Determinar ca-
racteŕısticas (3)Seleccionar caracteŕısti-
cas (4)Modelo (5)Entrenamiento del
modelo (6)Predicción del modelo

Spatiotemporally
explicit earthqua-
ke prediction using
deep neural network
(Yousefzadeh et al.,
2021)

Estudiar el efecto de cuatro
algoritmos de machine lear-
ning para predecir magnitud
de futuro terremotos en Irán.

(1)Evaluar caso de estudio (2)Selec-
ción de datos (3)Determinar variables
(4)Modelo predictivo (5)Evaluación

Investigating the appli-
cation of artificial inte-
lligence for earthquake
prediction in Tereng-
ganu (Marhain et al.,
2021)

Predecir terremotos basado
en múltiples modelos al-
goŕıtmicos support vector
machine, boosted decision
tree regression, random fo-
rest y multivariate adaptive
regresionline.

(1)Determinar área de estudio (2)Se-
lección de datos (3)Preprocesamiento
(4)Dividir datos prueba/entrenamiento
(5)Analizar horizonte de tiempo (6)En-
trada de datos de estaciones (7)Se-
lección de modelo (8)Aplicar modelo
(9)Evaluar rendimiento y sensibilidad.

Propuesta de la meto-
doloǵıa

Encontrar patrones frecuen-
tes de datos basado en reglas
de asociación para predicción
de terremotos

(1)Adquirir datos de terremotos (2)Al-
goritmo para asignar placa tectónica
(3)Análisis y propuesta de variables de
estudio (4)Aplicar crisp-dm: compren-
der proyecto, entender datos, preparar
datos,modelo y evaluación.

A continuación se describe diferentes criterios considerados para la evaluación
de la propuesta metodológica (ver tabla 5.14) esto ayuda a encontrar los aportes de
esta investigación respecto a otras.
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¿La predicción de terremotos puede ser para diferentes lugares (ciuda-
des, páıses, placas)?
La comparación muestra que la investigación de Hoque et al. (2020) tiene similar
estudio a la propuesta de esta investigación debido a que investiga la predicción pa-
ra diferentes páıses mientras nuestra propuesta metodológica permite utilizar para
otros páıses y también permite encontrar ocurrencias en ciudades o placas tectóni-
cas; por otro lado, las otras investigaciones de la tabla 5.14 evalúa para un solo lugar.

¿Trabaja con datos temporales: latitud, longitud y tiempo?
Durante el proceso de la investigación nos dimos cuenta la importancia de trabajar
con variables de latitud, longitud y tiempo para determinar donde podŕıa ocurrir un
terremoto y en que momento; en la tabla 5.14 se muestra que 3 investigaciones más
nuestra propuesta trabajan con este tipo de variables donde Galán Montaño (2013)
y Ikram and Qamar (2015) aplican reglas de asociación para la búsqueda de elemen-
tos frecuentes; mientras los otros 3 restantes trabajan con variable de magnitud y
en algunos casos con tiempo.

¿Analiza datos de terremotos con diferentes repositorios?
Revisando la literatura con información relacionado a terremotos son pocas las inves-
tigaciones que analizan y agregan como información valiosa el análisis de las variables
que tienen los diferentes repositorios de terremotos; en esta investigación nos dimos
cuenta que existen otros repositorios que no brindan información completa de los
terremotos y en algunos casos comparten pocas variables para que puedas analizar
y decidir con cuales trabajar; sin embargo, la investigación de Ikram and Qamar
(2015) tiene similar propuesta a nuestra investigación porque propone analizar otros
repositorios de terremotos.

¿Utilizan catálogo de terremotos con variable lugar de ocurrencia?
En este criterio de evaluación las investigaciones de la tabla 5.14 comparten la mis-
ma caracteŕıstica porque todos desean encontrar la ocurrencia de algún terremoto
en un lugar determinado y al mismo tiempo determinar cual podŕıa ser la magnitud.

Con lo descrito en los criterios considerados para la evaluación, comparación y
la información de la tabla 5.13 y 5.14 podemos ver el aporte y la diferentes que
tiene la propuesta metodológica en las fases propuestas de esta investigación que
permite encontrar patrones frecuentes de terremotos y luego poder manifestar alguna
probabilidad de predecir algún terremoto.
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CAPÍTULO 5. RESULTADOS Y DISCUSIÓN

Tabla 5.14: Evaluación de caracteŕısticas de estudio por cada metodoloǵıa.

Investigación ¿La predic-
ción de terre-
moto puede
ser para dife-
rentes lugares
(ciudades,
páıses, placas
tectónicas)?

¿Trabaja
con datos-
temporales:
latitud, longi-
tud y tiempo?

¿Analiza da-
tos de terre-
motos en dife-
rentes reposi-
torios?

¿Utilizan
catálogo de
terremotos
con varia-
ble lugar de
ocurrencia?

Metodoloǵıa para
análisis de ocurren-
cia de terremotos
de gran magnitud
(Galán Montaño,
2013)

No Si No Si

Developing an ex-
pert system based
on association rules
and predicate logic
for earthquake pre-
diction (Ikram and
Qamar, 2015)

No Si Si Si

Earthquake pre-
diction based on
spatio-temporal da-
ta mining approach
(Vijayasankari and
Indhuja, 2018)

No No No Si

Earthquake mag-
nitude prediction
using machine
learning technique
(Hoque et al., 2020)

Si No No Si

Spatiotemporally
explicit earthquake
prediction using
deep neural net-
work (Yousefzadeh
et al., 2021)

No Si No Si

Investigating the
application of ar-
tificial intelligence
for earthquake
prediction in Te-
rengganu (Marhain
et al., 2021)

No No No Si

Propuesta de la me-
todoloǵıa

Si Si Si Si
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5.8. Demostración de hipótesis descriptiva

5.8.1. Hipótesis general

H1: es posible encontrar patrones frecuentes de datos con información de placas
tectónicas, con su aplicación en la predicción de terremotos.

En la investigación se propuso el algoritmo denominado ema (algoritmo 2) esto
permitió generar la variable identificador de placa tectónica en el catálogo de terre-
motos (ver tabla 5.1) teniendo como variables: id placa, fecha, hora, latitud,longitud
y magnitud. Luego se creó el catálogo de periodos; a partir de esto, se pudo crear el
modelo de mineŕıa de datos aplicando el algoritmo Apriori de reglas de asociación
(ver tabla 5.8), se obtuvo los siguientes resultados:

Figura 5.32: Resultado del plan de prueba de patrones frecuentes de datos con RS-
tudio.
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Figura 5.33: Frecuencia relativa de los 10 primeros elementos frecuentes.

La figura 5.32 y 5.33 demuestran que en la investigación se pudo encontrar pa-
trones frecuentes de datos en relación a las variables de placas tectónicas y periodos
de tiempo con terremotos ocurridos con magnitud mayor o igual a 5 ML. Por otro
lado, determinando y analizando el valor de confianza = 1 y el lift = 1.65 el patrón
más recurrente es: existe p7 96h =⇒ existe p7 120h, esto es una probabilidad de que
ocurra algún terremoto en ese periodo en la placa número 7 (placa sudaméricana).

Por las razones explicadas anteriormente, se demuestra la hipótesis H1 afirmando
que si fue posible encontrar patrones frecuentes de datos con información de placas
tectónicas utilizando datos de terremotos.

5.8.2. Hipótesis espećıficas

H2: si es posible mejorar el nivel de confianza en la búsqueda de patrones fre-
cuentes cuando se crear nuevas variables al catálogo de terremotos.

En la investigación se describe las variables iniciales del catálogo de terremotos
que son: latitud, longitud, fecha, hora y magnitud; sin embargo, para poder
encontrar elementos frecuentes y mejorar la confianza de patrones se tuvo que
crear nuevas variables de estudio que son: identificador y nombre de placa
tectónica como se demuestra en los objetivos de mineŕıa de datos, analizando
estas variables aún no pod́ıamos encontrar algún elemento frecuente en un
determinado tiempo; por tal motivo, se generó más variables de estudio con
respecto a las 8 placas tectónicas (ver 5.13) y periodo de tiempo entre un d́ıa
y séptimo d́ıa (ver 5.12).
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Figura 5.34: Ejemplo de 8 nuevas variables creadas con catálogo de placas tectónicas
y periodo anterior a 24 horas.

La figura 5.34 representa solo 8 variables generadas pero en general en la
investigación se obtuvieron 56 variables con las 8 placas tectónicas y 7 periodos
anteriores al terremoto ocurrido. Por otro lado, para mejorar la confianza en
los patrones encontrados se asigno el valor 1 o 0 en cada variable por cada
terremoto ocurrido según la condición del siguiente algoritmo.

if Maxi(magnitud) ≥ 5 then
existeterremoto ← 1

else
existeterremoto ← 0

end if

Figura 5.35: Ejemplo de patrones frecuentes con confianza igual a 100 %

La figura 5.35 representa el ejemplo de patrones frecuentes con confianza igual
1 y el valor de lift mayores a 1 que manifiestan la probabilidad que ocurra
algunos de estos patrones.
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Por las razones explicadas anteriormente, se demuestra la hipótesis H2 afirman-
do que si es posible mejorar el nivel de confianza en la búsqueda de patrones
frecuentes al crear nuevas variables para el catálogo de terremotos.

H3: si se puede encontrar más de 2 patrones frecuentes con confianza mayor o
igual a 80 % en el catálogo de terremotos.

Durante la presente investigación se procesó 33284 terremotos ocurridos en
las 8 placas tectónicas (Sudamérica, Andes del norte, Caribe, Panamá, Cocos,
Nazca, Altiplano y Scotia) los cuales permitió encontrar 458 reglas de asocia-
ción con diferentes valores de confianza y lift como se muestra en la siguiente
figura.

Figura 5.36: Matriz de puntos de reglas de asociación filtrado según la métrica Lift.

Según la figura 5.36 mientras la confianza sea mayor a 80 % y el color de lift
sea más rojizo existe la probabilidad que ocurra algún patrón frecuente encon-
trado. Por otro lado, cuando se realizó en análisis y evaluación para patrones
frecuentes con valor de confianza = 1 y lift ≥ 1.65 se pudo encontrar 4 patrones
frecuentes.
Patrón 1: existe p7 96h =⇒ existe p7 120h
Patrón 2: existe p7 96h,existe p7 144h =⇒ existe p7 120h
Patrón 3: existe p7 96h,existe p7 s1 =⇒ existe p7 120h
Patrón 4: existe p7 96h,existe p7 144h,existe p7 s1 =⇒ existe p7 120h

Por las razones explicadas anteriormente, se demuestra la hipótesis H3 afir-
mando que si es posible encontrar más de 2 patrones frecuentes con confianza
mayor o igual a 80 %.
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Discusión

A partir de los hallazgos encontrados, podemos afirmar que se logró desarro-
llar la propuesta metodológica que permitió encontrar patrones frecuentes o reglas
de asociación con datos de placas tectónicas esto puede permitir la anticipación de
ocurrencia de terremotos. En los estudios de Rundle et al. (2005), Huang (2015),
Mart́ınez-Alvarez et al. (2011), Galán Montaño (2013), Pita Mart́ın (2013), Ikram
and Qamar (2015) y Zhang et al. (2019) no hay espećıficamente o pasos detallados
sobre alguna metodoloǵıa que permita seguir fases o etapas para predecir terremo-
tos basado en el análisis y tratamiento de datos, es este estudio si definimos esas
fases como parte de la metodoloǵıa que se consideran relevantes (ver Figura 5.1).
Pita Mart́ın (2013) señala que la Mineŕıa de Datos es de gran utilidad en proble-
mas de predicción de terremotos, también los otros estudios resaltan el gran valor
que tiene los datos durante en análisis, tratamiento e interpretación para anticipar
eventos śısmico. Para este estudio se dio más énfasis en el análisis de datos y desarro-
llo del método CRISP-DM. Por tal razón; esta propuesta metodológica va generar
aporte a otros estudios similares cuando trabajen con datos de terremotos y datos
con coordenadas geográficas de determinados territorios.

Luego de realizar la experimentación se observa que se puede asignar datos de
placas tectónicas al catálogo de terremotos, en este estudio las primeras variables
son: magnitud ML, latitud, longitud, fecha y hora, a estas variables se asigno la
variable identificador y nombre de placa tectónica para cada terremoto, a diferencia
de otros trabajos sus variables iniciales varian, Mart́ınez-Alvarez et al. (2011) tra-
baja con variables magnitud y tiempo, Pita Mart́ın (2013) describe como variables
de estudio: tiempo, b-value (ley de Gutenberg-Richter), magnitud actual y magni-
tud anterior, Ikram and Qamar (2015) tiene como variables iniciales de estudio a:
latitud, longitud, magnitud y profundidad. Según lo descrito vemos variables seme-
jantes, pero la gran diferencia con el presente estudio es que utilizamos datos de
placas tectónicas y esto fue asignado mediante el algoritmo EMA (ver algoritmo 2)
este algoritmo fue propuesto e implementado en esta investigación, la otra diferencia
de esta investigación es que busca patrones o reglas de asociación frecuentes en base
a las placas tectónicas en un determinado periodo, en cambio los otros estudios bus-
can las reglas de asociación o patrones en referencia a las magnitudes de terremotos.

Durante el estudio inicialmente las variables fueron: magnitud, latitud, longitud,
fecha, hora y placa tectónica con esto fue complicado generar patrones y nivel de
confianza, por esta razón; se creó nuevas variables o atributos en referencia a los
terremotos ocurridos anteriormente respecto al ultimo. Se asigno 1 si existe mag-
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nitud mayor o igual a 5 ML, caso contrario se asigna 0, este proceso se realizó en
periodos anteriores según cada placa tectónica (ver Figura 5.14, 5.18 y 5.19). Con
estas variables se pudo mejorar el nivel de confianza que se encuentran entre 80 %
y 100 % obteniendo 36 reglas de asociación. En los trabajos similares de Mart́ınez-
Alvarez et al. (2011), Pita Mart́ın (2013) y Ikram and Qamar (2015) en ningún
caso utilizan este tipo de variables con datos temporales, en sus trabajos obtuvie-
ron reglas de asociación con los datos de magnitud, donde Mart́ınez-Alvarez et al.
(2011) alcanza nivel de confianza entre 70.6 % y 100 %, Pita Mart́ın (2013) en las
reglas de asociación obtenidas tiene confianza entre 25 % y 100 %, Ikram and Qamar
(2015) obtiene 15 reglas con nivel de confianza entre 51 % y 100 %. Se puede ver la
diferencia de nivel confianza y las variables que fueron utilizados en cada estudio,
entonces el aporte de este trabajo se centra en las nuevas variables generadas con
datos temporales según la magnitud del terremoto en los periodos anteriores.

En el trabajo de Ikram and Qamar (2015) obtiene 15 reglas de asociación con
atributos de magnitudes de terremotos, por otro lado; Pita Mart́ın (2013) presenta 10
reglas al ejecutar el algoritmo con magnitudes entre 3.4 ML y 6.2 ML, como parte de
la reglas obtenidas concluye “que si transcurrido un mes, el valor de b ha descendido
en un intervalo aproximado de [-0.15, -0,05] existirá una probabilidad muy elevada
(confianzas rozando el 1.0) de que ocurra un terremoto de magnitud mayor de 4.4
ML” (Pita Mart́ın, 2013), según los hallazgos mencionados existe diferencia con el
presente trabajo porque aqúı se hizo la búsqueda de patrones frecuentes o reglas de
asociación con los datos de placas tectónicas en periodos anteriores con magnitud
mayor o igual 5 ML porque esto podŕıa generar daños materiales hasta perdidas
humanas. El aporte de este trabajo respecto a los mencionados es que se logró
obtener 4 patrones frecuentes con nivel de confianza de 100 % (ver sección 4.4.5 más
detalles de patrones) esos patrones podŕıan manifestar la ocurrencia de un terremoto
con magnitud mayor o igual a 5 ML.
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Conclusión

Con los resultados obtenidos en la presente investigación se concluye que la me-
todoloǵıa propuesta permitió encontrar patrones frecuentes en la ocurrencia de te-
rremotos, esta metodoloǵıa consta de 4 fases: 1) Adquirir datos de terremotos. 2)
Algoritmo de placas tectónicas para asignar identificador al catálogo de terremo-
tos. 3) Análisis y propuesta de nuevas variables con datos temporales. 4) Aplicar
el metodoloǵıa CRISP-DM, estas fases permitirá encontrar patrones frecuentes de
datos en una determinada placa tectónica o también podŕıa encontrar patrones de
terremotos en una determinada ciudad o páıs siempre y cuando se tenga los valores
de coordenadas de cada territorio o espacio geográfico.

En esta investigación también se desarrolló la propuesta de un algoritmo deno-
minado ema; implementado en el lenguaje de programación Python, esto permitió
crear una nueva variable para asignar identificador de la placa tectónicas en los te-
rremotos ocurridos, este algoritmo también ayuda a asignar un punto o lugar donde
ocurrió un terremoto solo se debe tener la base de datos de coordenadas de los lu-
gares (ciudad o páıs).

Por otro lado, en el presente trabajo se realizó en análisis de los datos temporales
de los terremotos ocurridos con las variables de tiempo, hora, latitud y longitud. Al
realizar el análisis se generó una variable denominado Horas para calcular la ocu-
rrencia de terremoto con magnitud mayor o igual a 5 ML en periodos anteriores y
al mismo tiempo se asignó los identificadores de las placas tectónicas utilizando el
Algoritmo EMA considerando como datos de entrada latitud y longitud.

Se logró generar los atributos: identificador de placa tectónica, horas y 56 atri-
butos para cada terremoto (ver figura 5.18 y 5.19), este ultimo fue generado a partir
de los periodos: 24h (24 horas), 48h (48 horas), 72h (72 horas), 96h (96 horas), 120h
(120 horas), 144h (144 horas) y 168h horas (una semana), también con la unión de
las placas tectónicas: Sudamérica, Andes del norte, Caribe, Panamá, Cocos, Nazca,
Altiplano y Scotia mediante la utilización del modelo que se presenta en la figura
5.14. Al mismo tiempo se asigno valores de 0 y 1 para cada uno de los 56 atributos
según el algoritmo que se muestra en la figura 5.17 y el resultado se muestra en el
ejemplo de la figura 5.19.

Al aplicar el método CRISP-DM se desarrolló el modelo de mineŕıa de datos
mediante la aplicación del algoritmo Apriori, este modelo permitió encontrar los
patrones frecuentes de terremotos ocurridos entre los años 2000 y 2009 basado en
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las placas tectónicas: Sudamérica, Andes del norte, Caribe, Panamá, Cocos, Nazca,
Altiplano y Scotia. Realizando el análisis de los resultados obtenidos con el modelo
de datos de terremotos ocurridos se obtuvo 36 reglas de asociación con valores de
confianza = 1 y lift ≥ 1.60, por otro lado, también se hizo el ranking de la primeras
4 reglas de asociación de mayor interés considerando los parámetros de Confianza
= 1 y Lift = 1.65, ahora son denominados como patrones frecuentes, estos son:
Patrón 1 existe p7 96h =⇒ existe p7 120h, Patrón 2 existe p7 96h,existe p7 144h
=⇒ existe p7 120h, Patrón 3 existe p7 96h,existe p7 s1 =⇒ existe p7 120h, Patrón
4 existe p7 96h,existe p7 144h,existe p7 s1 =⇒ existe p7 120h. Pero según el análi-
sis en la sección de validación de patrones la regla de asociación o patrón que tiene
más alta probabilidad que ocurra es: existe p7 96h =⇒ existe p7 120h porque tiene
menos elementos en el antecedente.
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Recomendaciones

Antes de iniciar con la selección de información de terremotos, se recomien-
da verificar los datos de terremotos ocurridos de diferentes fuentes de datos,
en la Figura 5.2 se muestran las fuentes de datos evaluados, pero en este es-
tudio consideramos los datos de ANSS (Advanced National Seismic System)
sus variables cumplieron con los objetivos marcados en el presente trabajo de
investigación.

También recomendamos hacer pruebas con técnicas de Deep Learning utili-
zando las variables y datos temporales de la presente investigación esto podŕıa
mejorar la búsqueda de patrones frecuentes de mayor interés con niveles de
confianza altas.

Para el análisis de los datos se recomienda como alternativa utilizar el software
Knime esta herramienta tiene variedad de funcionalidad que van a permitir ha-
cer el tratamiento de los datos y que también se puede agregar código fuente de
Python y Java hasta incluso agregar módulos del programa Weka para Mineŕıa
de Datos. Por otro lado; para procesar los elementos frecuentes y obtener las
reglas de asociación se recomienda utilizar RStudio como alternativa a otras
herramientas porque a través de la libreŕıa Arules y ArulesViz permite generar
diferentes diagramas para la visualización de los resultados y hacer una mejor
interpretación de los patrones obtenidos.

Para trabajos futuros se podŕıa analizar con datos de terremotos de años ante-
riores al 2000 por lo menos con 50 años de antigüedad y las 52 placas tectónicas
de la tierra para tener mayor exactitud en el patrón que se pueda determinar
como frecuente. Por otro lado; también como trabajo futuro se podŕıa predecir
la ocurrencia de terremotos en ciudades y páıses utilizando esta Metodoloǵıa
propuesta, pero se tiene que obtener los datos de coordenadas de latitud y
longitud por cada páıs aśı como se hizo con las coordenadas de cada placa
tectónica.
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Pita Mart́ın, A. (2013). Una metaheuŕıstica para la extración de reglas de aso-
ciación. aplicación de terremotos. Master, Departamento Lenguajes y Sistemas
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